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STRESZCZENIE

Celem pracy badawczej byta weryfikacja mozliwosci wykorzystania sztucznych
sieci neuronowych (SSN) do prognozowania zmian stanu technicznego nawierzchni
z betonu cementowego. Dysertacja zawiera opis i rezultaty badan terenowych,
analizy i prognoze zmian stanu technicznego nawierzchni. Przedmiotem badan
terenowych byta ewidencja uszkodzen powierzchniowych nawierzchni drogowych z
betonu cementowego przy zastosowaniu zmodyfikowanej metody inwentaryzacji
uszkodzen. Program badan zrealizowano na odcinku autostrady A2 o sumarycznej
dtugosci jezdni o nawierzchni z betonu cementowego ok. 202 km i tgcznej liczbie
120 438 sztuk ptyt betonowych w okresie od roku 2016 do roku 2021.
Przeprowadzone badania w ramach zmodyfikowanej oceny cech powierzchniowych
nawierzchni umozliwity analize kazdej pojedynczej ptyty betonowej jako niezaleznego
obiektu oraz identyfikacje wszystkich mozliwych zmian wystepujgcych na jej
powierzchni tj. zaréwno uszkodzenh jak i dokonanych napraw. Dla tak zgromadzonych
I usystematyzowanych danych, w oparciu o przeprowadzone badania, okreslono ich
zmiany jakie zachodzg w dziedzinie czasu. Dokonano réwniez wyodrebnienia
odcinkéw jednorodnych badanej nawierzchni i ich sparametryzowania w ramach
przyjetych zatozen projektowych: technologii wykonania, zastosowanych materiatow,
rzeczywistego obcigzenia ruchem oraz warunkow klimatycznych. Na podstawie
zgromadzonych wynikbw badah terenowych i dokonanych analiz odcinkéw
jednorodnych przystgpiono do opracowania szeregéw czasowych z wykorzystaniem
SSN do prognozowania uszkodzeh nawierzchni. W oparciu o narzedzie Statistica
opracowano algorytm budowy modelu sieci neuronowych i przeprowadzono analizy
wrazliwosci zmiennych wejsciowych w celu doboru danych istotnie wptywajgcych na
jakos¢ uzyskanych modeli. Do prognoz wybrano dwa dostepne w programie typy
sztucznych sieci neuronowych: o radialnych funkcjach bazowych (RBF) oraz
wielowarstwowe perceptrony (MLP). Przedstawiono zaleznosci pozwalajgce na
okreslenie danych wejsciowych wptywajgcych na prognozowanie poszczegdinych
typow uszkodzenia nawierzchni. Doktadnosé wyuczenia, testowania oraz walidacji
sieci neuronowych w odniesieniu do indywidualnego typu analizowanego
uszkodzenia przeprowadzono za pomocg wspétczynnika determinacji R?. Przyjetym
parametrem prognozy byla ilo§¢ uszkodzonych piyt [%] a parametrem
weryfikacyjnym w ramach potwierdzenia stawianej tezy byta powierzchnia
uszkodzonych ptyt [%]. Efektem przeprowadzonych prac jest potwierdzenie
skutecznosci i bardzo wydajnej metody zastosowania SSN do przewidywania typow
uszkodzen nawierzchni z betonu cementowego w zakresie liczby uszkodzonych ptyt
na poziomie 94,7% a w odniesieniu do powierzchni uszkodzeh ptyt na poziomie
93,3%.



ABSTRACT

The purpose of the research work was to verify the possibility of using Artificial
Neural Networks (ANN) to forecast changes in the technical condition of cement
concrete pavements. The thesis includes a description and the results of field tests,
analyses and a forecast of future changes in the technical condition of pavement.
The field tests were carried out to record the surface damages of cement concrete
road pavement using a modified method of identification of damages. The research
programme was carried out on a section of the A2 motorway with a total length of
cement concrete carriageways of approx. 202 km and a total number of 120,438
concrete slabs, in the period between 2016 and 2021. Research carried out for the
purposes of the modified assessment of surface properties of pavement allowed the
author to analyse each single concrete slab as an independent object and to identify
all possible changes in its surface, i.e. both damages as well as any repairs. These
collected and catalogued data were then analysed on the basis of the performed
tests in terms of changes in data over time. Homogeneous sections of the analysed
pavement were also identified and characterised in terms of the implemented design
assumptions: the technology of construction, used materials, actual traffic load and
weather conditions. The obtained field test results and homogeneous section
analyses were then used to develop time series using the ANN technology in order to
forecast future pavement damage. An algorithm of the neural network model
structure was developed using Statistica software and analyses of the sensitivity of
input variables were carried out in order to select data that significantly affects the
quality of the developed models. Two types of artificial neural networks available in
the software were selected for the forecasts: the Radial Basis Function (RBF) and
Multilayer Perceptrons (MLP). Dependencies that enable the identification of input
data that affects the forecasting of individual types of pavement damage were
demonstrated. The precision of learning, testing and validation of neural networks in
the context of the individual types of analysed damages was carried out using the
coefficient of determination R?. The quantity of damaged slabs [%] was used as the
forecast parameter, while the surface of damaged slabs [%] was used as the
verification parameter in the context of the confirmation of the expressed argument.
The research resulted in the confirmation of the effectiveness and very high efficiency
of the ANN technology in forecasting the types of cement concrete pavement
damages in terms of the number of damaged slabs at the level of 94.7% and in terms
of the surface of damages at the level of 93.3%.
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LISTA AKRONIMOW
Amerykanskie Stowarzyszenie Specjalistéw ds. Drég i Transportu

AASHTO
Stanowego
ANN/SSN Sztuczne sieci neuronowe
AQC Cechy jakosciowe odbioru
ARAN Automatyczny analizator drog
ASTM Amerykanskie Stowarzyszenie Badan i Materiatow
BFGS Iteracyjna metoda rozwigzywania nieliniowych problemdéw optymalizaciji
CMRA Stowarzyszenie ds. Materiatdow Budowlanych i Recyklingu
DOT Dtugoterminowe Odcinki Testowe
DWB Dolna warstwa betonu
DSN Diagnostyka Stanu Nawierzchni

FHWA Federalna Administracja Drogowa w Stanach Zjednoczonych
GDDKIiA Generalna Dyrekcja Drog Krajowych i Autostrad

GIS System informacji geograficznej

GwWB Gorna warstwa betonu

HDM-4 Oprogramowanie do rozwoju i zarzgdzania autostradami
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IRI Miedzynarodowy wskaznik réwnosci podtuzne;j

JPCP Dyblowana nawierzchnia z betonu cementowego

KTKNS  Katalog typowych konstrukcji nawierzchni sztywnych
LCA Analiza cyklu zycia

LCM Zarzadzanie cyklem zycia

LCMS Laserowy system pomiaru peknie¢

LTPP Program dtugoterminowej oceny stanu nawierzchni
MLP Perceptron wielowarstwowy (typ sieci jednokierunkowej)
NCHRP  Krajowy Program Badan dot. Autostrad w Stanach Zjednoczonych
PCC Nawierzchnie z betonu cementowego

PCI Wskaznik stanu nawierzchni

PK Pekniecia krawedzi

PKn Pekniecia krawedzi naprawione

PL Pekniecia podtuzne

PLn Pekniecia podtuzne naprawione

PMIS Platforma analityczna do systemu zarzgdzania

PMS System zarzgdzania nawierzchnig

PRS Specyfikacje zwigzane z trwatoscig nawierzchni

PT Pekniecia poprzeczne

PTn Peknigecia poprzeczne naprawione

RBF Sie¢ o radialnych funkcjach bazowych

SDR Sredni Dobowy Ruch

SOS funkcje btedu w postaci sumy kwadratéw

SOSN System Oceny Stanu Nawierzchni

SOSN-B System Oceny Stanu Nawierzchni Betonowych
SOWA 2 Rejestrator uszkodzen nawierzchni

SPDE System oceny uszkodzenh nawierzchni
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1 Wprowadzenie

W ostatnich latach liczba projektow drogowych realizowanych przy

wykorzystaniu technologii nawierzchni z betonu cementowego (sztywnych)
systematycznie sie zwieksza. Aktualnie 1 092 km autostrad i drog ekspresowych w
Polsce ma nawierzchnie z betonu cementowego, co stanowi blisko 21% sieci drog
szybkiego ruchu. Dominujgcg technologig realizacji tego typu nawierzchni jest
rozwigzanie z zastosowaniem dyblowania i kotwienia a rozwigzaniem w zakresie
wykanczania gornej powierzchni jest tzw. odkryte kruszywo [31]. W tego typu
nawierzchniach w celu zapewnienia wtasciwej wspotpracy ptyt w szczelinach, pod
wptywem zwiekszonego obcigzenia stosuje sie dyble (szczeliny poprzeczne) oraz
kotwy (szczeliny podtuzne). Poza dyblami na wspétprace majg wptyw inne czynniki
zwigzane z podparciem ptyty betonowej, zamocowaniem dybli i oddziatywaniem
czynnikéw degradujgcych szczeliny [92, 98,106, 124].
W nadchodzgcym czasie instytucje drogowe w Polsce bedg zwieksza¢ swojg
koncentracje na utrzymaniu i ochronie istniejgcych drég. Wybor odpowiedniej
strategii utrzymania jest ztozonym zadaniem, na ktore sktadajg sie czynniki takie jak
ocena stanu technicznego nawierzchni, klasyfikacja drogi, natezenie ruchu itp.
Okreslenie skutecznego utrzymania nalezy rozumie¢ jako dziatania prewencyjne
majgce na celu zapewnienie wtasciwego stanu technicznego w celu zapobiegania
przedwczesnemu pogorszeniu sie tego stanu. Jest to strategia utrzymania, ktéra ma
na celu minimalizowanie wystepowania kosztownych remontéw, poprzez regularne
monitorowanie i wykonywanie odpowiednich dziatan naprawczych. Nowoczesna
diagnostyka, w szczegodlnosci identyfikacja cech powierzchniowych nawierzchni z
betonu cementowego nie jest w Polsce powszechnie stosowana, jednak ze wzgledu
na systematyczny przyrost dtugosci drég o takiej nawierzchni powinna ona zosta¢ w
szerszym zakresie przedstawiona oraz tak przygotowana (ze wzgledu na
zréznicowang geometrie ptyt betonowych oraz ich szerokosé¢, ktéra jest wieksza od
szerokosci pasa ruchu), aby zapewni¢ odpowiednig jakos¢ danych o sieci drogowe;j
przy jednoczesnym uzyskaniu duzej wydajnosci oraz nieinwazyjnego charakteru
pomiarow.

Punktem wyjscia do opracowania funkcjonalnego algorytmu do analizy stanu
technicznego nawierzchni betonowej powinny by¢ obiektywne, precyzyjne i aktualne
informacje o stanie nawierzchni drogowej, ktore stanowig nieodzowng podstawe
systematycznego utrzymania drég. Sg one ponadto punktem wyjscia dla krétko- i
Srednioterminowego planowania zabiegdw utrzymaniowych. Dostarczajg informac;ji o
efektywnosci réznych typdw itechnologii zabiegdw utrzymaniowych. Umozliwiajg
ponadto prognozowanie stanu technicznego nawierzchni, niezbedne do
opracowywania modeli degradacji ptyt betonowych, stanowigcych podstawe
dtugoterminowego planowania zapotrzebowania na srodki finansowe.

Nalezy zaznaczyC, ze cenione administracje drogowe na catym Swiecie
poddajg opracowane kryteria zmeczeniowe nawierzchni drogowych ciggtej rewizji (w
okresach kilkunastoletnich), w wyniku zmieniajgcych sie warunkow lokalnych. Wynika
to z mozliwosci przeprowadzania coraz bardziej zaawansowanych analiz
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(optymalizacji konstrukcji) oraz ze zmian uwarunkowan lokalnych, dla ktérych kryteria
zostaty opracowane np. dostosowane do zmieniajgcych sie  warunkow
obcigzeniowych poprzez zastosowanie nowych technologii oraz materiatbw do ich
realizacji. Dlatego juz w latach siedemdziesigtych Federalna Administracja Drogowa
Stanéw Zjednoczonych (FHWA) opracowata dtugoterminowy program LTPP (Long-
Term Pavement Performance), ktory skupia sie na monitorowaniu i analizie
dtugoterminowego zachowania sie nawierzchni drogowych. Program ten zostat
stworzony w celu gromadzenia danych i prowadzenia badan dotyczgcych
eksploataciji i trwatosci nawierzchni drogowych.

Wybdr i harmonogram dziatan utrzymaniowych moze znacznie wptyngé na
koszty i efektywnos¢, jak na catkowity okres eksploatacji nawierzchni [86]. Opcje
utrzymania majg swoje optymalne ,0kno” mozliwosci zastosowania, w ktérym mozna
osiggngc¢ najlepsze rezultaty. Ogdlnie rzecz biorgc, jezeli mamy do czynienia z
opoOznieniem dziatan utrzymaniowych nawierzchni drogowych, wowczas dochodzi do
negatywnych konsekwencji tzn. mamy do czynienia ze zmniejszeniem wartosci
wskaznikow i wartosci aktywow w czasie, funkcjonalnosc sieci pogarsza sie, a koszty
zabiegdw przywracajgcych nawierzchnie do akceptowalnego stanu technicznego w
przysztosci sg znacznie wieksze [79].

Obecnie utrzymanie prewencyjne, ktoére pojawia sie w wielu sektorach,
zwtaszcza w przemysle, jest typowym sposobem inteligentnego utrzymania ruchu.
Jako tryb utrzymania oparty na danych, jest to integracja technologii czujnikow,
technologii przetwarzania sygnatdéw, analizy niezawodnoéci, statystyk, uczenia
maszynowego i innych metod okreslania potencjalnych wad, co stanowi podstawe
bardziej rozsgdnego i skutecznego planu utrzymania [115].

W ostatnich latach zauwazono, ze dotychczasowe, klasyczne doswiadczenia
w utrzymaniu drég sg niewystarczajgce, a do zarzgadzania nawierzchniami
wprowadzane sg nowe metody zbierania i przetwarzania danych [103]. Dzieki
przyspieszonemu rozwojowi technologii informatycznych i sztucznej inteligenciji
otwierajg sie nieograniczone mozliwosci ich implementacji w drogownictwie.

2 Studium literatury na temat trwatosci i utrzymania nawierzchni betonowych

Powtarzalne i wiarygodne dane o stanie technicznym nawierzchni odgrywajg
wazng role w opracowywaniu wskaznikdéw stanu, modeli wydajnosci, zrozumieniu, w
jaki sposob i dlaczego nawierzchnie sprawdzajg sie lepiej niz inne, a takze w
znalezieniu optacalnych rozwigzan potrzeb w zakresie utrzymania nawierzchni [12].
Historia ostatnich ponad 20 lat w Polsce w zakresie implementaciji réznych rodzajéw
rozwigzan oraz prowadzonych i zaprzestanych badan m.in. w ramach
Dtugoterminowych Odcinkdéw Testowych (DOT) w latach 1992 — 2010, do ktérych po
raz pierwszy w roku 2010 zostaly wigczone odcinki o nawierzchni z betonu
cementowego dowodzi, ze warunkiem koniecznym uzyskania rezultatu w postaci
funkcjonujgcego systemu zarzgdzania infrastrukturg drogowg jest konsekwencja i
stabilnos¢. Zgodnie z rekomendacjami z wykonanej XVII serii badan na
Dtugoterminowych Odcinkach Testowych z roku 2010 [51] wskazano m.in. na
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koniecznosS¢ opracowania aktualizacji istniejgcych modeli degradacji nawierzchni
oraz opracowanie nowych modeli dla nawierzchni wykonanych w najnowszych
technologiach.

Rozwdj badan nad trwatoscig jest obszarem badan o wysokim priorytecie w
Federalnej Administracji Autostrad (FHWA) USA od 1987 roku. Niektére z bardziej
znaczgcych wczesnych wysitkdw obejmujg pionierskie prace nad PRS wykonane w
New Jersey przez Weed, National Cooperative Highway Research Program (
Sponsorowane przez NCHRP) badanie PRS dla nawierzchni z betonu asfaltowego
(AC) oraz wstepne badanie FHWA dotyczace opracowania PRS dla nawierzchni z
betonu portlandzkiego (PCC) [5, 47, 114]. W oparciu o obiecujgce wyniki tych
wczesnych projektéw, FHWA sponsorowata dodatkowe badania na poczatku lat 90-
tych, ktére koncentrowaty sie na opracowaniu bardziej praktycznego (i tatwego do
wdrozenia) prototypu PRS dla nawierzchni PCC. W latach 1994-1998
przeprowadzono przez FHWA badania, ktére obejmowaly swoim zakresem testy
terenowe i laboratoryjne kilku zmiennych konstrukcyjnych nawierzchni PCC w
zakresie ich trwatosci [37, 38, 39, 40]. W ramach tych badan wstepnie okreslono
typowg zmiennos¢ kluczowych AQC (tj. pustki powietrzne, grubosc ptyty, poczatkowa
gtadkosc, wytrzymatos¢ betonu i inne) oraz podano zalecenia dotyczgce domysinych
zmiennos$ci kazdej AQC. Omawiany raport [36] jest pierwszym z dwdch tomow.
Opisuje prace badawcze majgce na celu ulepszenie modeli prognozowania
wydajnosci. Poniewaz zarzadcy drog wykorzystujg specyfikacje zwigzane z
trwatoscig i zbierajg wynikajgce z niej dane dotyczgce jakosci, kosztow i wydajnosci,
oczekuje sie, ze modele degradacji bedg podlega¢ dalszym ulepszeniom i
zwiekszeniu dokfadnosci przewidywania w zakresie trwatosci nawierzchni. Badanie
to koncentrowato sie na ulepszeniu kluczowych modeli predykcji uszkodzen i
gtadkosci stosowanych w PRS dla dyblowanej nawierzchni z betonu cementowego
(JPCP). Oceniono modele wydajnosci uskokdéw poprzecznych, peknie¢ ptyt
poprzecznych, odpryskéw spoin poprzecznych i gtadkosci (International Roughness
Index [IRI]), a nastepnie znacznie udoskonalono. Osiggnieto to za pomocg obszernej
bazy danych zawierajgcej dane dotyczgce wydajnosci JPCP, wraz z solidnymi
technikami statystycznymi i inzynierskimi. Przewidywanie wydajnosci nawierzchni
wymaga danych historycznych dotyczacych stanu technicznego nawierzchni,
obcigzenia ruchem, charakterystyki strukturalnej i danych klimatycznych. Dane te
mozna uzyskac¢ z pojedynczego odcinka testowego lub z uzytkowanych nawierzchni
w celu uzyskania danych do bardziej praktycznych modeli prognostycznych. Jednak
budowa i monitorowanie pojedynczych odcinkow testowych jest kosztowne i
nierealne dla matych i lokalnych zarzgdcow drég.

2.1 Charakterystyka nawierzchni betonowych

Za budowg nawierzchni betonowych (sztywnych) przemawiajg pozytywne
doswiadczenia ich uzytkownikow w Polsce i na swiecie, jak rowniez wiele publikacji
naukowych i opracowan. CEMEX Polska jako najwiekszy producent betonu w kraju

10|Strona



od lat wspottworzy polskg sieC drog betonowych. W dalszej czesci zaprezentowano
zestawienie najmocniejszych stron nawierzchni sztywnych [59].

Wbrew obiegowej opinii, przewaga nawierzchni betonowych nie polega tylko na duzo
nizszych kosztach utrzymania drogi — technologia betonowa okazuje sie réwniez
tansza na etapie budowy. Oszczednosc¢ liczona wzgledem kosztu nawierzchni
asfaltowej rosnie wraz z kategorig ruchu drogi. Podsumowanie najwazniejszych zalet
nawierzchni drogowych z betonu cementowego przestawiono w tabeli 1.

Tabela 1 Zalety nawierzchni drogowych z betonu cementowego [52]

Zalety nawierzchni z Opis

betonu cem entowego

=  Trwatosé - okres eksploataciji dobrze
zaprojektowanej i wykonanej nawierzchni siega
nawet 80 lat i jest wielokrotnie wiekszy niz w
przypadku nawierzchni asfaltowych;

= Dobra nosnos¢ i podziat obcigzen — obcigzenia

Korzysci pojazdu rozktadajg sie na catg ptyte;

technologiczne » Relatywnie maty koszt utrzymania - brak
koniecznosci remontéw nawet przez 30 lat w sytuaciji
prowadzenia odpowiedniego utrzymania
prewencyjnego;

= Odpornos¢ na zmienne warunki atmosferyczne, tj.
wysokie temperatury, mroz, opady: deszcz, $nieg.

» Zuzycie paliwa mniejsze o ok. 2-2,5 proc., dzieki
sztywniejszej nawierzchni;

= Nieprzerwana przejezdnos¢ — ograniczenie liczby
kolejek i utrudnien w ruchu spowodowanych robotami
drogowymi: oszczedno$¢ czasu dla uzytkownikéw

Korzysci uzytkowe drogi, oszczednosc¢ kosztow dla firm transportowych;

= Estetyka — beton jako materiat budowlany ma swoich
gorgcych entuzjastow; zastosowanie betonu =z
eksponowanym kruszywem na chodnikach czy
drogach dla roweréw ma kapitalny wptyw na walory
estetyczne otoczenia.

» Krotsza droga hamowania, rowniez na mokrej
nawierzchni;

= Odpornos¢ na odksztatcenia trwate — brak kolein i
innych trwatych deformacji jezdni;

Bezpieczenstwo = Jasna nawierzchnia, korzystnie wptywajgca na
widocznosg;

= Dobre wiasciwosci przeciwposlizgowe, potwierdzone

badaniami, mniejsza  wypadkowos¢ niz na

nawierzchniach asfaltowych;
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= Sprawne odprowadzanie wody deszczowe] z
powierzchni jezdni, dzieki rownej nawierzchni.

= QOgraniczenie efektu ,miejskiej wyspy ciepta’™-
zdolnos¢ jasnej nawierzchni betonowej do odbijania
Swiatta jest okoto trzy razy wieksza niz ciemnej
nawierzchni asfaltowej;

= Mozliwos¢ catkowitego recyklingu zuzytych ptyt

Srodowisko naturalne betonowych — Construction Materials Recycling
Association (CMRA) uznata beton za materiat
konstrukcyjny o najwiekszym na sSwiecie potencjale
recyklingowym;

» |okalnie dostepne surowce ograniczajg koszty
Srodowiskowe zwigzane z transportem.

2.2 Trwatosé nawierzchni betonowych

Nawierzchnie drogowe z betonu cementowego w Polsce zgodnie z
Katalogiem Typowych Konstrukcji Nawierzchni Sztywnych z 2014 r. projektuje sie na
okres eksploatacji nie krotszy niz 30 lat [57]. Aktualizacja katalogu z roku 2014 w
stosunku do katalogu z roku 2001 wynikata ze znacznego rozwoju technologicznego
w zakresie drogowych nawierzchni betonowych oraz dostosowania go do nowych
kategorii obcigzenia ruchem.

Trwato$¢ w kontekscie inzynierii drogowej i budownictwa odnosi sie do
zdolnosci materiatu lub konstrukcji do wytrzymania warunkow eksploatacyjnych przez
dtugi czas bez znaczgcego pogorszenia sie jakosci, wydajnosci lub bezpieczenstwa.
Obejmuje to odpornos¢ na czynniki zewnetrzne, takie jak obcigzenia ruchem, zmiany
temperatury, wilgo¢, dziatanie Srodkéw chemicznych (np. soli drogowej) oraz
naturalne procesy starzenia.

Nawierzchnie betonowe sg co prawda trudniejsze w wykonaniu i czasami
drozsze od nawierzchni asfaltowych, lecz ich wielkg zaletg jest trwatos¢, ktéra moze
siegac¢ nawet powyzej 50 lat. Natomiast konstrukcje podatne wymagajg remontéw juz
po kilku latach eksploatacji zwigzanych z koniecznoscig wymiany m.in. warstwy
Scieralnej oraz w dalszych okresach wymiang warstwy wigzace;j.

W odniesieniu do nawierzchni z betonu cementowego zaktada sie ogolnie, ze w
okresie 30 letniej eksploatacji (przy zaktadanym obcigzeniu ruchem 90 min osi
standardowych 115 kN) konieczne sg do wykonania nastepujgce prace remontowe
[105]:

= po 9 latach wymiana uszczelnieh szczelin podtuznych i poprzecznych;

= po 18 latach wymiana 5% ptyt;

= po 18 latach wymiana uszczelnieh szczelin podtuznych i poprzecznych;

= po 24 latach wymiana 3% ptyt;

= po 27 latach wymiana uszczelnieh szczelin podtuznych i poprzecznych;

= po 27 latach wymiana 5% ptyt;
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Dodatkowo poza wyzej wymieniong listg prac w ramach prowadzonych zabiegow
utrzymaniowych wymagane jest przeprowadzanie w odpowiednich cyklicznych
odstepach czasowych (tj. Treatment Timing Cycle: 7 — 8 lat) uzaleznionych od
lokalnych uwarunkowan konstrukcyjnych, materiatowych oraz klimatycznych prac
zwigzanych z zabezpieczeniem/uszczelnieniem zaobserwowanych uszkodzen np.
spekan [11].

Nalezy jednak zwroci¢ uwage na fakt, zeby zachowaC zaktadany okres
eksploatacji, to w poczatkowym okresie eksploatacji nawierzchni z betonu
cementowego zakres prac zwigzanych z utrzymaniem tego typu nawierzchni nie
powinien ogranicza¢ sie jedynie do przeglgdu ich stanu technicznego. W wielu
przypadkach wystepuje wiele uszkodzen o matej szkodliwosci czy to
powierzchniowych czy strukturalnych (tabela 2), ktére powinny podlega¢ naprawie w
ramach utrzymania prewencyjnego (rys. 1-6).

Tabela 2 Typy i charakterystyka powierzchniowych oraz strukturalnych uszkodzen
nawierzchni z betonu cementowego

Typ uszkodzenia Charakterystyka NI

rysunku

Pekniecia, ktére w przyblizeniu sg
Pekniecia podiuzne rév_vnolegie do kierunku poruszania sie
1 (PL) pojazdoéw. Takie pekniecia sg na ogoét 1
proste, ale w niektorych przypadkach
moga by¢ ukos$ne
. Pekniecia rozciggajgce sie pod katem
2 Eggpzlgglzane (PT) prostym do osi drogi lub kierunku 2
poruszania sie pojazdow
Pekniecia, ktore rozciggajg sie od krawedzi
3 Pekniecia  krawedzi | do szczeliny. Pekniecia tego typu znajdujg 3
(PK) sie w odlegtosci mniejszej niz 50 cm od
krawedzi ptyty
Pekniecia przecinajgce krawedzie piyty w
odlegtosciach od naroznika nie wigekszych
4 Uszkodzenie niz potowa dtugosci odpowiedniego boku 4
naroznika (UN) lub  wykruszenia z towarzyszgcymi im
peknieciami ptyty w odlegtosci do 50 cm od
naroznika
Uszkodzenia gornej warstwy nawierzchni z
5 Uszkodzenia betonu cementowego charakteryzujgce sie 5
powierzchniowe (UP) | siatkg peknie¢, ubytkami fragmentow
materiatu, ztuszczeniami lub wybojami
6 Wykruszenia szczelin | Wykruszenia i odtamania w odlegtosci do 6
(WS) 10 cm od krawedzi szczeliny
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Il b)

Rysunek 1. Przyktadowe zinwentaryzowane uszkodzenia podtuzne/ukosne a) pas nr.
1 (szybki), pas nr. 2 (wolny), pas nr. 3 (awaryjny) wg. zmodyfikowanej metody oceny
cech powierzchniowych (patrz rozdziat nr 5)

a) b) C)

Rysunek 2. Przyktadowe zinwentaryzowane uszkodzenia poprzeczne a) pas nr 1 (szybki),
pas nr 2 (wolny), pas nr 3 (awaryjny) wg. zmodyfikowanej metody oceny cech
powierzchniowych
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) b) c

Rysunek 3. Przykladowe zinwentaryzowane uszkodzenia peknigcia krawedzi a) pas
nr 1 (szybki), b) pas nr 2 (wolny), c) pas nr 3 (awaryjny) wg. zmodyfikowanej metody
oceny cech powierzchniowych

b)

Rysunek 4. Przyktadowe zinwentaryzowane uszkodzenia narozy a) pas nr 1 (szybki),
pas nr 2 (wolny), pas nr 3 (awaryjny) wg. zmodyfikowanej metody oceny cech
powierzchniowych
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C)

Rysunek 5. rzk+adoe inwentaryzowane uszkodzenia powierzchni a) pas nr 1
(szybki), b) pas nr 2 (wolny), c) pas nr 3 (awaryjny) wg. zmodyfikowanej metody
oceny cech powierzchniowych

a) b) ©)

Rysunek 6 Przyktadowe zinwentaryzowne wykruszenia szczelin a) pas nr 1
(szybki), b) pas nr 2 (wolny), c) pas nr 3 (awaryjny) wg. zmodyfikowanej metody
oceny cech powierzchniowych

Wszystkie powyzsze wady i uszkodzenia nawierzchni z betonu cementowego moga
wystgpi¢ juz we wczesnym okresie uzytkowania jezeli na poszczegoélnych etapach
powstawania nawierzchni takich jak projektowanie lub wykonawstwo powstaty btedy
ze wzgledu np. na nieodpowiedni dobdr materiatow (kruszywa lub cementu), ich
wbudowania lub niewfasciwg pielegnacje betonu nawierzchniowego [49]. Wszystkie
te btedy poprzez ich skuteczne wykrycie i identyfikacje moga uchroni¢ nawierzchnie
przed skroceniem jej zaktadanej trwatosci.

Nawierzchnie drogowe z betonu cementowego poddawane sg odziatywaniu
réznych czynnikdbw zewnetrznych, takich jak: temperatura (oddziatujgca na
poszczegodlne warstwy, a w szczegdlnosci na warstwe nawierzchniowa, srodki
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chemiczne stosowane w zimowym utrzymaniu drég, obcigzenia ruchem pojazddw,
dziatanie wod opadowych i gruntowych.

Reasumujgc, najwazniejsza w utrzymaniu drég betonowych jest ich stata
obserwacja i szybka reakcja, gdy dojdzie do niewielkich uszkodzen.

2.3 Utrzymanie nawierzchni betonowych

System zarzgdzania nawierzchniami (PMS — Pavement Management System)
jest to zestaw narzedzi i metod, ktére pomagajg w znalezieniu optymalnych strategii
dotyczacych oceny i utrzymania nawierzchni w okreslonym przedziale stanu
technicznego przez okreslony okres [4]. Generalnie PMS w swoim zakresie obejmuje
planowanie inwestycji, projektowanie, budowe, utrzymanie oraz elementy oceny
stanu technicznego nawierzchni [23]. PMS wptywa na poprawe efektywnosci w
zakresie podejmowania decyzji poprzez dostep do réznych scenariuszy w zaleznosci
od oczekiwanych pozioméw stanu technicznego Ilub dostepnych sSrodkéw
finansowych [60]. Ponadto, wykorzystujgc PMS, mozna zmniejszy¢ potencjalny
wptyw ograniczonych srodkéw finansowych poprzez optymalizacje alokacji budzetu,
ustalenie priorytetow projektow w procesie opartym na odpowiedniej jakosci danych
oraz zastosowania skutecznej strategii utrzymaniowej [34].

Gtbwnym zadaniem systemow zarzgdzania nawierzchniami jest zapewnienie
zarzgdcom drogowym takich mozliwoséci jak m.in. [87]:
= ocena aktualnego i prognozowanego stanu technicznego nawierzchni;
= prognoza srodkéw finansowych potrzebnych na poprawe stanu technicznego
nawierzchni;
= okreslenie metod robdét remontowych i prac utrzymaniowych w oparciu o
poziom dostepnych srodkéw finansowych.
Aby opracowaé¢ tego typu narzedzie, niezbedne jest zrozumienie wszystkich
sktadnikéw PMS i ich zmiennych oraz dysponowanie zgromadzonymi danymi na
temat modeli degradaciji.
Nowoczesne PMS powinny zawiera¢ takie skfadniki jak:
* inwentaryzacja informacji o nawierzchni,
= prezentowanie i generowanie informacji zwrotnych wedtug ustalonych
standardow,
» wykorzystanie zgormadzonych danych do analizy i prezentacji wynikow w
zakresie prognozy stanu technicznego nawierzchni,

W ramach podsumowania, systemy zarzgdzania nawierzchniami (PMS) [2]
odgrywajqg istotng role w efektywnym zarzgdzaniu stanem technicznym sieci drég w
oparciu o efektywne kosztowo strategie utrzymania tego stanu nawierzchni na
akceptowalnym poziomie w danym czasie, tak aby nawierzchnia mogta spetniac
wymagania ruchu drogowego i Srodowiska przez caty okres uzytkowania.

W systemach zarzgdzania ocena stanu technicznego nawierzchni nalezy do jednych
z najwazniejszych zagadnien i stanowi zasadniczy element. Ocena stanu
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technicznego nawierzchni moze byC realizowana na poziomie sieci drog lub na
poziomie odcinka. Zagadnieniami szeroko pojetej oceny stanu technicznego
nawierzchni drogowej zajmuje sie diagnostyka nawierzchni drogowej. Na praktyczne
zastosowanie diagnostyki nawierzchni sktadajg sie nastepujgce zadania [104]:

= diagnoza — to okreslenie biezgcego stanu technicznego,

= geneza - to okreslenie przyczyn zaistnienia obecnego stanu technicznego,

= prognoza — czyli okres przysziej zmiany stanu technicznego.

2.3.1 Diagnhoza

Podstawowym zadaniem organdw drogowych i podstawowym kierunkiem
rozwoju uksztattowanej sieci drég jest ulepszanie stanu technicznego istniejgcych
nawierzchni droég przez dostosowanie ich parametréw technicznych i transportowo-
eksploatacyjnych do poziomu, ktéry odpowiada wysokim wymaganiom
wspotczesnych  pojazdow  przy jednoczesnym  zapewnieniu  efektywnosci
ekonomicznej ponoszonych naktadéw na utrzymanie drég [2].

Stan techniczny nawierzchni drog w trakcie eksploatacji ulega ciggtym
zmianom pod wptywem obcigzen od ruchu pojazdow samochodowych i dziatania
czynnikdw zewnetrznych. Ocena wizualna stanu technicznego powierzchni jezdni
dostarcza najbardziej przydatnych informacji w ustaleniu przyczyn jej defektow i
pozwala na podjecie decyzji o odpowiednim dziataniu utrzymaniowym. Ocena stanu
technicznego powierzchni stuzy do:

= rejestracji typow uszkodzen;

= okreslenia zakresu prac utrzymaniowych lub dalszych badan;

= archiwizacji stanu powierzchni jezdni do wykorzystania w przysztosci;
= oceny stosowanych i prowadzonych prac naprawczyc.

2.3.2 Geneza

Wybodr technologii zabiegu utrzymaniowego poprzedzony jest analizg
potencjalnych przyczyn zasiegu uszkodzen nawierzchni. W diagnostyce drogowej ten
etap okreslany jest jako geneza problemu. Nawierzchnie betonowe zapewniajg
wiekszg trwato$¢ konstrukcjom drogowym niz nawierzchnie z mieszanki mineralno-
asfaltowej. Sg jednak bardziej wrazliwe na btedy wykonawcze i eksploatacyjne,
popetniane w trakcie realizacji nawierzchni betonowej oraz w trakcie cyklu jej zycia.
Tego typu btedy przektadajg sie na uszkodzenia powierzchniowe oraz strukturalne.
Do uszkodzen powierzchniowych, mozna zaliczy¢ m.in.:

» ubytki powstajgce w wyniku ubytkéw ziaren kruszywa z powierzchni betonu.
Najbardziej narazone na wykruszanie sg ziarna otoczakowe ze wzgledu na
mate rozwiniecie powierzchni, zwtaszcza jesli sg mocno zapylone [109],

» odpryski ziaren kruszywa, czyli niewielkie zagtebienia w powierzchni betonu,
o ksztalcie zblizonym do stozka, z widocznym najczesciej na jego dnie
fragmentem roztupanego ziarna kruszywa. Powstajg, gdy ziarna kruszywa
grubego zlokalizowane blisko powierzchni peczniejg, niszczg i odspajajg sie
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wraz z fragmentami przylegtej zaprawy. Najczestszg przyczyng tego zjawiska
jest brak dostatecznej odpornosci na dziatanie mrozu kruszywa [50],
ztuszczenia, czyli odspojenia fragmentéw zaprawy i kruszywa grubego z
powierzchni ptyty betonowej, ktére prowadzg do powstawania zagtebien,
nierbwnosci oraz ograniczenia trwatosci nawierzchni pod wptywem dziatania
mrozu i srodkow odladzajgcych [111],

kratery powstajgce na skutek reakcji glinu z wodorotlenkiem wapnia, co
prowadzi do wydzielania sie lotnego wodoru [118],

wadliwg  teksture, ktora wptywa na  pogorszenie  wiasciwosci
przeciwposlizgowych co wptywa na zmniejszenie wartosci wspoétczynnika
tarcia pomiedzy oponami pojazdéw a nawierzchnig, a co za tym idzie wptywa
na pogorszenie bezpieczehstwa; jest to spowodowane btedami
wykonawczymi w zakresie wykanczania gérnej warstwy betonu.

Natomiast do uszkodzen strukturalnych zaliczamy:

spekania poprzeczne i podtuzne ptyt betonowych przebiegajgce przez catg
grubos¢ ptyty. Najczestsze przyczyny powstawania spekan podtuznych/
ukosnych to [53]:

niewtasciwe wykonanie szczeliny skurczowej — do uszkodzenia moze
dochodzi¢ w sytuacjach zbyt ptytkiego naciecia nawierzchni (mniej niz 1/3
grubosci nawierzchni) lub zbyt pdZznego jego wykonania (zalecany czas to nie
pozniej niz 24 h); pekniecia tego rodzaju pojawiajg sie na wczesnym etapie
eksploatacji nawierzchni, majg prosty ksztatt i sg zlokalizowane réwnolegle do
osi nawierzchni (ptyty);

brak podparcia ptyty — w takim przypadku do uszkodzenia dochodzi w wyniku
niewfasciwego zageszczenia podtoza i/lub ulepszonego podtoza albo w
wyniku wnikania wody przez nieszczelne szczeliny dylatacyjne, czego efektem
jest utrata podparcia i nierbwnomierne osiadanie. Taka sytuacja moze
powodowacC wystgpienie uszkodzenia z powodu naprezen powstajgcych w
efekcie zginania. Uszkodzenia z tej przyczyny mogg pojawiac sie na kazdym
etapie eksploatacji nawierzchni;

pekniecia odbite od dolnej warstwy konstrukcji — uszkodzona dolna warstwa
konstrukcji nawierzchni moze powodowac propagacje pekniecia w gore przez
warstwe betonu. Pekniecia z tego powodu zwykle wystepujg we wczesnych
fazach eksploatacji nawierzchni, w ktérych dolne warstwy konstrukcyjne
wykonane sg z mieszanki zwigzanej spoiwem hydraulicznym lub z gruntu
stabilizowanego spoiwem hydraulicznym;

wypaczenie i deformacja ptyty — mogg zapoczatkowac¢ pekniecia podtuzne.
Réznice temperatur mogg powodowaé wypaczenie ptyty, tworzgc w ten
sposOb naprezenia rozciggajgce w gornej czesci ptyty, ktdére moga
powodowac podtuzne pekniecia propagujgce od goéry do dotu. To podtuzne
pekniecie zwykle tworzy sie na srodku ptyty. Pekniecia z tej przyczyny moga
wystgpi¢ w dowolnym okresie eksploatacji, ale najczesciej majg miejsce w
okresie duzych réznic temperatury. Czynnikami przyczyniajgcymi sie do tego
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mogg by¢: brak odpowiedniego potgczenia pomiedzy ptytg a podtozem oraz
duze wymiary ptyty;

klawiszowanie ptyt betonowych, przejawia sie nierébwnosciami powierzchni na
ich potgczeniu; do tego zjawiska dochodzi w konstrukcjach niedyblowanych.
Najczestszg przyczyng takiego zjawiska jest [81]:

nieodpowiednie przygotowanie podtoza — do uszkodzehn moze dochodzi¢ w
przypadku osiadania dolnych warstw konstrukcji nawierzchni lub w przypadku
ich niejednorodnosci,

obcigzenie dynamiczne — do uszkodzen dochodzi w sytuacji wystepowania
intensywnych obcigzen ruchem ciezkim oraz w przypadku zbyt matych
grubosci ptyt betonowych,

nieszczelnos$¢ potgczen pomiedzy ptytami — poprzez nieszczelne potaczenia i
wnikanie wody oraz $rodkéw zimowego utrzymania dochodzi do erozji
podbudowy oraz zjawiska pompowania.

wysadziny, ktore skutkujg najczesciej wybrzuszeniem nawierzchni sg zwykle
efektem przemieszczen podtoza, czesto inicjowane przez czynniki
klimatyczne. Gtéwne przyczyny powstawania wysadzin zwigzane sg z [54]:
pecznieniem podfoza, w wyniku zastosowania nieodpowiedniego materiatu;
nieodpowiednim funkcjonowaniem szczelin dylatacyjnych, ktére poprzez
zanieczyszczenia pityty nie majg mozliwosci odksztatcen termicznych, w
wyniku czego moze dojs¢ do wysadzenia ich w gére.

pekniecia motylkowe powstajgce w wyniku braku mozliwosci swobodnego
odksztatcenia termicznego (rozciggania) ptyt betonowych, przyczyniajgc sie
tym samym do przyrostu naprezen w przylegtych ptytach betonowych az do
przekroczenia stanu granicznego naprezen wskutek m.in. zabrudzenia
szczelin skurczowych [116].

Nawierzchnie drogowe z betonu cementowego, podobnie jak inne rodzaje

nawierzchni drogowych, mogg ulega¢ uszkodzeniom z réznych powodow. Kilka
czynnikéw, ktére mogg wptywaé na uszkodzenia nawierzchni drogowej z betonu
cementowego, to:

obcigzenie od ruchu - intensywny ruch pojazdéw, w szczegolnosci pojazdow
ciezkich, moze powodowac uszkodzenia nawierzchni jezdni. Powtarzajgce sie
obcigzenia dynamiczne, takie jak przejazd samochodu ciezarowego czy
innych pojazdow, mogg prowadzic do zmeczenia materiatu, pekniec,
wykruszen oraz uszkodzen powierzchniowych.

warunki atmosferyczne - zaréwno intensywne upaty, jak i mrozy moga
wptywaé na uszkodzenia nawierzchni z betonu cementowego. Dtugotrwate
ekstremalne warunki atmosferyczne, takie jak zmiany temperatury, obecnos$é
wilgoci, zamarzanie i rozmarzanie wody w szczelinach skurczowych mogag
powodowac spekania i powstawanie ubytkbw w nawierzchni.

woda - moze by¢ jednym z gtéwnych czynnikéw wptywajgcych na uszkodzenia
betonowej nawierzchni drogi. Woda moze wsigka¢ w beton, co prowadzi do
jego rozszerzenia podczas zamarzania lub korozji stali zbrojeniowej, co moze
prowadzi¢ do pekania betonu i degradacji nawierzchni.
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» S$rodki chemiczne - niektore substancje chemiczne, takie jak sol drogowa,
oleje silnikowe mogg dziata¢ na nawierzchnie betonowg jako czynniki
korodujgce, prowadzgce do uszkodzen betonu i zmniejszajgce jego trwatosc.

= projektowanie konstrukcji - btedy w projektowaniu konstrukcji nawierzchni z
betonu cementowego, takie jak nieodpowiednie wymiary ptyt, niewtasciwe
proporcje mieszanki betonowej, niewtasciwie umieszczone dyble/kotwy lub
niewtasciwie zabezpieczone zbrojenie, mogg prowadzi¢ do uszkodzen
nawierzchni.

= brak odpowiedniego utrzymania - niedostateczne lub niewtasciwe utrzymanie
nawierzchni betonowej, takie jak zaniedbanie napraw peknieé¢, uszkodzen
powierzchniowych, moze prowadzi¢ do dalszych uszkodzen i degradacji
nawierzchni.

2.3.3 Prognoza

Kazda nawierzchnia, bez wzgledu na to, jak dobrze jest zaprojektowana i/lub
wykonana, z czasem ulegnie zniszczeniu [96]. Na degradacje nawierzchni majg
wptyw natezenie ruchu, warunki klimatyczne, jakos¢ konstrukcji, grubos¢ warstw i
jako$¢ dotychczasowych dziatan utrzymaniowych i remontowych. Tempo
pogorszenia sie stanu technicznego nawierzchni jako funkcja powyzej wymienionych
czynnikOw i czasu nie jest liniowa. Zwykle w ciggu pierwszych 50-75% projektowanej
trwatosci stan techniczny nawierzchni pozostaje dobry, a procesy degradacji
postepujg powoli. Gdy stan techniczny nawierzchni zaczyna sie pogarszac, procesy
degradacji postepujg znacznie szybciej [85, 123]. Wiasciwe dziatania utrzymaniowe
podjete w odpowiednim czasie, mogg spowolnic¢ lub zresetowac procesy degradacji
nawierzchni. Dlatego tak wazne jest podejmowanie wyprzedzajgcych dziatan
proaktywnych tzw. utrzymania proaktywnego [24]. Korzy$ci z wdrozenia skutecznego
programu utrzymaniowego nie sg natychmiastowe, ale wzrastajg z uptywem czasu.
Nawierzchnie, ktére generalnie sg w dobrym stanie technicznym, nie odnotowujg
wiekszych zmian w ocenie stanu po zastosowaniu dziatan progresywnych,
wyprzedzajgcych, ocena pozostaje na dobrym poziomie (rys. 7). Wazna jest jednak
ocena stanu technicznego po kilku latach eksploatacji tzn. nawierzchnie poddawane
prewencyjnym zabiegom utrzymaniowym sg w lepszym stanie niz te pozostawione
bez odpowiednich prac.
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Stan techniczny \ Zmiana stanu

nawierzchni technicznego nawierzchni

Daoskonaty —

_________ Utrzymanie

prewencyjne
Dabry —
Optymalny czas
Zadawalajacy —
___________ __Zabiegi

remontowe

Zhy—
-

Czas / Ruch
Rysunek 7. Terminowe i wielokrotne stosowanie dziatan zapobiegawczych
(proaktywnych) w zakresie utrzymania nawierzchni poczagwszy od oddania jej do
eksploataciji, gdy jest ona jeszcze w dobrym stanie technicznym i uzytkowym. Dla
poréwnania, na rysunku pokazano réwniez scenariusz, w ktérym nawierzchnia moze
ulec uszkodzeniu, a nastepnie jest wymagany jest jej remont lub przebudowa [24].

Brak podejmowania terminowo dziatan w zakresie utrzymania prewencyjnego w
sytuacji, kiedy nawierzchnia jest jeszcze w dobrym stanie technicznym prowadzi do
powstawania uszkodzen, ktoérych konsekwencje zaprezentowano na rysunku 8.
Czesto powodem takiej sytuacji jest to, ze stuzby utrzymaniowe bardzo czesto nie
dysponujg odpowiednig, dobrej jakosci oraz wiarygodng informacjg na temat
wystepowania uszkodzen i ich lokalizacji, dlatego podejmowane sg ciggle usilne
dziatania w zakresie modyfikacji modeli i narzedzi prognostycznych.

od 2016 do 2018 roku
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Jednym z istotniejszych osiggnie¢ poprawnej strategii utrzymaniowej jest mozliwosc
prognozowania zmiany stanu technicznego nawierzchni drogowej w czasie. W
ramach tego typu narzedzi prognozy sg wykorzystywane do przygotowania
wytycznych/specyfikacji do projektowania i utrzymania, a takze do planowania
proaktywnych dziatah na sieci drogowej. Ponadto prognozowane zjawiska pozwalajg
oszacowac biezgcg wartos¢ kosztéw zwigzanych z alternatywnymi scenariuszami
remontowymi. Dzieki takiemu oszacowaniu kosztow mozliwe jest dobranie
scenariusza optymalnego nie tylko ze wzgledéw ekonomicznych, ale takze
spetniajgcego cele strategiczne organizacji w zakresie utrzymania odpowiedniego
poziomu technicznego. Organizacja zarzgdzajgca, ktéra ma zdefiniowang strategie
proaktywnego zarzgdzania aktywami, nie reaguje na pogorszenie stanu
technicznego po fakcie, zamiast tego prognozuje i planuje optymalne dziatania w
catym cyklu zycia aktywow, aby zminimalizowa¢ koszty i zmaksymalizowa¢ ustalone
wartosci dla celow strategicznych. Oczywiscie jest to funkcja czutosci metod
diagnostycznych i dostepnych danych o zadowalajgcej jakosci. O ile jest to
uwzglednione w celach strategicznych organizacji, pozyskiwanie aktualnych danych
o stanie technicznym nawierzchni weryfikuje przyjete strategie, umozliwia kalibracje
modeli, a usprawnione procesy sg ponownie wykorzystywane do wspomagania
decyzji dotyczacych przysztych czynnosci utrzymaniowych.

Ogodlnie rzecz biorgc, modele prognostyczne wykorzystujg albo metode
grupowg, albo podejscie do modelowania specyficznego dla danej sieci drogowe;.
Podejscie oparte na metodzie grupowej polega na analizie aktywéw o podobnych
cechach (np. typ materiatu, ruch drogowy i warunki klimatyczne) i generuje modele
wydajnosci na podstawie zmiany w zbiorze danej grupy. Podejscie do modelowania
specyficznego dla danej sieci wykorzystuje oceny stanu technicznego na podstawie
cech charakterystycznych dla poszczegolnych sktadnikow aktywow. Podejscie oparte
na modelowaniu grupowym zmniejsza zapotrzebowanie na dane, poniewaz liczba
zmiennych i specyficzno$¢ danych sg zmniejszone w pordéwnaniu z podejsciem
opartym na modelowaniu specyficznym dla sieci (AASHTO 2012b).

W literaturze mozna wymieni¢ szereg réznych modeli prognostycznych [41,
42,43, 64, 84, 99, 112, 122, 125, 126]. Do najciekawszych mozna zaliczyc¢:

= model przetrwania Weibulla;

= model hybrydowy Markowa-Weibulla (ang. hybryda Markov-Weibulla),
= stochastyczny proces gamma;

* modele sztucznej inteligencji;

= metoda wnioskowania na podstawie przypadkow,

= modele Bayesowskie,

= modele eksperckie,

= modele oparte na stochastycznych pakietach informaciji.

W zarzgdzaniu siecig drogowg do prognozowania najczesciej wykorzystywane

sg nastepujgce modele [119]:
= deterministyczne modele wydajnosci opracowywane sg na podstawie
obserwowanych danych o stanie technicznym nawierzchni z wykorzystaniem
analiz statystycznych do formutowania réwnan matematycznych, ktére
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przewidujg stan aktywéw (lub inng miare wydajnosci) na podstawie wieku,
uzytkowania, czynnikbw S$rodowiskowych i wiasciwosci uzytkowych.
Najczesciej uzywane deterministyczne formy modeli wydajnosci obejmujg
funkcje liniowe, wielomianowe i potegowe.

= probabilistyczne modele wydajnosci, ktére przewidujg zakres wartosci, czesto
jako procent grupy aktywéw w wybranych stanach z zabiegami remontowymi i
bez tych zabiegow. Generalnie przewidywany zakres wartosci jest funkcjg tych
samych czynnikdw, ktore stosuje sie w modelach deterministycznych, ale
moze tez opiera¢ sie na opiniach ekspertéw. Probabilistyczne modele
wydajnosci obejmujg krzywe cyklu zycia oraz procesy przejscia Markowa lub
semi-Markowa. Krzywe cyklu zycia graficznie przedstawiajg
prawdopodobienstwo stanu aktywéw w czasie. Podejscie Markowa
uwzglednia aktualny stan i zaktada, ze prawdopodobiehAstwo zmiany jednego
stanu aktywow (lub innego stanu miernika wydajnosci) na inny jest niezalezne
od czasu. Podejscie Markowa wymaga rzadszego gromadzenia danych,
jednakze, poniewaz modele zalezg tylko od aktualnego stanu, wykluczajg
wptyw innych zmiennych (np. ruchu lub klimatu). Podejscie semi-Markowa
usuwa zatozenie o niezaleznosci czasu.

* modele wydajnosci oparte na ekspertach, ktére opierajg sie na subiektywnych
danych lub ekspertyzie. Zazwyczaj modele te sg uzywane jako uzupetnienie
innych podejs¢ do modelowania, gdy dane historyczne sg ograniczone lub
niedostepne.

= modele Bayesowskie wydajnosci, ktore fgczg historyczne lub obiektywne dane
z subiektywnymi informacjami od ekspertow.

Nalezy zaznaczy¢, ze prowadzenie odpowiedniej strategii utrzymania prewencyjnego
odbywa sie w przedziale oceny stanu technicznego nawierzchni pomiedzy stanem
dobrym i zadowalajgcym, co w wielu przypadkach tego typu klasy oznaczajg poziom,
w ktérym nie podejmuje sie dziatan zwigzanych z prowadzeniem zabiegdéw. Taki
poziom decyzyjny jest aktualnie stosowany m.in. w ramach obowigzujgcej
Diagnostyki Stanu Nawierzchni (DSN) opisanej w pkt. 2 oraz przedstawionej w tabeli
3.
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Tabela 3. Klasy techniczne i warto$¢ stanu wg. DSN [17].
Wartosé

Lp. Klasatechniczna Opis
P stanu P
nawierzchnie nowe lub
1 | Klasa A — stan dobry (75; 100]
przebudowane
nawierzchnie odnowione,
dopuszczalne wystepowanie
Klasa B — stan , . . .
2 (50; 75] | uszkodzen, nawierzchnie nie

zadowalajac . .. X
Jacy wymagajace zabieqédw na catej

szerokosci pasa ruchu (liniowych)
nawierzchnie z uszkodzeniami
Klasa C — stan : .
3 . . (25; 50] | wymagajace zaplanowania
niezadowalajgcy R
zabiegow liniowych
nawierzchnie z uszkodzeniami,
4 | Klasa D - stan zty [0; 25] wymagajgce niezwtocznych
zabiegOw liniowych

Nalezy zauwazyC, ze dane prognostyczne sg obszerne, co wyniki z literatury
Swiatowej, z pominigciem istotnych kwestii w zakresie ich celow, rozwoju,
uzytkowania i utrzymania. W tym miejscu nalezy wyjasnic, ze uzyty termin "modele
prognostyczne" zostat przyjety na potrzeby niniejszej analizy. W polskiej literaturze
mozna znalez¢ rowniez inne podobne koncepcje, takie jak modele degradacji czy
wydajnosci. Zasadniczo ,modele prognostyczne” sg pojeciem szerszym i mogg
odnosi¢ sie nie tylko do zjawisk zwigzanych z degradacjg powierzchni jezdni, ale
takze do innych zjawisk czesto modelowanych w systemach zarzgdzania
nawierzchniami, takich jak obcigzenie ruchem czy prognoza czynnikéw
Srodowiskowych (temperatura, wilgotnos¢). Jesli chodzi o degradacje nawierzchni,
mozna alternatywnie mowi¢ o ,modelu procesu pogarszania sie” lub ,modelu ewoluc;ji
pogarszania sie” lub ,modelu ewolucji stanu nawierzchni”. Mozna przytoczy¢ jeszcze
bardziej szczegotowe terminy, takie jak ,model utraty nosnosci” czy ,model ewoluc;ji
cech funkcjonalnych”, ktére bylyby zgodne z kategoriami uzyskanych danych o stanie
technicznym nawierzchni. Podstawowym celem modeli prognostycznych jest
umozliwienie organizacji zarzgdzajgcej oceny, w jaki sposéb jej decyzje mogg
wptywaé na wyznaczone cele strategiczne. W strategii umozliwiajgcej zachowanie
odpowiedniego stanu technicznego oraz aby w jak najwiekszym stopniu kontrolowac
stan aktywoOw, organizacja zarzgdzajgca powinna przewidywacC te zdarzenia i
procesy, ktére mogg kolidowaé¢ z jej planami i realizacjg celéw strategicznych.
Obecny stan praktyki w organizacjach zarzgadzajgcych drogami skupia sie na
czterech kluczowych obszarach: odpornos¢ aktywéw na zniszczenie, mobilnosc,
bezpieczenstwo oraz efekty zewnetrzne (np. wptyw na srodowisko). Dlatego przede
wszystkim cele efektédw modelu nalezy okresli¢ na podstawie analizy rozbiezno$ci i
TAMP, czyli m.in. jakg wartos¢ wnoszg do procesu decyzyjnego. Na tym etapie
nalezy rozrézni¢, do czego przyczyniajg sie uzyskane dane o stanie technicznym
nawierzchni i w jaki spos6b modele majg z tych danych korzysta¢ — czyli wazna jest
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interakcja miedzy danymi a modelami [127]. Patrzgc na koncepcje systemu
PMS/PMIS i majgc na uwadze zaréwno powyzsze przestanki, dla ktérych zjawiska
powinny by¢ uwzglednione w modelach prognostycznych, jak i wnioski z przeglgdu
literatury, zaproponowano nastepujgcyg liste pojeé, ktére mozna zdefiniowac jako
zmienne zalezne:

* rodzaje uszkodzen w aspekcie ich wielkosci i/lub wartosci;

= wskazniki (ich wartosci) stanu nawierzchni;

= powigzanie jakosci wykonania i jakosci materiatow z procesem niszczenia;

» liczba pojazdow; taczac model natezenia ruchu i przepustowos¢

» bezpieczenstwo (prawdopodobienstwo i konsekwencje wypadku).
Modele prognostyczne sg wymagane do przewidywania stanu technicznego
nawierzchni w okresie analizy. Prognozy wydajnosci nawierzchni zwykle
wykorzystujg modele deterministyczne, ktére przewidujg pojedynczg warto$é
analizowanego parametru. Alternatywnie, modele probabilistyczne mogg stuzy¢ do
generowania zakresu wartosci, ktore wyrazajg prawdopodobienstwo wystgpienia
okreslonego stanu warunku. Modele Bayesowskie taczg obiektywne i subiektywne
dane w celu przewidywania przysztych stanow, a modele eksperckie opierajg sie na
opiniach ekspertow (AASHTO 2012). Te modele wydajnosci sg uzywane gtdwnie na
poziomie zarzgdzania siecig a nie poszczegolnymi elementami. Wszystkie te modele
sg oparte na wstepnych danych konstrukcyjnych lub projektowych. Dlatego nalezy je
dostosowac, aby odzwierciedlaty indywidualne trendy wydajnosci obserwowane w
czasie.
Idealnymi modelami przewidywania trwatosci nawierzchni sg te, ktére wyjasniajg
mechanizm przyczynowo-skutkowy. W zwigzku z tym wigzg one parametry
materiatowe i wynikajacy z nich rozwdj uszkodzen poprzez mechanizmy zachodzgce
miedzy konstrukcjg nawierzchni/podtozem, obcigzeniem ruchem i klimatem. Takie
modele nazywane sg modelami mechanistyczno-empirycznymi i prezentujg
podstawowe wtasciwosci i zaleznosci inzynierskie.

Poza wyzej wymienionymi modelami Alsugair i Al-Qudarh [3] wymienili cztery
powody uzasadniajgce zastosowanie sieci neuronowych w systemach zarzgdzania
nawierzchniami i sg to:

1) wybdr odpowiedniej strategii nie jest oparty na procedurach algorytmicznych i
wzorach matematycznych;

2) warunki drogowe sg liczbowo reprezentowane przez ruch i poziom dotkliwosci
kazdego rodzaju uszkodzenia;

3) stan techniczny nawierzchni dla wyboru odpowiedniej strategii nie jest Scisle
okreslony;

4) wybdr strategii nie jest uzasadniony wytgcznie na podstawie danych
statystycznych.

Dotychaczas SSN zostaty wykorzystane w zakresie oceny stanu technicznego
nawierzchni podatnych na podstawie wskaznika spekan i rownosci poprzecznej [22]
oraz na podstawie oceny wizualnej [110]. Z przeprowadzonych badan wynika, ze
sieci neuronowe sg w stanie doktadnie dokonaé¢ oceny stanu technicznego
nawierzchni w sposéb systematyczny i obiektywny.

26| Strona



2.4 Przyktady systemdw oceny stanu technicznego nawierzchni stosowanych
w réznych krajach

2.4.1 Systemy stosowane w Polsce

W Polsce do dnia 30 kwietnia 2015 r. obowigzujgcym dokumentem
dotyczgcym diagnostyki nawierzchni z betonu cementowego byt System Oceny
Stanu Nawierzchni (SOSN-B) wydany 29 stycznia 2007 r. Wraz z rozwojem
mozliwosci technologicznych oraz zmian w programach komputerowych, po kilku
latach stosowania systemu SOSN stat sie on nieaktualny i zastgpiony wytycznymi pt.
Diagnostyka Stanu Nawierzchni (DSN).

Celem metod oceny stanu technicznego nawierzchni jezdni jest uzyskanie danych,
ktére pozwolg m.in. na:
= wstepne zlokalizowanie miejsc remontu,
= dokonanie wtasciwego rozdziatu srodkdéw finansowych na zabiegi remontowe,
= ksztattowanie polityki utrzymania drog,
= ujednolicenie i wprowadzenie nowoczesnych metod badan diagnostycznych.

Zakres badanych wiasciwosci nawierzchni w celu oceny jej stanu technicznego rozni
sie w zaleznoéci od systemu. W tabeli 4 przedstawiono wykaz wiasciwoséci, ktore
zostaty uwzglednione jako obowigzkowe do wyznaczenia w danym systemie.

Tabela 4. Okreslane wtasciwoséci techniczno-eksploatacyjnych w zaleznosci od

systemu oceny stanu technicznego nawierzchni
System
el SOSN-B DSN

Réwnosc¢ podtuzna X X
Roéwnosc¢ poprzeczna X X
Wiasciwosci przeciwposlizgowe X X
Nosnosc¢ - X
Ocena Wizualna X X
Oznakowanie poziome - X

Kazdy z dokumentéw (wytycznych stosowania) opisujgcych poddane analizie
systemy oceny stanu technicznego nawierzchni jest zbudowany inaczej (rys. 9):
e System Oceny Stanu Nawierzchni SOSN
Zawiera ogolne wytyczne i 5 zatgcznikow odnoszgcych sie do kazdej z
badanych wiasciwos$ci techniczno-eksploatacyjnych,
e Diagnostyka Stanu Nawierzchni
sklada sie z ogdlnych wytycznych i 25 zatgcznikédw zawierajgcych m.in.
instrukcje wykonania pomiarow poszczegolnymi urzgdzeniami, procedury
wykonania przedsezonowych badan poréwnawczych, procedury wykonania
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badan na odcinkach testowych rowniez z podziatem na urzgdzenia

pomiarowe.
Przesztos¢ i Terazniejszosé
" SOSN - B - ciagta ocena wizualna - - DSN - automatyczna ocena stanu
M~
§ § inwentaryzacja uszkodzen za é powierzchni nawierzchni
3 _g pomoca urzadzenia SOWA-2 = -zakres uszkodzen obliczany jest na
podstawie zdje¢ nawierzchni o diugosci
i T Y 10 m i szerokosci 4 m;

»
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Rysunek 9. Schemat stosowanych wytycznych w zakre5|e oceny wizualnej
nawierzchni drogowych

Podstawowym zadaniem SOSN jest zdefiniowanie wytycznych dla badan
diagnostycznych nawierzchni drogowej i specyfikacji metod wnioskowania na
uzyskanych danych z punktu widzenia planistycznego. Baza informacji SOSN
pozwala na uzyskanie danych do ksztaltowania polityki utrzymania drog,
lokalizowania i zakresu remontow nawierzchni drég.
W SOSN badania realizowane w ramach diagnostyki nawierzchni mozna

podzieli¢ na dwa rodzaje:

= badanie instrumentalne,

= badanie wizualne.
Badania instrumentalne obejmujg wykonywanie pomiaréw réwnosci, nosnosci oraz
wiasciwosci przeciwposlizgowych. Dokladny opis stanu technicznego nawierzchni
zapewnia wykorzystanie cyfrowych przetwornikbw pomiarowych. tatwo dostepnym
rodzajem badan w SOSN jest badanie wizualne. Mimo swej pozornej prostoty etap
oceny jest skomplikowany i najtrudniejszy do wykonania. Procedura klasyfikacji
defektu do grup oceny stanu technicznego nawierzchni stwarza dylematy.

W Systemie Oceny Stanu Nawierzchni rokrocznie zbierane byty dane o

nastepujgcych cechach techniczno-eksploatacyjnych nawierzchni:

= stan powierzchni,

= stan spekan,

= réwnosc¢ podiuzna,
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=  réwnosc¢ poprzeczna (koleiny),

= wilasciwosci przeciwposlizgowe.
SzOsty parametr - nosnos$¢, nie byt poczatkowo uwzgledniany, zostat wprowadzony w
aktualizacji Systemu SOSN w 2010 r., jednak nie jako obowigzek przy ocenie stanu
technicznego nawierzchni a jedynie jako pomoc przy wykorzystaniu posiadanych
danych pomiarow ugie¢ [26]. Kazdy z tych parametrow zostat szerzej opisany w
poszczegolnych zatgcznikach (od A do E).
Parametr opisu stanu technicznego nawierzchni jest wyznaczany dla catej dtugosci
odcinka pomiarowego, ktory jest definiowany tylko na najbardziej obcigzonym pasie
ruchu. W SOSN-B wykorzystane sg rejestratory SOWA2 przeznaczone do oceny
stanu technicznego nawierzchni z betonu cementowego oraz przetwarzania danych
0 uszkodzeniach. Dla funkcjonowania nawierzchni ma znaczenie zaawansowanie
niektorych z inwentaryzowanych uszkodzen, dlatego tez cze$¢ z nich charakteryzuje
sie matym lub duzym stopniem szkodliwosci. Wszystkie uszkodzenia (tab. 5)
nawierzchni z betonu cementowego sg uszkodzeniami punktowymi tzn. sg zliczane a
ich rozmiaru nie okresla sie.

Tabela 5. Uszkodzenia identyfikowane w systemie SOSN-B [91].

. Rozréznienie : Oznaczenie
Uszkodzenie Miara

szkodliwosci skrétowe

Pekniecie pojedyncze podtuzne/

1 uKoSne TAK Szt. PL
2 | Pekniecie pojedyncze poprzeczne TAK szt. PT
3 | Potamana ptyta szt. BS
4 | Pekniecie przy krawedzi TAK szt. PK
5 | Uszkodzone zbrojenie szt. uz
6 | Wadliwe uszczelnienie szt. wu
7 | Uszkodzenie naroznika TAK szt. UN
8 | Wykruszenie szczeliny TAK szt. WS
9 | Uszkodzenie powierzchni szt. UP
10 | Lata szt. LA

W dokumencie SOSN-B kazde z uszkodzeh opisano i dotgczono schematyczne
ilustracje. Natomiast w zatgczniku 2 umieszczono spis typowych uszkodzen
nawierzchni betonowych wraz z doktadnym opisem i przyktadowymi zdjeciami.

Ocena wizualna wg. SOSN-B realizowana jest dwuetapowo. W pierwszej kolejnosci
wykonuje sie inwentaryzacje uszkodzen nawierzchni przy uzyciu elektronicznego
rejestratora. Zgromadzone dane sg nastepnie poddawane przetwarzaniu, w wyniku
ktérego otrzymywane sg wartosci wskaznikow spekan n i stanu powierzchni p dla
kolejnych lub wybranych hektometréw ocenianego odcinka. Inwentaryzacja
wykonywana jest z samochodu pomiarowego, przy uzyciu rejestratora uszkodzen
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nawierzchni. W samochodzie pomiarowym nalezy zainstalowa¢ oddzielny licznik
dystansu i skrzynke przytgczeniowg. Inwentaryzacje wykonujg przeszkolone zespoty
dwuosobowe sktadajgce sie z kierowcy i operatora. Przy jednokrotnym przejezdzie
pomiarowym inwentaryzacji podlega nawierzchnia jednego pasa ruchu. Dtugosé
inwentaryzowanego odcinka podlegajgcego rejestracji w jednym pliku pomiarowym
jest dowolna, jednak nie powinna by¢ mniejsza niz 100 m. Zadaniem operatora jest
obserwacja inwentaryzowanej nawierzchni i zapisywanie zauwazonych uszkodzen
nawierzchni i punktow charakterystycznych, przy uzyciu klawiatury w jakg
wyposazony jest rejestrator. Zadaniem kierowcy jest prowadzenie samochodu na
inwentaryzowanym pasie ruchu z predkoscig dostosowang do mozliwosci
percepcyjnych operatora. Zalecana predkos¢ pomiarowa to 0 + 20 km/h,
dostosowana do stanu inwentaryzowanej nawierzchni. Dopuszczalne jest
zatrzymanie samochodu w czasie wykonywania inwentaryzacji bez potrzeby
jednoczesnego zamykania pliku pomiarowego. Zespot pomiarowy wyposazony jest
dodatkowo w przyrzgd mierniczy w celu pomiaru dtugosci ptyt na inwentaryzowanym
odcinku. Pomiar ten wykonuje sie przed rozpoczeciem pracy na odcinku, a wyniki
wprowadza sie do rejestratora w trakcie wykonywania otwierania pliku pomiarowego.
Jest to informacja niezbedna do przetwarzania danych zawartych w pliku [44].
Automatyczne zliczanie ptyt zaczyna sie od poczatku inwentaryzowanego odcinka
oraz po kazdym wprowadzeniu przez operatora kodu poczatku ptyty. Jesli wymagane
jest precyzyjne przypisanie uszkodzeh do konkretnych ptyt, operator powinien
rejestrowac poczatek kazdej piyty.

Procedura obliczeniowa zinwentaryzowanych uszkodzen uwzglednia do oceny
tylko uszkodzenia o najwiekszej pozycji w hierarchii (tab. 6). Jezeli na odcinku
odpowiadajgcym dtugosci ptyty znajduje sie wiecej niz jedno uszkodzenie o tej samej
pozycji w hierarchii, wszystkie sg uwzgledniane w obliczeniach.

Wprowadzone 30 kwietnia 2015 r. Wytyczne Diagnostyki Stanu Nawierzchni
DSN zastgpity wytyczne stosowania Systemu Oceny Stanu Nawierzchni Betonowej
(SOSN-B). Wytyczne DSN zostaty opracowane przez zespdt sktadajgcy sie z
przedstawicieli z r6znych oddziatéw GDDKIA na terenie catej Polski. Opierajg sie one
na pracy badawczej wykonanej przez Instytut Badawczy Drog i Mostow z 2012 r.
przedstawiajgcej zasady diagnostyki nawierzchni drog (DSN) lecz sg dostosowane
do bardziej znanej formy ich przedstawienia z wczesniej obowigzujgcych wytycznych.
Zatozeniem Wytycznych DSN jest stosowanie sprzetu pomiarowego, ktory porusza
sie w normalnym ruchu lub takiego, aby zamkniecie pasa ruchu nie byto diuzsze niz
w przypadku robét szybko postepujgcych. Pomiedzy Wytycznymi SOSN-B a DSN
wystepuje kilka réznic w zakresie oceny stanu technicznego powierzchni jezdni z
betonu cementowego, ktére polegajg na wprowadzeniu rejestracji powierzchni jezdni
za pomocg urzadzenia LCMS, automatyczng i poétautomatyczng interpretacje
uszkodzen nawierzchni jezdni oraz wykonywanie pomiaréw na wszystkich
zasadniczych pasach ruchu.
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Tabela 6. Hierarchia uszkodzenh nawierzchni z betonu cementowego
Ranking Grupa uszkodzen Uszkodzenie

Potamana ptyta

Uszkodzenie wptywajgce
1 na stan strukturalny i
funkcjonalny

Pekniecia pojedyncze poprzeczne duzej
szkodliwosci

Uszkodzone zbrojenie

Pekniecia pojedyncze poprzeczne matej
Uszkodzenia wptywajace | szkodliwosci

2 na stan strukturalny T .
Pekniecia pojedyncze podtuzne/ukosne
Pekniecia przy krawedzi
. . Uszkodzenie naroznika
3 Uszkodzenia zwigzane z

krawedziami Wykruszenie szczeliny

Wadliwe uszczelnienie

t ata asfaltowa

4 Wady powierzchni

Uszkodzenia powierzchni

Ocena automatyczna nawierzchni polega na zarejestrowaniu obrazu pasa ruchu przy
pomocy kamer 3D, a nastepnie na automatycznej analizie danych w celu identyfikacji
uszkodzen nawierzchni. Zakres uszkodzen obliczany jest w spos6b automatyczny
dla kazdego zdjecia pomiarowego dzielgc sekcje o dtugosci 10 m oraz szerokosci
4 m wirtualng siatkg pomiarowg o wymiarach pola 25 cm x 25 cm. Kazde pole siatki
pomiarowej posiada powierzchnie 0,0625 m?2.
Inwentaryzacja uszkodzenh przebiega w dwéch etapach:
1. Rejestracja obrazu 3D nawierzchni pasa ruchu
2. ldentyfikacja uszkodzen:
a. automatyczna identyfikacja spekan, ubytkow, wybojéw i potamanych
piyt;
b. potautomatyczna identyfikacja fat i mikropekniec.
Réznica pomiedzy wytycznymi SOSN-B i DSN, oprécz samej procedury i sposobu
identyfikacji uszkodzen, polega réwniez na roéznicy w rodzaju identyfikowanych
uszkodzen przedstawionej w tabeli 7.
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Tabela 7. Uszkodzenia identyfikowane w systemach SOSN-B i DSN
Lp. Typ uszkodzenia SOSN-B DSN

1 | Pekniecie pojedyncze podtuzne/ukosne TAK TAK
2 | Pekniecie pojedyncze poprzeczne TAK TAK
3 | Potamana ptyta TAK TAK
4 | Pekniecie przy krawedzi TAK TAK
5 | Uszkodzone zbrojenie TAK -

6 | Wadliwe uszczelnienie TAK -

7 | Uszkodzenie naroznika TAK -

8 | Wykruszenie szczeliny TAK TAK
9 | Uszkodzenie powierzchni TAK TAK
10 | tata TAK TAK

2.4.2 Systemy stosowane w USA

Stany Zjednoczone uwaza sie za pierwszy na Swiecie kraj, ktéry wybudowat
autostrade o nawierzchni z betonu cementowego. Odcinek ten nazwano Long Island
Motor Parkway i byt zlokalizowany w stanie Nowy Jork. Poczgtkowy plan zaktadat
realizacje autostrady o dtugosci ok. 110 km pomiedzy Nowym Jorkiem a Riverhead w
hrabstwie Suffolk. Ostatecznie zbudowano odcinek o dtugosci 72 km drogi od
Queens w Nowym Jorku do jeziora Ronkonkoma. Budowa rozpoczeta sie w czerwcu
1908 roku, a pierwszy odcinek o dtugosci ok. 16 km zostat oficjalnie otwarty w
pazdzierniku 1908 roku. W zwigzku z tak istotnym osiggnieciem, ponizej
przedstawiono podejscie poszczegolinych agencji stanowych do problematyki
zwigzanej z oceng stanu technicznego nawierzchni drogowych [62].

W USA ocena stanu technicznego nawierzchni z betonu cementowego (JPCP) moze
obejmowac rézne aspekty, takie jak wiasciwosci przeciwposlizgowe, pekniecia,
ubytki, uskoki, wytrzymato$¢ na Sciskanie i wiele innych. W zaleznosci od
konkretnego zastosowania i rodzaju oceny, mogg by¢ stosowane rézne wytyczne i
metody pomiarowe.

W Stanach Zjednoczonych ocena stanu technicznego powierzchni nawierzchni z
betonu cementowego jest przeprowadzana zgodnie z wytycznymi, standardami i
normami opracowanymi przez rozne instytucje i organizacje branzowe. Oto kilka
waznych wytycznych stosowanych w USA:

1. ASTM International: ASTM to miedzynarodowa organizacja zajmujgca sie
opracowywaniem standardow dla wielu branz, w tym budownictwa. W
kontekscie oceny stanu technicznego betonowych nawierzchni stosowane sg
takie standardy jak:
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o ASTM D6433 z 2020r.: Standardowa praktyka dotyczgca badan
wskaznika stanu nawierzchni drég i parkingdéw. Obejmuje okreslanie
stanu technicznego nawierzchni drog i parkingdbw za pomocg badan
wizualnych z wykorzystaniem metody wskaznika stanu nawierzchni
(PCI) do ilosciowego okreslania stanu technicznego nawierzchni.

o ASTM E3303 2z 2021r.: Standardowa praktyka generowania
wskaznikow peknie¢ powierzchni nawierzchni na podstawie obrazéw
cyfrowych.

2. Federal Highway Administration (FHWA): Jest to agencja rzadowa
zajmujgca sie infrastrukturg drogowg w USA. Publikuje wiele raportow i
dokumentoéw dotyczacych utrzymania i oceny stanu betonowych nawierzchni
drog.

3. State Department of Transportation (DOT): Kazdy stan ma swoje wiasne
wytyczne i standardy dotyczace utrzymania droég, w tym powierzchni
betonowych.

Dane dotyczgce stanu technicznego nawierzchni w USA okresla sie korzystajgc z
metod w petni zautomatyzowanych, recznie (przeglagdajgc obrazy i wideo na ekranie
komputera) lub stosujgc pétautomatyczng kombinacje zaréwno automatycznego
wykrywania, jak i recznego przetwarzania koncowego. Aktualne praktyki
poszczegolnych agencji stanowych w zakresie metod gromadzenia danych o stanie
technicznym nawierzchni zestawiono w tabeli 8 na podstawie badan ankietowych
przeprowadzonych w 2018 roku przez NCHRP w zakresie nawierzchni z betonu
cementowego [88]. Wyniki obejmujg typ zbieranych danych oraz to, czy procesy sg w
petni zautomatyzowane, potautomatyczne czy reczne.
Agencje stanowe korzystajg z réznych dostawcédw zautomatyzowanych systemow
pomiarowych, ktére wykorzystujg komponenty laserowe do pomiaru peknie¢ lub
innych typow uszkodzen w nawierzchni takich jak m.in.:

= Pavemetrics (LCMS — 4M) [63],

= ARRB Systems (iPAVE) [46],

= Pathway Services (System PathRunner 3D) [21],

= Fugro Roadware (ARAN) [25],

=  Waylink Systems Corporation (Pave3D i CrackNet) [120].
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Tabela 8. Podsumowanie danych zbieranych dla nawierzchni z betonu cementowego
w zakresie uszkodzen powierzchniowych wg. metod ich gromadzenia (automatyczna,
potautonomiczna lub reczna) [89]

Metoda gromadzenia danych przez
agencje stanowe

: Suma
Typ uszkodzenia PG odpowiedzi
Reczna automatyczna Automatyczna
Pekniecie poprzeczne 6 17 16 39
Pekniecie podtuzne 7 13 20 40
taty 7 14 8 29
Pekniecia krawedzi 7 16 7 30
Uszkodzenia
. . 8 15 7 30
powierzchni
Pekniecia siatkowe 2 7 4 13
Potamanie ptyty 0 3 1 4
Ubytki 7 3 1 11

Gtéwne przyczyny prowadzenia przez agencje stanowe w dalszym ciggu klasyfikaciji
stanu technicznego nawierzchni z betonu cementowego na podstawie oceny
wizualnej (recznej) to:
= prostota i niskie koszty (brak koniecznosci zakupu drogiego sprzetu lub ustug
dostawcy/ gromadzenie zebranych danych);
» dodatkowe analizy i koniecznos¢ weryfikacji uzyskanych danych;
» dokfadnos¢ uzyskiwanych danych;
» zmieniajgce sie technologie w zakresie budowy i wykanczania nawierzchni.
Klasyfikacja ta zazwyczaj obejmuje kilka gtdwnych kategorii, ktére oceniajg
nawierzchnie pod kgtem réznych typédw uszkodzen i ich nasilenia [77].
System oceny wizualnej nawierzchni z betonu cementowego w USA jest zazwyczaj
oparty na standardowych protokotach i metodach, ktére pozwalajg na dokfadne i
obiektywne ocenianie stanu technicznego nawierzchni. Kluczowe elementy tego
systemu obejmuja:
= szkolenie i certyfikacja inspektorow: inspektorzy sg odpowiednio szkoleni i czesto
certyfikowani, aby zapewni¢, ze ich oceny sg doktadne i zgodne z przyjetymi
standardami.
= protokoty oceny wizualnej: wykorzystuje sie standardowe protokoty, ktére
okreslaja, jakie typy uszkodzen nalezy szukac, jak je klasyfikowac i
dokumentowac.
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= listy kontrolne i przewodniki: inspektorzy mogg korzystaC z list kontrolnych i
przewodnikow, ktdre zawierajg szczegotowe opisy réznych typdéw uszkodzen,
takich jak pekniecia, wybrzuszenia, ubytki, korozja zbrojenia itp.

= technologie wspomagajgce: w celu utatwienia doktadnej oceny, mogg by¢
uzywane nowoczesne technologie, takie jak drony, systemy GIS (Geographic
Information Systems) czy specjalistyczne oprogramowanie do analizy obrazéw.

= skalowanie i ocena uszkodzen: uszkodzenia sg zazwyczaj oceniane wedtug skali,
ktora uwzglednia ich wielkos¢, czestotliwos¢ i wptyw na ogdlny stan techniczny
nawierzchni.

= raportowanie i dokumentacja: wyniki oceny sg doktadnie dokumentowane i
raportowane odpowiednim organom lub instytucjom zarzgdzajgcym infrastrukturg
drogowa.

= planowanie napraw i konserwacji: na podstawie ocen, opracowywane sg plany
naprawy i konserwacji nawierzchni, ktére sg priorytetyzowane w zaleznosci od
stopnia i rodzaju uszkodzen.

= monitorowanie i ocena postepu: regularne monitorowanie stanu technicznego
nawierzchni po naprawach jest wazne dla oceny skutecznosci przeprowadzonych
dziatan i planowania przysztych interwenciji.

Na podstawie aktualnie widocznej transformacji w agencjach stanowych w zakresie

metody przeprowadzania oceny stanu technicznego nawierzchni mozna wskazacé

osiggniecia i wyzwania (tab. 9) jakie =zostaly okreslone na podstawie

dotychczasowych doswiadczen [89].

Tabela 9. Osiggniecia i wyzwania w zakresie wprowadzania automatycznej metody
oceny stanu technicznego w USA [89]

Osiagniecia Wyzwania

» bezpieczniejsze, szybsze, | = okreslanie tolerancji jakosci danych,
wydajniejsze [ spéjne ktére sg rozsadne w odniesieniu do
gromadzenie danych o stanie mozliwosci sprzetu i wymagan w
technicznym nawierzchni w zakresie zarzgdzania nawierzchnig.
poréwnaniu z badaniami | = ilosciowe okreslenie uszkodzen
recznymi. nawierzchni z betonu cementowego

= automatyczne wykrywanie (np. pekniec, ubytkow, fat) jest trudne
pekniec pozwala agencjom bez ustandaryzowanej metody.
identyfikowa¢ rodzaj i wage|= opracowywanie protokotéw i
pekniec. algorytmow wykrywania

niebezpieczenstwa dla nowych zbioréw
danych i wskaznikéw wydajnosci.

= utrzymywanie statych  wskaznikow
zagrozenia z roku na rok w zaleznosci
od dostawcy.
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2.4.3 Systemy stosowane w Niemczach

Niemcy majg jedng z najbardziej wydajnych infrastruktur transportowych w Europie.
Jest to podstawowy warunek wysokiego poziomu mobilnosci, ktory z kolei warunkuje
wzrost gospodarczy, zatrudnienie i udziat jednostek w zyciu spotecznym. Dodatkowo
sg pierwszym krajem w Europie, ktory wybudowat odcinek autostrady o nawierzchni
z betonu cementowego o dtugosci ok. 19,5 km. Jest to odcinek autostrady AVUS
(Automobil-Verkehrs- und UbungsstralRe) ktérego budowa rozpoczeta sie w 1913
roku, a jej otwarcie miato miejsce dopiero w 1921 r. ze wzgledu na wybuch | wojny
Swiatowej, ktéry wstrzymat prace budowlane. AVUS byla poczatkowo
zaprojektowana jako tor wyscigowy i droga testowa dla samochoddw, ale z czasem
stata sie czescig niemieckiej sieci autostrad [6].
W zakresie oceny stanu technicznego nawierzchni drogowych w Niemczech, proces
ten odbywa sie gtownie przy wykorzystaniu procedur ZEB (Zustandserfassung und -
bewertung, czyli Rejestracja i Ocena Stanu), ktéra jest kluczowym elementem
zarzadzania utrzymaniem infrastruktury drogowej. Procedura ta dostarcza informac;ji
niezbednych do podejmowania decyzji technicznych i finansowych w zakresie
utrzymania drog.
Od roku 2001 stosowane sg odpowiednie wytyczne ZTV ZEB-StB [19] do
rejestracji stanu technicznego i oceny nawierzchni drég federalnych. W ustalonych
odstepach 4-letnich rejestruje sie autostrady federalne lub drogi federalne na
przemian z poruszajgcego sie pojazdu pomiarowego. W ZEB dla dwujezdniowych
drég federalnych rejestrowany jest tylko wolny pas kazdej jezdni. Daje to
szacunkowg dtugo$¢ ok. 100 000 km dla dtugosci sieci ok. 52 000 km drég
federalnych. Ze wzgledu na tak duzy zakres pomiarowy konieczne byto roziozenie
badan na kilka lat. Proces Zustandserfassung und -bewertung (ZEB) sktada sie z kilku
kluczowych elementéw:
= zbieranie danych: wykorzystuje zaawansowane techniki pomiarowe i
wyposazenie, takie jak skanery laserowe, kamery i inne sensory, do zbierania
danych o stanie nawierzchni drogi

= analiza danych: zebrane informacje sg nastepnie analizowane pod katem réznych
rodzajow uszkodzen i zuzycia nawierzchni, takich jak pekniecia, wyboje,
deformacje i nierdwnosci

= ocena stanu technicznego: na podstawie analizy danych, stan drogi jest
oceniany, co pozwala na okreslenie priorytetow w zakresie utrzymania i remontéw

= planowanie utrzymania i remontow: wyniki oceny sg wykorzystywane do
planowania niezbednych dziatan utrzymaniowych i remontowych, aby zapewni¢
bezpieczenstwo i wydajnos¢ sieci drogowej

= raportowanie i decyzje: informacje i wyniki oceny sg raportowane do
odpowiednich organéw zarzadzajgcych drogami, ktére wykorzystujg te dane do
podejmowania decyzji dotyczgcych zarzadzania drogami i inwestycji w
infrastrukture drogowa.
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Gromadzone dane sg wykorzystywane do obliczenia zmiennych opisujgcych
stan techniczny nawierzchni. Uzywa sie skali od 1 (bardzo dobry) do 5 (bardzo staby)
do charakteryzowania stanu ocenianej nawierzchni. Oceny skfadajg sie z
komponentow uzytecznosci i spojnosci (powierzchni), zgodnie z zdefiniowanymi
wagami. Komponent uzytecznosci wskazuje poziom bezpieczenstwa i komfortu dla
uzytkownikow drogi, natomiast komponent spojnosci (powierzchni) wskazuje gtownie
na wyniki prac utrzymaniowych. Dokument ten skierowany jest do zainteresowanych
stron z administracji budowy drog, biur inzynieryjnych, firm budowlanych oraz
instytucji badawczych i dydaktycznych [18].

Proces ZEB jest dostosowywany do wymagan w miare pojawiania sie nowych
wynikow badan i praktyki utrzymaniowej. Z reguty innowacje sg najpierw testowane w
praktyce, zanim bedg mogly zostaé uznane za aktualne w przepisach. Dlatego
dokument roboczy opisuje réwniez charakterystyke stanu technicznego i jego
zmienne, ktore nie sg wykorzystywane w rutynowym procesie ZEB, ale sg czesciowo
czescig struktury pliku wynikow ZEB. Caty proces ZEB jest zatem kompleksowym
podejsciem do monitorowania i utrzymania jakosci infrastruktury drogowej, taczgcym
zaawansowane technologie z analizg danych i strategicznym planowaniem. Jesli
chodzi o proces identyfikacji uszkodzen powierzchniowych nawierzchni, ktore
stanowig pierwszg wskazéwke co do uszkodzenia drogi, sg one regularnie
rejestrowane w ramach rejestracji i oceny stanu technicznego (ZEB). Stosowane sg
szybkie systemy pomiarowe, ktére posiadajg kamery obszarowe Ilub liniowe
skierowane na nawierzchnie drogi, za pomocg ktorych rejestrowane sg uszkodzenia
nawierzchni. Oprocz pekniec, dla oceny istotne sg np. taty, a w przypadku konstrukc;ji
betonowych, potamane narozniki i uszkodzenia krawedzi. Zdjecia z przedniego
aparatu mozna wykorzysta¢ do sprawdzenia wiarygodnosci.

W Niemczech duzy nacisk ktadzie sie na innowacje i ciggte doskonalenie
procesdw zarzgdzania infrastrukturg drogowg. Dzieki temu mozliwe jest
efektywniejsze zapobieganie uszkodzeniom i szybsze reagowanie na problemy.
Dlatego w potudniowej czesci centrum badawczego duraBASt (Deutsches Zentrum
fur Luft- und Raumfahrt, Bundesanstalt fir Stra3enwesen) zbudowano tor
referencyjny o nawierzchni asfaltowej oraz betonowej w celu przetestowania
systeméw pomiarowych. Sekcja zawiera wszystkie wtasciwosci, ktore nalezy
zarejestrowaC w ramach ZEB. Sztuczne pekniecia o réznych szerokosciach sg
odtwarzane poprzez formowanie prawdziwych peknie¢ przy uzyciu zimnego
tworzywa sztucznego. Elementy takie jak potamane naroza i uszkodzenia krawedzi
zostaty specjalnie uwzglednione w nawierzchni. Ponadto wzdtuz nawierzchni
rozmieszczone sg panele testowe, ktére majg wzor testowy opracowany specjalnie
do procesu zatwierdzania systemoéw pomiarowych. Poniewaz fragmenty nawierzchni
referencyjnej znajdujg sie w obszarze przejscia podziemnego, mozna symulowacé
wptyw zmian Swiatto-cien podczas procesu pomiarowego i sprawdzac¢ oswietlenie
obrazow powierzchniowych [33].
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3 Teza, cel i zakres rozprawy

Celem pracy badawczej byta weryfikacja mozliwosci wykorzystania sztucznych
sieci neuronowych do prognozowania zmian stanu technicznego nawierzchni
betonowej. Szczegdlng uwage zwrocono na analize metody rozpoznawania
zachodzacych proceséw degradacji nawierzchni poprzez okreslenie typu uszkodzen,
ich zakresu oraz zmian w analizowanym okresie, przy zastosowaniu zmodyfikowanej
metody inwentaryzacji uszkodzen oraz sposobu gromadzenia i weryfikacji danych.
Prognozy zmian stanu technicznego nawierzchni wykonano przy zatozeniu
wykorzystania klasycznego modelu tendencji rozwojowej z zastosowaniem
jednokierunkowych sztucznych sieci neuronowych. Dla wybranych odcinkow
autostrady eksploatowanych od grudnia 2011 r. utworzono szeregi czasowe
obejmujgce wyniki zmodyfikowanej wizualnej metody oceny stanu technicznego.

Reasumujac:
* Problemem naukowym podjetym w dysertacji byta trwato$¢ nawierzchni
betonowych;

= Oryginalne rozwigzanie problemu naukowego polegato na wykonaniu
prognozy trwatosci nawierzchni betonowych z wykorzystaniem SSN;

= Teza: na podstawie bazy danych zgodnej z obowigzujgcymi systemami
diagnostyki nawierzchni betonowych mozliwe jest efektywne prognozowanie
zmian ich stanu technicznego.

Na zakres rozprawy doktorskiej sktadajg sie:

a) studium literatury krajowej i zagranicznej dotyczacej trwatosci i utrzymania
nawierzchni betonowych

b) sformutowanie tezy, celu i zakresu pracy

C) przeprowadzenie pieciu cykli badan terenowych w ramach zmodyfikowanej
metody oceny cech powierzchniowych nawierzchni z betonu cementowego

d) opracowanie bazy danych zawierajgcej informacje o obcigzeniu ruchem oraz
warunkach klimatycznych w zakresie analizowanych odcinkéw autostrady

e) opracowanie modeli prognostycznych dla réznych typéw uszkodzen (UP, UN,
WS, PT, PK, PL) uwzgledniajgcych dostepne zmienne wejsciowe (konstrukcja
nawierzchni, obcigzenie ruchem pojazdéw, warunki klimatyczne) przy
wykorzystaniu sztucznych sieci neuronowych (SSN)

f) przeprowadzenie analiz zmiennych wejsciowych oraz okreslenie optymalnej
architektury SSN dla poszczegolnych typow uszkodzen.

Na pozostatg czesc¢ dysertacji sktadajg sie cztery rozdziaty. Rozdziat czwarty
zawiera informacje na temat odcinkéw testowych o nawierzchni betonowej, ktore
zostaty poddane badaniom. W rozdziale pigtym opisano baze danych i informacji
przyjetych do przewidywania trwatosci nawierzchni. W rozdziale szOstym
przedstawiono wyniki opracowania modeli degradacji, okreslono znaczenie i
dokonano analizy zmiennych wejsciowych. Rozdziat si6dmy zawiera podsumowanie
wynikow badan wraz z zaleceniami dotyczgcymi przyszitych prac badawczych.
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4 Charakterystyka analizowanych odcinkéw drogi o nawierzchni z betonu
cementowego

W ramach przeprowadzonych badan poddano analizie odcinek autostrady A2
od km 3+375 do km 107+900 (tgcznie 104,5 km). Odcinek tej drogi stanowi czes¢
sieci drog transeuropejskich (TEN-T) i jest jednym z najwazniejszych potgczen

pomiedzy Europg Zachodnig a Srodkowowschodnig. Lokalizacja badanych odcinkéw
testowych zostata przedstawiona na rys. 10.
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Rysunek 10. Lokalizacja badanych odcinkow testowych (linia czerwona) o
sumarycznej dtugosci jezdni o nawierzchni z betonu cementowego ok. 202 km.

4.1 Podziat na odcinki jednorodne

W ramach prowadzonych badan uzasadnione bytlo wyodrebnienie
jednorodnych odcinkéw nawierzchni z betonu cementowego jako fragmentow drogi o
jednolitej konstrukcji nawierzchni, wykonanej z takiego samego materiatu i o takich
samych parametrach technicznych w tym grubosci warstw na catej swojej dtugosci i
szerokosci. Jest to wazne, poniewaz jednorodne odcinki drogi pozwolity na
zagregowanie danych ze wzgledu na ich zmienno$¢ pod wzgledem typu i ilosci
uszkodzen powierzchniowych, ruchu pojazdéw, warunkéw klimatycznych. Parametry
odcinkéw jednorodnych przedstawiono na rysunkach 11-14. Wyodrebnione odcinki

39|Strona



majg rozng dtugos¢ tj. Odcinek A od km 3+375 do km 20+685, Odcinek B od km
20+685 do km 35+345, Odcinek C od km 35+345 do km 68+485, Odcinek E od km
68+485 do km 91+415, Odcinek F od km 91+415 do km 107+900.

Dtugosé jezdni o nawierzchni z betonu cementowego [m]

35000
31565

30000

25000 22 150

20000
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16 015

15 000 13 965

10000

5000

Odcinek A Odcinek B Odcinek C Odcinek D Odcinek E
Odcinek jednorodny

Rysunek 11. Zestawienie dtugosci jezdni z podziatem na odcinki jednorodne A-
E
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Rysunek 12 Zestawienie powierzchni jezdni z podziatem na odcinki jednorodne
(A-E)
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Liczba ptyt [szt.]
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Rysunek 13. Zestawienie liczby ptyt betonowych z podziatem na odcinki
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Rysunek 14. Zestawienie powierzchni paséw ruchu z podziatem na odcinki

jednorodne (A-E)
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4.2 Wykonanie nawierzchni

4.2.1 Zatozenia projektowe

W ponizszych podrozdziatach zestawiono gtéwne dane konstrukcyjne z projektu
konstrukcji nawierzchni z betonu cementowego autostrady A2 na odcinku Swiecko —
Nowy Tomysl.

Projektowane grubosci poszczegolnych warstw konstrukcji nawierzchni,
wykonanych z okreslonych materiatdw z zastosowaniem okreslonej technologii,
musiaty zapewni¢ spetnienie warunki nosnosci oraz warunki odpornosci konstrukciji
na powstawanie wysadzin. Warunek nosnosci okreslono jako trwato$¢ zmeczeniowg
spetniajgcg wymaganie prognozy ruchu oraz nie mniejszg niz 40 min osi 115 kN w
catym zaktadanym okresie eksploatacji nawierzchni. Warunek odpornosci na
powstawanie wysadzin okreslono jako zabezpieczenie podtoza gruntowego warstwg
mrozoochronng lub jego wzmocnieniem przed szkodliwymi skutkami przemarzania.
W rejonie usytuowania analizowanych odcinkow gtebokos¢ przemarzania gruntu
wynosi 80 cm.

4.2.2 Analiza ruchu na etapie projektowania

Wyznaczenie liczby osi obliczeniowych 115 kN przeprowadzono zgodnie
z procedurg opisana w ,Katalogu Typowych Konstrukcji Nawierzchni Sztywnych"
IBDIM Warszawa 2001 [53]. Okres obliczeniowy dla nawierzchni betonowej
przyjeto rowny 30 lat (od roku 2012 do roku 2042).

Zgonie z zaleceniami [53] liczbe osi obliczeniowych wyznaczono na
podstawie liczby pojazdéw ciezarowych na dobe na pas obliczeniowy w
pietnastym roku po oddaniu drogi do eksploatacji (1).

L:(Nl’r1+Nz'rz+N3'r3)'f1 (1)

dzie:
E — liczba osi obliczeniowych na dobe na pas obliczeniowy w pietnastym roku po
oddaniu drogi do eksploatacji
N123 — $redni dobowy ruch samochoddw ciezarowych bez przyczep (Ni), z
przyczepami (N2) i autobuséw (Ns) w pietnastym roku po oddaniu drogi do
eksploatacji
ri,2,3 — wspotczynniki przeliczeniowe samochodéw ciezarowych z i bez przyczep oraz
autobusow na osie obliczeniowe
f1 — wspotczynnik obliczeniowego pasa ruchu

Sredni dobowy ruch pojazdéw w punktach pomiarowych w 2005 roku przyjeto wedtug
ostatniego Generalnego Pomiaru Ruchu dla ,korytarza® A2 od granicy Panstwa do
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Wezta Modfa. Procentowy udziat poszczegolnych pojazdéw w grupie pojazdow
ciezkich przedstawia sie nastepujgco:
- samochody ciezarowe bez przyczep -12,5%
- samochody ciezarowe z przyczepami — 85,4 %
- autobusy -21%

Do dalszych obliczen liczby osi obliczeniowych 115 kN zatoZzono nastepujgcy
udziat procentowy pojazdow ciezkich:
- samochody ciezarowe bez przyczep -12,3 %
- samochody ciezarowe z przyczepami — 86,0 % (w tym 80% pojazddw 5-osiowych)
- autobusy -17%
W tabeli 10 przedstawiono wynikowe liczby osi obliczeniowych 115 kN dla
poszczegolinych odcinkow.

Tabela 10. Struktura ruchu oraz wspofczynniki przyjete do obliczenia liczby osi
obliczeniowych

Lp. Odcinek Liczba osi obliczeniowych 115 kN
1 A 68 050 872
2 B 40 240 694
3 C 40 589 814
4 D 53 580 759
5 E 52 239 403

4.2.3 PrzekrQj poprzeczny jezdni

Projektowana szerokos¢ ptyt w przekroju poprzecznym jezdni dla dwéch pasow
ruchu przedstawiona jest na rysunku 15. Dtugosé ptyt betonowych zatozono réwng
5,0 m.

Rysunek 15 przedstawia jednoczesnie zaprojektowane roziozenie dybli o srednicy
25 mm i dtugosci 50 cm. W kierunku podtuznym zatozono 3 kotwy na dtugos¢ ptyty o
Srednicy 20 mm i dlugosci 80 cm w rozstawie 1,70 m od siebie oraz 0,8 m od
krawedzi ptyty.

1100

50 | 375 | 375

25 50 25 25 25 25 50 50 25 25 25 25 25 25 25 25 25 25 25 25 25 25 25 25 25 25 25 25 25 25 25 25 25 50 50 25 25 25 25

Rysunek 15. Geometria ptyt betonowych wraz z rozmieszczeniem dybli (od lewej:
pas szybki — 3,75 m, pas wolny — 3,75 m, pas awaryjny 3 m)
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Do wymiarowania grubosci ptyty przyjeto geometrie ptyty najbardziej narazonej na
oddziatywanie ruchu ciezkiego (tj. wystepowanie najwiekszej liczby obcigzen
powtarzalnych od osi pojazdéw) znajdujgcej sie na pasie ruchu wolnego, zgodnie z
rysunkiem 15. W obliczeniach przyjeto nastepujgce wymiary ptyty betonowej
(szerokosc¢ x dtugosé): 4,0 m x 5,0 m.

4.2.4 Metoda obliczen trwatosci

W celu oszacowania trwatosci zmeczeniowej nawierzchni betonowej wyznaczono
naprezenia w ptycie pochodzgce od ruchu pojazdéw oraz od temperatury. Podczas
obliczen trwatosci nawierzchni zaktadano najbardziej niekorzystny wariant
wystepowania naprezen w ptycie.

Zastosowano nastepujgcg metodyke obliczen:

= zatozono odpowiednig geometrie ptyty betonowej,

= zalozono parametry materiatowe dla poszczegdlnych warstw,

= obliczono naprezenia wywotane zmianami temperatury,

= obliczono naprezenia od ruchu pojazddw ciezkich,

= uwzgledniono wptyw wspotczynnika przenoszenia obcigzen na zmiane
naprezen w ptycie,

= obliczono stopien szkody zmeczeniowej dla trwatosci zmeczeniowej dla
najbardziej niekorzystnego oddziatywania obcigzenia od ruchu (N1) oraz od
najbardziej niekorzystnego kumulatywnego oddziatywania obcigzenia od
ruchu przy wysokich temperaturach (N2),

= obliczono trwato$¢ zmeczeniowg nawierzchni betonowej (N),

» uwzgledniono wspoétczynnik bezpieczenstwa obliczajgc catkowitg trwatosc
zmeczeniowg konstrukcji nawierzchni (Nis),

Do obliczen przyjete zostaty parametry materiatowe, ktérych wartosci zestawiono w
tabeli 11.

Tabela 11. Parametry materiatowe przyjete do obliczen

Grubosé Modut Wytrzymatosc

Wspotczynnik  Ciezar  na rozcigganie

aE Warstwa Warﬁtwy sprez;gstosm Poissona wlasciwy  przy zginaniu
. 5 v kN/m?2 for
cm N/mm N/mim2
1 |Beton 27128/ 35 000 02 236 55
cementowy 29
2 | Chudy beton 20 1800 0,2 -
3 | Warstwa ; E,> 120 03 ;
mrozoochronna
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4.2.5 Projektowanie konstrukcji nawierzchni

Wyniki obliczen trwatosci nawierzchni betonowej przy zatozonym
wspotczynniku bezpieczenstwa y rdwnym 1,3 oraz okresie oddziatywania wysokiej
temperatury rownym 25% catkowitego okresu eksploatacji, przedstawiono w tabeli
12.

Tabela 12. Projektowane grubos$ci ptyty betonowej oraz podbudowy z chudego
betonu na poszczegdlnych odcinkach oraz trwato$¢ zmeczeniowa nawierzchni
wg obliczenh

Projektowana Projektowana Prognozowana Trwatosé

Odcinek grubosc¢ plyty grubos¢ liczba osi Zmeczeniowa

betonowej chudego betonu obliczeniowych, nawierzchni,

[cm] [cm] min osi 115 kN min osi 115 kN
A 29 20 68,1 78,1
B 27 20 40,2 49,2
C 27 20 40,6 49,2
D 28 20 53,6 62,1
E 28 20 52,2 62,1

Projektowana konstrukcja nawierzchni na poszczegolnych odcinkach przedstawiona
zostata na rysunkach 16-18.

Beton cementowy
29cm fe.cube > 40 N/mm?
fer> 5,5 N/mm?
Geowldknina

20cm \ Chudy beton
(™ _E2 2 120 N/mm2 'N fc.cy| = 6‘12 N/mm2
0,49m

ﬁf’ 60 N/mm2 -0,80 m 7
s Podtoze aruntowe

Rysunek 16. Projektowana konstrukcja nawierzchni betonowej dla odcinka A

Warstwa mrozoochronna

31cm
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Beton cementowy
27 cm fcycubez 40 N/mm2
fer> 5,5 N/mm?
s Geowldknina
20cm \ Chudy beton
NN E, > 120 N/mmAns- fooy = 6-12 N/mm?
0,47m
Warstwa mrozoochronna
33cm

244444 204E > 60 N/mm24-0,80 m:
A B 40, % _
50505055005 500555% Podtoze aruntowe

Rysunek 17. Projektowana konstrukcja nawierzchni betonowej dla odcinka B i C.

Beton cementowy
28 cm fcycubez 40 N/mm2
fer> 5,5 N/mm?

Geowldknina

20 cm \ Chudy beton
\ E, > 120 N/mm2sh- fe.cyi = 6-12 N/mm?

...........

0,48m

/. E,> 60 N/mm?%:£-0,80 m:

Warstwa mrozoochronna

Podtoze aruntowe

Rysunek 18. Projektowana konstrukcja nawierzchni betonowej dla odcinka D i E

4.2.6 Sklad mieszanki betonowej

Sktad mieszanki mineralnej stosowanej do betonu cementowego stosowanego
na nawierzchnie drogowe ma istotny wptyw na takie parametry jak wytrzymatosc¢ na
Sciskanie oraz rozcigganie, charakterystyke poréw powietrznych, mrozoodpornosc
oraz modut sprezystosci betonu. Zastosowanie nieodpowiedniego kruszywa wptywa
negatywnie na trwato$¢ nawierzchni a w szczegolnosci na jej mrozoodpornosé, ktéra
przyczynia sie do skrécenia okresu jej trwatosci oraz szybszej degradacji w postaci
uszkodzen warstwy powierzchniowej w formie odpryskow lub tuszczenia [93].

Na analizowanych odcinkach nawierzchni z betonu cementowego
zastosowano takg samg mieszanke mineralng z podziatem na dolng warstwe betonu
(DWB) i gorng warstwe betonu (GWB) wedtug tabeli 12 — 14 (zrédto: zatwierdzenia
materiatowe na dolng i gérng warstwe nawierzchni betonowej).
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Tabela 12. Cechy fizycznochemiczne kruszywa — reaktywnos¢ alkaiczna

Kruszywo Norma badawcza Wynik Wymagania
1 | Kruszywo drobne 0/2 0,34%
2 Eﬁﬁffémo arube 28 LN o2/p-067141a8 | 0.29% <0,5%
3 Kruszywo  grube  5/8 0.28%

amfibolit

Tabela 13. Sktad mieszanki betonowej w 1m?3 na dolng warstwe betonu (DWB

Lp. Skitad mieszanki ZaV\Eg/:;os'é Suma sktadnikow
1 | Cement CEM 142.5 N-NA 15,1 kg 375
2 | Woda 5,8 dm3 143
3 | Kruszywo drobne 0/2 19,5 kg 483
4 | Kruszywo grube 2/8 amfibolit 9,8 kg 242
5 | Kruszywo grube 8/16 amfibolit 20,5 kg 509
6 | Grys amfibolitowy 16/22 29,3 kg 726
Tabela 14. Sktad mieszanki betonowej w 1m?3 na gérng warstwe betonu (GWB

Lp. Sktad mieszanki Za"‘{f;'/or;“'é Suma skfadnikéw
1 |[Cement CEM |42.5 N-NA 17,6 kg 420
2 Woda 6,7 dm3 160
3 |Kruszywo drobne 0/2 19,6 kg 467
4 [Kruszywo grube 2/8 amfibolit 11,8 kg 282
5 |Kruszywo grube 5/8 amfibolit 44,3 kg 1057

Do produkcji mieszanki betonowej (rys.19) wykorzystano kruszywo tamane ze skaty
amfibolitycznej eksploatowane z jednej z najwiekszych w Polsce zt6z tego typu
surowca zlokalizowanego na Dolnym Slgsku z kamieniotomu ,Pitawa Gérna’.

Skata amfibolityczna charakteryzuje sie obecnoscig mineratdéw z grupy amfiboli,
gtébwnie hornblendy oraz czesto plagioklazéw [129]. Posiada ona zwykle ziarnistg
teksture, ktéra moze by¢ réznorodna w zaleznosci od warunkéw, w jakich skata
ulegta metamorfizmowi [9].
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Skata ta zazwyczaj ma ciemny kolor, od ciemnoszarego do czarnego, ktory jest
wynikiem obecnosci ciemnych mineratéw hornblendy [72]. Amfibolit jest twardg i
wytrzymatg skatg, odporng na warunki atmosferyczne, co czyni jg bardzo uzyteczng
w budownictwie drogowym.

' Rysunek 19 Wytwomlé mleszankl betonowej zlokallzowana na Odcmku D '-

W odniesieniu do przedstawionego sktadu mieszanki betonowej otrzymano
pozytywne wyniki w odniesieniu do stawianych wymagan dla nawierzchni drogowych
z betonu cementowego (Tabela 12).

Tabela 12. Cechy mieszanki betonowej oraz betonu (zrodto: zatwierdzenia
materiatowe na dolng i gorng warstwe nawierzchni betonowej).

Badana cecha

Norma
badawcza

DWB

GwB

[Wynik]

[Wynik]

Konsystencja mieszanki 1,27- 1,28-

L | mineralnej - | PN-EN12350-4 1 'ag | 5

p |4awartosc ~powietrza W | o | pNEN12350-7 | 5 6,5
mieszance betonOWE]
Odpornosc¢ na

3 powierzchniowe tuszczenie w | kg/m? PKN-CEN/TS 0,1 0,2

ch 12390-8

obecnosci NaCl

4 | Wytzymatos¢  betonu  na| .2 | pN-EN12390-3 | 46,7 | 527
Sciskanie

5 | Wytrzymatosc  betonu  na |\, o2 | pN-EN 12390-5 | 6,0 6.3
Zginanie

g | Vytrzymalosc betonu  na | \,oo | pN-EN 12390-6 | 3,3 3,8
rozcigganie

7 | Gestosc mieszanki | dm3 | PN-EN 12350-6 | 2467 | 2387
betonowej
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4.2.7 Technologia wykonania

Nawierzchnie wykonano z betonu cementowego wg PN-EN 206-1 z klasg
betonu co najmniej C30/37, jednak z minimalng wytrzymatoscig na Sciskanie na
kostkach po 28 dniach fccune 2 40 N/mm? oznaczong wg PN-EN 12390-3 oraz z
minimalng wytrzymatoscig na zginanie po 28 dniach fif 2 5,5 N/mm? oznaczong wg
PN-EN 12390-5. Jezdnie z betonu cementowego wbudowano w dwéch warstwach,
warstwie gornej (GWB) i dolnej (DWB).

Teksturowanie powierzchni gérnej warstwy wykonano przez czesciowe
odkrycie kruszywa przy zastosowaniu tzw. technologii ,Waschbeton” (z jezyka
niemieckiego) pozwalajgcej na usuniecie wierzchniej warstewki zaczynu z uzyciem
srodkdw chemicznych. Gérna warstwa betonu spetnia wymagania klasy ekspozycji
XF4 tj. odpornosci na zamrazanie / rozmrazanie oraz odpornosci na $rodki
odladzajgce wg PN-EN 206-1 oraz wymagania klasy ekspozycji XM2 ze wzgledu na
silny wptyw Scierania wg krajowego zatgcznika PN-B-06265 do normy PN-EN 206-1.
Do warstwy goérnej zastosowano kruszywa ftamane o wskazniku polerowalnosci
PSV > 53, o uziarnieniu do 8 mm. Minimalna zawartos¢ cementu w gérnej warstwie
betonu wynosi 420 kg/m3. Grubo$é gornej warstwy wynosi co najmniej 5 cm. Dolna
warstwa betonu spetnia wymagania klasy ekspozycji XF4.

Plyty betonowe w przekroju poprzecznym wykonane zostalty zgodnie z
rysunkiem 15. Szczeliny poprzeczne skurczowe wykonano w odlegtosci co 5,0 m. W
szczelinach skurczowych wbudowano dyble o $rednicy 25 mm i dtugosci rownej
50 cm w rozstawie jak na rys. 15. Dyble pokryte sg polimerowg powtokg
antykorozyjng o grubosci 0,3 mm. Natomiast w szczelinach podtuznych wbudowano
kotwy o srednicy 20 mm i dtugosci 80 cm (Srodek kotwy, okoto 20 cm, pokryty
powiokg antykorozyjng) w ilosci 3 sztuki na ptyte w rozstawie 1,70 m od siebie
i 0,80 m od krawedzi ptyty. Dyble uktadano réwnolegle do powierzchni w odlegtosci
od powierzchni rownej h/2, gdzie h jest gruboscig ptyty betonowej. Uktadarka
powinna umozliwiaé automatyczne rozktadanie dybli w zaprojektowanej pozycji -
potowie grubosci warstwy ptyty betonowej, rownolegle do powierzchni i ustawieniu
poziomym. Do wypetnienia szczelin zastosowano masy zalewowe na gorgco.

Pod ptytg betonowg, na warstwie chudego betonu umieszczono geowtdknine
jako warstwe poslizgowg oraz zapobiegajgcg przenoszeniu spekan z podbudowy
wykonanej z chudego betonu.

Geowtdknina spetnia nastepujgce wymagania:
* masa od 450 do 550 g/m?
* grubos$¢ pod naciskiem 20 kN/m? 2 2,5 mm
= wytrzymatos¢ na rozcigganie = 10 kN/m
= wskaznik wodoprzepuszczalnosci w kierunku pionowym kvzoses 2 1*10% m/s i
w kierunku poziomym kz0.5% = 5*104 m/s
= odporna na alkalia = 96% PP/PE

Mieszanka z chudego betonu wykonana zostata w wytworniach stacjonarnych
zgodnie z zasadami normy PN-S-96013. Wymagana wytrzymatos¢ na Sciskanie po
28 dniach znajdowata sie w przedziale od 6,0 do 12,0 N/mm?2. Warstwa podbudowy z
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chudego betonu rozktadana byta na szerokos¢ o 40 cm wigekszg z kazdej strony od
warstwy betonu nawierzchniowego. Zageszczenie mieszanki prowadzono do
osiggniecia wymaganej wartosci wskaznika zageszczenia = 0,98 ocenionej na
podstawie normalnej préby Proctora wg PN-B-04481. W ramach zabezpieczenia
powierzchni przed nadmiernym odparowaniem wody, bezposrednio po utozeniu
prowadzono skrapianie wodg lub inng odpowiednig metodg przez co najmniej 3 dni.
Warstwa mrozoochronna zostata wykonana z materiatu, ktéry jest niewysadzinowy i
wodoprzepuszczalny (k > 5,6 m/dobe). Warstwa spetnia wymaganie nosnosci w
zakresie wtornego modutu odksztatcenia, co najmniej
E> = 120 N/mm? na goérze warstwy, czyli bezposrednio pod warstwg z chudego
betonu. Warstwa mrozoochronna byta wykonywana w 2 wariantach, poprzez
roztozenie i wyprofilowanie mieszanki kruszyw 0/31,5 mm (zuzel pomiedziowy
KGHM 0/31,5 mm (40%) plus piasek z wykopu (60%) w dwoéch warstwach o
zblizonej grubosci. W pierwszym etapie roztozona zostata dolna czes¢ warstwy
mrozoochronnej za pomocg spycharki i réwniarki. Dolna czes¢ wyprofilowana
zostata za pomocg rowniarki i wstepnie zageszczona. W drugim etapie roztozona
zostata gorna czes¢ warstwy mrozoochronnej oraz wyprofilowana za pomocg
rowniarki z automatycznym sterowaniem do rzednych i spadkéw zgodnych z
projektem (z zachowaniem dopuszczalnych odchytek). Catos¢ zostata
zageszczona za pomocg walcow az do uzyskania wymaganego zageszczenia.
Wykonanie warstwy nawierzchniowej z betonu cementowego na analizowanych
odcinkach sktadato sie z nastepujgcych proceséw technologicznych:

= utozenia warstwy poslizgowej z geowtdkniny,

= produkcji mieszanki betonowej w wezle betoniarskim,

= wbudowania, zageszczenia i wykonczenia mieszanki betonowej przy uzyciu

mechanicznej uktadarki,
= wbudowania dybli przez uktadarke i kotew przy uzyciu recznych
wibratoréw,

» aplikacji Srodka opdzniajgcego wigzanie i usuniecia wierzchniej zaprawy,

= aplikacji Srodka pielegnacyjnego,

= wykonania szczelin i ich wypetnienia.

Ustawienia uktadarki do wbudowania mieszanki betonowej zostaty wykonane
metodg , na linke" (rys. 20). Szpilki zostaty wbite po lewej i prawej stronie
podbudowy z chudego betonu w odstepach podtuznych co 5 m. Ustawienie
szpilek zostatlo wykonane metodg geodezyjng =z doktadnoscig *1 cm. Po
ustawieniu geodezyjnym wysokosciowym szpilek z doktadnoscig do +1 mm zostata
przymocowana i naciggnieta linka.
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Rysunek 20. Ustawienie uktadarki pry wykorzystaniu linek i szpilek

Przed roztozeniem geowtdkniny, nieregularne, pojedyncze zanieczyszczenia i
luzne ziarna kruszywa zostaty wyczyszczone z powierzchni podbudowy z chudego
betonu. Geowtdknina zostata utozona z 20 cm (5 cm) naddatkiem. W
pojedynczym punkcie nie byto wiecej niz trzy warstwy (zaktad w kierunku
podtuznym i poprzecznym).

W celu zabezpieczenia geowidkniny przed przemieszczeniem sie podczas
transportu i wbudowania betonu, zostata ona przymocowana do podbudowy z
chudego betonu. Mocowanie odbyto sie za pomocg gwozdzi.

Mieszanka betonowa byta wbudowywana przez zestaw do uktadania slizgowego (rys.
21). Maszyna ta zapewnia rowne i jednorodne wbudowanie mieszanki betonowej na
petnej szerokosci nawierzchni betonowej). Zestaw ten zawiera maszyne, ktora
rozprowadza, zageszcza i wykancza beton w ciggtlym procesie: pierwsza
uktadarka do nizszej warstwy betonu (DWB) i urzgdzenie do umieszczania
dybli, druga uktadarka do gérnej warstwy (GWB) i przygotowania nawierzchni,
platforma robocza do rozprowadzania srodka opodzniajgcego wigzanie i sSrodka
pielegnacyjnego do gornej warstwy betonu.
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Rysunek 21. Zestaw do uktadania slizgowego mieszanki betonowej

PR BT e e ST, Ea TR ORI

Zestaw do uktadania $lizgowego zageszcza beton za pomocg wgtebnych
wibratoréw i formuje ptyte betonowg pomiedzy deskowaniem slizgowym. Gorna
warstwa betonu jest umieszczana w zbiorniku celem przetransportowania za
pomocg tasmociggu (rys. 22) do uktadarki gornej warstwy betonu. W celu
niedopuszczania do wymieszania sie réznych mieszanek nawierzchni betonowej
wgtebne wibratory umieszczone na drugiej ukfadarce sg odpowiednio ustawione
co do rozmieszczenia, czestotliwosci i amplitudy.
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Rysunek 22. Tasmociag transportujgcy beton do uktadarki gérnej warstwy betonu

Poziom utozenia dybli i kotew (rys. 23) byt kontrolowany automatycznie z
prowadnicy linki za pomocg sensora. Ustawienie uktadarki byto kontrolowane
automatycznie z prowadnicy linki przez przynajmniej jeden sensor
przymocowany do uktadarki. Ostateczna regulacja potozenia gérnej powierzchni
warstwy betonowej nawierzchni byta wykonywana za pomocg podiuznego
oscylujgcego ptywaka poruszajgcego sie w poprzek ptyty. Koniec ukfadanej
dziatki zostat odpowiednio przedtuzony tak, aby w miejscu ostatniej spoiny po
odcieciu wykonczenia, ostatnia ptyta posiadata wymagang dtugos¢, grubos¢ i
rownosc. Odciecie zostato wykonane prostopadle do osi na catej szerokosci
jezdni, po uzyskaniu odpowiedniej wytrzymatosci stwardniatego betonu,
umozliwiajgcej na wjazd pity do ciecia. Odciety koniec uktadanego odcinka
zostat usuniety, a w przecietej ptycie nawierzchni zostaty nawiercone otwory na
dyble. Przed rozpoczeciem uktadania nowego odcinka, w nawierconych
otworach zostaty zamontowane dyble.

Zestaw do uktadania Slizgowego zapewnia automatyczne umieszczanie
dybli (rys. 24) w dolnej czesci warstwy betonu na projektowane potozenie,
rownolegte do nawierzchni i w poziomym wyréwnaniu na /> gtebokosci ptyty
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betonowej z podtuzng tolerancjg 50 mm, odlegtoS¢ pomiedzy dyblami z
tolerancjg £50 mm, w innych kierunkach 20 mm.
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Rysunekf24_. Automatczny proces umieszczanié’aybli W mieszance
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Kotwy byty umieszczone za pomocg recznych wibratorow (rys. 25) w
wyréwnaniu do podituznych szczelin w odlegtosciach zgodnych z projektem na
2/3 grubosci ptyty, mierzone od goéry nawierzchni. Prety kotew byty utozone w
rozstawie 3 sztuk na piyte przy dlugosci ptyty 5 m, odlegtos¢ pomiedzy
kotwami wynosita 1,70 m od siebie i 0,80 m od krawedzi ptyty.
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Rysunek 25. Reczne umieszczanie kotew w mieszance betonowej

W celu zapewnienia odpowiedniej trwatosci cech powierzchniowych nawierzchni
betonowej, bardzo wazny element wykonania robot nawierzchniowych stanowi
zabieg pielegnacji, prowadzony w odpowiednio dtugim okresie, jak rowniez
zabezpieczenie powierzchni dostosowane do aktualnych warunkéw wbudowania
mieszanki (rys. 26). Dodatkowo w celu przedtuzenia pielegnacji wbudowane]
mieszanki betonowej, nawierzchnia byta spryskiwana z platformy roboczej srodkiem
opOzniajgcym wigzanie i $rodkiem pielegnacyjnym. Aplikacja srodkéw zostata
wykonana przez automatyczny spryskiwacz z ochronng ostong zabezpieczajgca
przed wiatrem. Boki ptyty zostaty zabezpieczone srodkiem pielegnacyjnym przez
spryskiwanie z platformy roboczej. Wymagany czas wigzania betonu ponizej
powierzchni byt sprawdzany recznie przy pomocy recznej szczotki. Kiedy beton
byt wystarczajgco twardy aby wykluczyé wykruszanie sie nawierzchni, na
planowane] dtugosci nawierzchni mozna byto rozpoczg¢  szczotkowanie.
Szczotkowanie bylo wykonane za pomocg mechanicznych stalowych szczotek w
podtuznych pasach do osiggniecia wiasciwej gtebokosci makrotekstury (rys. 27).
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zchni jezdni z betonu cementowego odpowiedniej
tekstury

| <K T

Rysune' Nadawanie powier

Pierwsze ciecie szczelin skurczowych byto wykonane tak szybko jak tylko beton
zwigzat na tyle mocno, aby mogta wjecha¢ maszyna z pitg i zanim pojawig sie
przypadkowe spekania w ptycie. Drugie ciecie zostatlo wykonane po
osiggnieciu przez warstwe betonu twardosci pozwalajgcej na uzyskanie
réwnych szczelin.

Podtuzne szczeliny byty wykonane w tym samym czasie, po wykonaniu
poprzecznych szczelin w nawierzchni. Pierwsze ciecie szczelin poprzecznych
(rys. 28) wykonano na gteboko$¢ 1/s grubos$ci warstwy nawierzchniowej z
betonu cementowego i o0 szerokosci 3 mm. Pierwsze ciecie szczelin podtuznych
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wykonano na 1/3 grubosci plyty i 0 szerokosci 3 mm. Szczeliny poprzeczne
zostaty wykonane w rozstawie co 5 m. Drugie ciecie szczelin podtuznych
wykonano o szerokosci 8mm i gtebokosci 3 cm z 3x3mm fazowaniem.

Wypetnianie dolnej szczeliny polegato na uszczelnieniu jej przez wcisnigecie sznura
uszczelniajgcego (kordu) o Srednicy wiekszej o okoto 25% od szerokosci
szczeliny. Boczne Scianki byly zagruntowane Srodkiem zwiekszajgcym
przyczepnos¢ masy zalewowej. Gruntowanie szczeliny byto przeprowadzone
poprzez wprowadzenie preparatu gruntujgcego do wnetrza szczeliny pod
ciSnieniem za pomocg recznego spryskiwacza. Przystgpienie do wypetniania
szczeliny nastepowato po odparowaniu rozpuszczalnika z gruntownika.

e R T, by g b i \ I'... v U REEIS S
d VR W | i e hd s = .
Mﬂm{ﬂ L N SR R N s
Rysunek 28. Proces ciecia szczelin skurczowych w nawierzchni betonowej

Wypetnienie szczeliny masg zalewowg wykonano z uzyciem sprzetu mechanicznego
(rys. 29). Zalewe wprowadzano do szczeliny pod cisnieniem w celu uzyskania
menisku wklestego 0 do -5 mm.

cementowego
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5 Modyfikacja wizualnej metody oceny stanu technicznego nawierzchni
betonowych

W diagnostyce nawierzchni drogowych sukcesem, jezeli chodzi o wdrozenie
nowych urzgdzen lub rozwigzan, jest ich pozytywna weryfikacja na eksploatowanej
drodze [102]. Powtarzalne i wiarygodne dane o stanie technicznym nawierzchni
odgrywajg wazng role w opracowywaniu wskaznikow stanu, modeli wydajnosci,
zrozumieniu, w jaki sposob i dlaczego nawierzchnie sprawdzajg sie lepiej niz inne, a
takze w znalezieniu optacalnych rozwigzan potrzeb w zakresie utrzymania
nawierzchni. Dobre i wiarygodne dane o stanie nawierzchni rowniez odgrywajg
wazng role w okreslaniu jej parametréow uzytkowych [13].

Jedng z gtownych przyczyn przystgpienia do modyfikacji aktualnie stosowane;j
metody automatycznej oceny uszkodzeh powierzchniowych wg. DSN za pomocg
pojazdu wyposazonego w system LCMS byta wykonana w 2015 r. préba identyfikaciji
defektdéw nawierzchni przez wykonawce, ktory jako jeden z nielicznych podmiotow w
Polsce byt w posiadaniu w tamtym okresie tego typu sprzetu. W jej wyniku
stwierdzono nieskutecznos¢ tej metody w zakresie analizowania uszkodzen
nawierzchni z betonu cementowego z zastosowaniem tekstury z odkrytym
kruszywem. Gitowne wady automatycznej oceny cech powierzchniowych dotyczyty
analizy uszkodzen w zakresie zdjeC, ktorych obszar obejmowat powierzchnie o
dtugosci 10 m i szerokosci 4 m, co przy ptytach o rozmiarach 4x5 m i 3x5 m
zaprojektowanych i wykonanych na analizowanych odcinkach uniemozliwiato
uzyskanie petnego obrazu pojedynczej ptyty.

Nalezy zwrdci¢ szczegdlng uwage na to, ze w przypadku nawierzchni z betonu
cementowego proces identyfikacji uszkodzen jest bardzo trudny ze wzgledu na rézne
typy tekstury gornej powierzchni, ktdéra wykonywana jest przy zastosowaniu réznych
narzedzi (rys. 30). Proces ten ma istotny wptyw na zwiekszenie wartosci
wspotczynnika tarcia na styku opon pojazdéw i nawierzchni, poprawe
bezpieczenstwa na drodze, zapewnienie komfortu jazdy, rowniez na skutecznos¢
odprowadzenia wod opadowych (przeciwdziatanie zjawisku akwaplaningu) oraz
zredukowanie emitowanego hatasu drogowego [73].

Dodatkowo specyfika nawierzchni betonowej, ktéra zostata wykonana w technologii
ptyt dyblowanych i kotwionych, poprzez wystepowanie dylatacji poprzecznych i
podtuznych wptywato to wielokrotnie na zaliczanie ich do uszkodzen jako spekania
podtuzne lub poprzeczne. Kolejnym aspektem, z ktérym system miat duzy problem,
byta tekstura powierzchni jezdni z betonu cementowego wykonana w technologii
odkrytego kruszywa, co byto oznaczane w wielu obszarach powierzchni jako ubytki
uziarnienia. Natomiast najistotniejszg wadg oceny stanu powierzchni byty liczne braki
w identyfikacji istotnych uszkodzen nawierzchni betonowej (rys. 31), przez co
proaktywny proces utrzymaniowy w zakresie prowadzonych prac naprawczych byt
istotnie utrudniony lub niemozliwy.
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LB LY s 'R .
ej za pomocg a)
szczotki stalowej b) tkaniny jutowej [76] c) odkryte kruszywo, d) szlifowanie i
rowkowanie

W dalszej czesci opisana jest realizacja badan polegajgcych na modyfikacji metody
oceny identyfikacji cech powierzchniowych nawierzchni z betonu cementowego na 5
odcinkach autostrady, ktore byty prowadzone szes$¢ lat z rzedu. Projekt identyfikacji
uszkodzen nawierzchni betonowej otgcznej dtugosci 606 km pasoéw ruchu oraz
paséw awaryjnych wykonano w okresie od roku 2016 do roku 2021, ktory rozszerza
zakres identyfikacji uszkodzen w zakresie dotychczas stosowanych wytycznych
SOSN-B, jak i wytycznych Diagnostyki Stanu Nawierzchni (DSN) obowigzujgcych od
roku 2015.
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Rysnek 31. Przyktadowy obsar badawczy uzyskany z pojazdu pomiarwego
wyposazonego w urzgdzenie LCMS realizowany wg. DSN

Prowadzona w ramach zmodyfikowanej oceny cech powierzchniowych nawierzchni z
betonu cementowego diagnoza w odréznieniu od wytycznych DSN umozliwia analize
kazdej pojedynczej ptyty betonowej jako niezaleznego obiektu (rys. 32) oraz
identyfikacji wszystkich mozliwych uszkodzen wystepujgcych na jej powierzchni tj.
zarébwno uszkodzen jak i dokonanych napraw co ma istotne znaczenie dla
prowadzenia skutecznego procesu utrzymaniowego a ostatecznie na okres cyklu
zycia nawierzchni (LCA/LCM).

DSN - automatyczna ocena stanu

powierzchni nawierzchni

od 2015

-zakres uszkodzern obliczany jest na

podstawie zdje¢ nawierzchni o dtugosci

10 mi szerokosci 4 m:

76370 2016-06-20

Zdjecie prezentuje petny obszar plyty
Zdjecie prezentuje fragmenty 3 piyt
Rysunek 32. Poréwnanie wizualizacji obszaru z pojazdu pomiarowego
wyposazonego w urzgdzenie LCMS oraz obszaru w ramach zmodyfikowanej metody
oceny cech powierzchniowych
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5.1 Realizacja prac

Projekt ze wzgledu na swojg ztozonos$¢ zostat podzielony na 4 etapy, co
zagwarantowato mozliwos¢ skutecznej kontroli nad przebiegiem realizacji oraz
pozwolito na wykonywanie pewnych prac rownolegle. Byto to niezbedne, aby skrocié¢
czas realizacji badan. Na rysunku 33 przedstawiono schematycznie przebieg
realizacji projektu tj.:

= opracowanie dedykowanej mapy geodezyjnej nawierzchni betonowej (1);

= pomiary terenowe — rejestracja powierzchni jezdni (2);

= kalibracja zdje¢ powierzchniowych oraz identyfikacja uszkodzen (3);

» identyfikacja i weryfikacja uszkodzen ptyt betonowych w terenie (4).
Wykonanie zdje¢ obejmowato akwizycje obrazu powierzchni jezdni oraz zdjeé
korytarza drogi, co zostato zrealizowane poprzez wykorzystanie odpowiedniego
pojazdu pomiarowego.

Rysunek 33. Etapy realizacji projektu modernizacji oceny wizualnej

Diagnoza nawierzchni z betonu cementowego wg. zmodyfikowanej metody jest
opracowywana corocznie na koniec maja danego roku. Ocenie podlega nawierzchnia
obejmujgca 120 438 szt. ptyt betonowych.

Po przejeciu materialu zebranego przez pojazd pomiarowy, zdjecia podlegaty
przetwarzaniu, ktére sktadato sie m.in. z wyrownania oswietlenia zdje¢ oraz ich
kalibracji. Proces identyfikacji uszkodzenh byt $cisle powigzany z wewnetrzng kontrolg
identyfikacji uszkodzen, ktora zapewnita spéjnos¢ identyfikacji oraz oznaczenie
uszkodzen, wymagajgcych uwagi dla nawierzchni z betonu cementowego. Podczas
analizy wynikoéw identyfikacji, kazde uszkodzenie zostato ocenione wg. podziatu
uszkodzen okreslonych w SOSN-B.

Podstawg kazdego systemu wspomagajgcego utrzymanie infrastruktury
drogowej sg informacje ewidencyjne o zarzgdzanych zasobach. Szczegdlng cechg
tej grupy informaciji jest fakt, ze charakteryzujg sie one dtugim okresem aktualnosci, a
wiele z nich nie ulega zmianie przez caty cykl zycia obiektu. Dodatkowo, wychodzgc
z zatozenia, ze nowoczesna diagnostyka nawierzchni powinna opiera¢ sie na
uporzgdkowanych i wiarygodnych pomiarach, opracowano dedykowang mape
geodezyjng nawierzchni wraz z systemem znakowania kazdej analizowanej ptyty, tak
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aby wyeliminowac powstajgce btedy wynikajgce z odczytow GPS i licznika przebiegu
zainstalowanych na pojazdach pomiarowych (w zakresie do 10 lub 20 metrow)
miedzy réznymi kampaniami, ktére sg dopuszczalne w odniesieniu do wiekszosci
procedur utrzymaniowych. W odniesieniu do nawierzchni z betonu cementowego
wymagane jest przypisanie danego uszkodzenia do konkretnej ptyty. ldentyfikacja
wszystkich ptyt betonowych zostata wykonana poprzez przypisanie im
wspotrzednych x, y a nastepnie nadano im indywidualny numer (rys. 34) przez co
uzyskana zostata wymagana powtarzalnos¢ w odniesieniu do kazdej ptyty, a ich
lokalizacja w terenie przez stuzby utrzymaniowe jest tatwa i szybka poprzez
zastosowanie odpowiedniego urzgdzenia.

Rysunek 34. Przyktad zewidencjonowania kazdej ptyty betonowej (120 438 szt.) oraz
nadania jej uniwersalnego numeru

Pozwolito to na uzyskanie seryjnych wynikéw na poziomie pojedynczej ptyty. Tego
typu podejscie jest niezbedne, aby zapewnié¢ uzyskanie zsynchronizowanych danych,
ktére bedg stuzy¢ do dalszej oceny stanu technicznego nawierzchni. Umozliwia ono
réwniez prowadzenie szczegdtowej analizy cyklu zycia na poziomie pojedynczej ptyty
a nie na kilkunastometrowych odcinkach diagnostycznych, co ma kluczowe
znaczenie w przypadku nawierzchni z betonu cementowego wykonanych w
technologii ptyt dyblowanych i kotwionych. Dodatkowo zastosowana metoda
identyfikacji, powoduje brak koniecznosci ingerencji w urzagdzenia zamontowane na
drodze w celu ich oznaczania. Wpyniki inwentaryzacji uszkodzen cech
powierzchniowych  nawierzchni  zostaly = zaimportowane do  odpowiednio
zaprojektowanej platformy gromadzacej dane do dalszych ich analiz (rys. 35).
Przedstawiona zawartos¢ okien na rysunku 35 jest zsynchronizowana ze sobg t;.
wybrana lokalizacja w jednym oknie powoduje natychmiastowg aktualizacje
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pozostatych okien. W zwigzku z tym wszystkie wizualizacje danych pomiarowych
poszczegolnych kampanii (historycznych oraz aktualnych) mozna tgczy¢ i analizowaé
w dowolny pozgdany sposob [94].
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Rysunek 35. Przyktadowy widok okna systemu do przetwarzania danych uzyskanych
ze zmodyfikowanej metody oceny powierzchni jezdni z betonu cementowego: 1)
zdjecie makro pojedynczej ptyty betonowej w odniesieniu do konkretnej kampanii

pomiarowej, 2) mapa geodezyjna z oznakowaniem i lokalizacjg w terenie wszystkich

pojedynczych ptyt betonowych, 3) profil tematyczny ze zdefiniowanymi danymi.

Skutecznos$é¢ przedstawionego rozwigzania zostata potwierdzona na odcinku drogi o
nawierzchni z betonu cementowego (ptyty dyblowane i kotwione) o dtugosci okoto
202 km (w przeliczeniu na rzedy ptyt to okoto 606 km), sktadajgcej sie ze 120 438
sztuk ptyt o wymiarach (szeroko$¢ x dtugos¢) 4x5 m i 3x5 m.

5.2 Wykonanie pomiarow

Badania powierzchni jezdni zostaty wykonane za pomocg systemu
pomiarowego SPDE (System for Pavement Distress Evaluation) produkcji firmy
Greenwood (rys. 36). Zawiera on w sobie kilka podsystemow pomiarowych,
dziatajgcych w oparciu o wspodlne oprogramowanie. System SPDE moze byc¢
wykorzystany do badania cech nawierzchni takich jak profil podtuzny i poprzeczny,
teoretyczna gtebokosé¢ filmu wodnego w koleinie, pochylenia podtuzne i poprzeczne
jezdni, tekstura nawierzchni. SPDE spetnia wymagania stawiane urzgdzeniom
wykonujgcym  pomiary  rownosci  podtuznej i  poprzecznej  okreSlone
przez Miedzynarodowg Organizacje Normalizacyjng (ISO) w normie PN-EN 13036-6
.Pomiary poprzecznych i podtuznych profili w zakresie dtugosci fali réwnosci i mega
tekstury [73].
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Rysunek 36. System pomiarowy SPDE produkcji firmy Greenwood

SPDE umozliwia rejestracje cyfrowego obrazu powierzchni jezdni i wystepujgcych
na niej uszkodzen na szerokosci do 3,9 m zrozdzielczoscig 1 mm x 1 mm.
Zaprojektowany zostat z myslg o prowadzeniu badan na sieci drogowej niezaleznie
od panujgcych warunkow ruchu. Dzieki uzyciu technologii oswietlenia LED pozostaje
rowniez niewrazliwy na zmieniajgce sie warunki oswietleniowe (rys. 37).

Rysunek 37. Oswietlenie LED gwarantuje wysokg jakos¢ zdje¢ powierzchni jezdni
(zrodto 1BDIM)
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Btyski swiatta LED majg wysokg intensywnos¢ w widmie swiatta nagrywanego, ktére
kilkukrotnie przewyzsza intensywnos$¢ swiatta dziennego. Dodatkowo umieszczona
z przodu pojazdu kamera umozliwia fotorejestracje pasa drogowego. Zastosowane
zaawansowane technologie pomiarowe (GPS, Odometer) pozwalajg na precyzyjng
lokalizacje uzyskiwanych danych pomiarowych.

5.3 Przetwarzanie zdjeé

Poniewaz wymiary ptyt na zasadniczych pasach ruchu byty zbyt szerokie w
stosunku do mozliwosci urzgdzenia pomiarowego i nie mogty one zosta¢ uchwycone
w jednym przejezdzie pojazdu pomiarowego, zdjecia wykonane przez pojazd SPDE
zostaty poddane dodatkowemu przetworzeniu i kalibracji, dzieki czemu mozliwe byto
wykonywanie na nich pomiaréw dtugosci i okreslenie powierzchni zidentyfikowanych
uszkodzen. Krok ten byt niezbedny do przeprowadzenia precyzyjnej identyfikaciji
uszkodzen nawierzchni z betonu cementowego. Kalibracje zdje¢ wykonano przy
zastosowaniu przeksztatcen afinicznych tzn. przeksztatcen geometrycznych
przestrzeni euklidesowych. Dla precyzyjnej analizy zidentyfikowanych uszkodzen
zdjecia makro przetworzono w taki sposéb aby pojedyncze zdjecie przedstawiato
pojedynczg ptyte o pionowych prostych krawedziach podtuznych, na ktérych
zakodowano geometrie kazdego uszkodzenia. Zdjecia posiadajg margines od 15 do
35 cm (rys. 38).

Rysunek 38. Przyktad zemaoirzhni +yty etonowej po kalibracji i doswietlaniu
z zaznaczonym naprawionym uszkodzeniem naroznika (oznaczenie uszkodzenia
UNDN).
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W przedstawionym przyktadzie ptyta w rzeczywistosci ma rozmiar 4 m szerokosci i 5
m dtugosci, rozmiar zdjecia w pikselach to 4072x5258.

W nazwie pliku ze zdjeciem oraz na samym zdjeciu (rys. 38) znajduje sie sygnatura
ptyty, zas same pliki zostaty zapisane w uporzgdkowanych Kkatalogach
odpowiadajgcych kolejnym odcinkom oraz pasom nawierzchni tak, zeby odnalezienie
zdjecia dowolnej ptyty bylo szybkie i fatwe w celu zaimportowania ich
do dedykowanego oprogramowania przedstawionego na rysunku 39.
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Rysunek 39. Widok okna do analizy danych z przetworzonych zdje¢ powierzchni
jezdni.

Podczas przetwarzania, zdjecia podlegaty doswietlaniu w miejscach nierobwnego
oswietlenia (rys. 40). Zabiegi te wykonano w celu polepszenia jakosci zdje¢ oraz
utatwienia interpretacji zdje¢ w procesie identyfikacji, a tym samym skutecznego
odnajdywania uszkodzen na ptytach.
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Rysunek 40. Przyk’f zdjecia powierhni ptyty betonowej przeddoéetleniem (po
lewej) i po doswietleniu (po prawej)

5.4 Identyfikacja uszkodzen

Pod pojeciem uszkodzenia w niniejszej pracy okreslane sg efekty powodujgce
pogorszenie parametrow technicznych, a w rezultacie stanu technicznego
nawierzchni z betonu cementowego. Identyfikacja uszkodzen zostata
przeprowadzona na podstawie zdje¢ nawierzchni oraz zdje¢ z kamery frontowej,
ktéra w pewnym stopniu umozliwia ocene wymiaréw w kierunku prostopadtym do
ptyty (np. ocena gtebokosci). Dodatkowo, poprzez zastgpienie subiektywnej oceny
obserwatora, obiektywng oceng geometrii i obmiaru uszkodzen (szerokosci, dtugosci,
powierzchni) z parametrami wyswietlanymi na ekranie urzgdzenia (warto zauwazyc,
ze takie podejscie umozliwia studiowanie przypadkéw na duzych populacjach), czyni
ocene stanu technicznego nawierzchni wiarygodng, pozbawiong wad subiektywnosci
charakterystycznej dla oceny wizualnej. Tego typu podejscie umozliwia réwniez
analize zmian stanu nawierzchni pomiedzy kampaniami i po naprawach w celach
analitycznych i kontrolnych.

Dla kazdej uszkodzonej ptyty zostaty zidentyfikowane i sklasyfikowane
wystepujgce naniej defekty. Uszkodzenia zidentyfikowane zostaty zgodnie
z katalogiem (tab. 13), ktéry jest zmodyfikowany w stosunku do wymagan SOSN-B
oraz DSN. Dla uszkodzen liniowych i powierzchniowych zostata okreslona dtugosc
i szerokos¢C  uszkodzenia.  Dodatkowo, zgodnie  zwytycznymi  SOSN-B
zidentyfikowane zostaty naprawione lub zabezpieczone (uszczelnione) uszkodzenia
typu PL, PT, UN, UP i WS.
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Przy identyfikacji wymienionych parametrow wykorzystywano zdjecia powierzchni
jezdni oraz zdjecia frontowe, co pozwolito na oszacowanie gtebokosci uszkodzen. To
jest niezbedne do okreslenia potencjalnej szkodliwosci danych defektéw nawierzchni.
Nalezy pamietaé, iz nawierzchnia identyfikowanego odcinka zostata wykonana
w technologii waschbeton z odstonietym kruszywem w gornej warstwie betonu
(powierzchnia z odkrytym kruszywem o gtebokosci makrotekstury do 1,5 mm), co
przy aktualnie stosowanych metodach moze mie¢ wptyw na skuteczng identyfikacje
potencjalnych uszkodzen powierzchniowych. Zakwalifikowanie potencjalnych
uszkodzen powierzchniowych jest wykonywane na podstawie obserwacji materiatu
zdjeciowego, bez wykorzystania dodatkowej aparatury pomiarowej. W wyniku
przeprowadzonej identyfikacji uszkodzen, zaobserwowano liczne uszkodzenia,
ktérych wprost nie mozna bylo przypisa¢ do katalogu typowych uszkodzen
stosowanego do identyfikacji nawierzchni z betonu cementowego zgodnie z SOSN-B
lub DSN. Dlatego w zestawieniu uszkodzen wyodrebniono dodatkowo uszkodzenie
pn. ,Wykruszenie krawedzi” oznaczone symbolem WK oraz jego odpowiednik WKn
(naprawione wykruszenie krawedzi).

Tabela 13. Parametry identyfikowanych uszkodzen

Lo | Uenkodzent Svrbol
. | Uszkodzenie mbo
: %! pouiorschia | Diugose
1 Pekniecie pojedyncze podtuzne/ukosne PL - [m]
1a Uszcz_elnlone’ pekniecie  pojedyncze PLN i [m]
podtuzne/uko$ne
2 Pekniecie pojedyncze poprzeczne PT - [m]
22 Uszczelnione  pekniecie  pojedyncze PTnh i [m]
poprzeczne
3 Pekniecie przy krawedzi PK - [m]
4  Uszkodzenie naroznika UN [m?] -
4a Naprawione uszkodzenie naroznika UNn [m?] -
5  Wykruszenie szczeliny WS [m?] -
5a Naprawione wykruszenie szczeliny WShn [m?]
6  Wykruszenie krawedzi WK [m?] -
6a Naprawione Wykruszenie krawedzi WKn [m?] -
Uszkodzenia powierzchni  (pekniecia 2
7 . ) ) . UP [m?] -
powierzchniowe, ztuszczenia, ubytki)
7a Naprawione uszkodzenia powierzchni UPn [m?] -
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6 Prognozowanie trwatosci nawierzchni betonowej z wykorzystaniem
sztucznych sieci neuronowych (SSN)

6.1 Sztuczne sieci neuronowe

Sztuczne sieci neuronowe (ang. Artificial Neural Networks, ANN) to rodzaj
algorytmoéw i modeli matematycznych inspirowanych biologicznymi sieciami
neuronbw w moézgu. Sztuczne sieci neuronowe (SSN) powstaty dzieki poznaniu
zasad dziatania systemOéw nerwowych istot zywych i wykorzystaniu tej wiedzy w
poszu kiwaniach nowych rozwigzan technologicznych. Poczatek prac nad sieciami
neuronowymi jest datowany na przetom lat 50. i 60. ubiegtego wieku, gdy
podjeto préby stworzenia sztucznych systemow przetwarzania informaciji
wykorzystujgcych wzorce biologiczne. Brak wiekszych sukcesow oraz przekonanie
0 ograniczonym zakresie praktycznych zastosowan [78] spowodowaty
zahamowanie tempa badan nad sieciami neuronowymi od poczagtku lat 70. do
potowy 80. Rozwdj technik komputerowych w latach 80. oraz opracowanie
rozwigzan teoretycznych dotyczacych sieci wielowarstwowych zapoczagtkowaty
istotny, trwajacy nieustannie do dzis, rozwdj technologii neuronowych. Podstawy
teoretyczne zastosowan sieci neuronowych jako narzedzi przetwarzania
informacji oraz jako narzedzi niesymbolicznej reprezentacji wiedzy przedstawiajg
liczne specjalistyczne monografie [20, 45, 48, 65]. W naszym kraju w obrebie tego
obszaru badan znane sg m.in. prace [8, 66, 67, 68, 82, 90]. W sztucznych sieciach
neuronowych, zamiast neuronoéw biologicznych, wykorzystuje sie sztuczne neurony,
ktore sg potgczone ze sobg w warstwy. Kazda warstwa sktada sie z jednego lub
wielu neurondéw, a potgczenia miedzy nimi majg rozne wagi. Wagi te sa
modyfikowane w trakcie procesu uczenia, aby sie¢ neuronowa mogta nauczyC sie
rozpoznawa¢ wzorce lub dokonywac predykcji na podstawie danych wejsciowych.
Sztuczne sieci neuronowe znalazly zastosowanie w wielu dziedzinach (rys. 41), w
tym w rozpoznawaniu obrazéow i dzwiekdéw, przetwarzaniu jezyka naturalnego,
analizie finansowej, medycznej i przemystowej, a takze w sterowaniu robotami i
autonomicznymi pojazdami.
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Rysunek 41. Przyktad zastosowania sieci neuronowych [55]

Poczatek zastosowania sztucznych sieci neuronowych w zagadnieniach
zarzgdzania przedsiewzieciami budowlanymi datowany jest na wczesne lata
dziewieédziesigte ubiegtego wieku [55]. Sztuczne sieci neuronowe mozna
zastosowa¢ do rozwigzan nieliniowych probleméw inzynierskich, takich jak
przewidywanie i szacowanie, rozpoznawanie wzorcOw i optymalizacja [1, 10].
Obecnie coraz czesciej stosuje sie sztuczng inteligencje do optymalizacji zagadnien
inzynierskich, a zwifaszcza takich, ktore charakteryzujg sie losowoscig i duzag
zmiennoscig w czasie. Sieci neuronowe posiadajg wiele wiasciwosci, dzieki ktérym
mogg stanowi¢ nieodzowny instrument do analizy i prognozowania szeregow
czasowych. Ich atrakcyjno$¢ wynika przede wszystkim z zdolnosci aproksymacji
dowolnych nieliniowosci oraz dostrajania przyjetej struktury na podstawie danych z
badan terenowych. Co istotne, proces budowy modelu neuronowego polega na
eksploracji dostepnych zbioréw danych i prowadzi do catkowicie automatycznego
oszacowania na tej podstawie modelu opisujgcego stwierdzone prawidtowosSci i
wspotzaleznosci. Stosowanie modeli neuronowych nie wymaga w zwigzku z tym
znajomosci postaci funkcji opisujgcej istniejgcg prawidtowos¢. W efekcie modele
neuronowe mogg znalez¢ zastosowanie wszedzie tam, gdzie nie jest znane doktadne
prawo opisujgce ksztattowanie sie badanych zaleznosci [100]. Sieci SSN sg cennymi
narzedziami obliczeniowymi, kitére sg coraz czesciej wykorzystywane do
rozwigzywania ztozonych problemédw wymagajgcych duzej ilosci zasobdéw jako
alternatywa dla stosowania bardziej tradycyjnych technik. SSN wykorzystywane byty
jako narzedzia analizy strukturalnej nawierzchni do szybkiego i doktadnego
przewidywania profili ugiecia nawierzchni poddanych typowym obcigzeniom
autostradowym. Wykorzystanie SSN w ramach wstecznej propagacji w programie
komputerowym do wstecznego obliczania modutow sprezystosci warstw nawierzchni
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spowodowato osiggniecie 42-krotnego wzrostu szybkosci przetwarzania [74]. Zespot
projektu badawczego pracujgcy nad rozwojem nowego, opartego na mechanizmie
narzedzia AASHTO Pavement Design (NCHRP 1-37A) uznat SSN za nietradycyjne,
ale posiadajgce bardzo potezne techniki obliczeniowe, wykorzystujgc modele SSN
do przygotowania pakietu do analizy nawierzchni betonowych z 2002 r. Design
Guide.

Podstawowym elementem sktadowym sztucznej sieci neuronowej jest element
przetwarzajgcy (neuron). Jest on uproszczonym modelem rzeczywistych komarek
nerwowych wchodzgcych w sktad ukfadu nerwowego, odpowiedzialnego =za
przetwarzanie i analize informacji w organizmie ludzkim. Rzeczywistg komorke
nerwowg traktowa¢ mozna jako biologiczny system przetwarzania informaciji.
Informacje wprowadzone za posrednictwem wejs¢ (dendrytow) sg przetwarzane
wewnatrz komorki. Przetworzony sygnat przesytany jest za posrednictwem aksonu
do nastepnych komorek.

W zaleznosci od zastosowanej metody agregacji danych wejsciowych wyrdznia sie
dwa podstawowe rodzaje neurondw:
= neuron liniowy — zagregowana wartos¢ wejsciowa jest sumg wazonych wejs¢
(liniowg kombinacjg wartosci wejsciowych),
= neuron radialny — zagregowana wartos¢ wejsciowa jest odlegto$cig pomiedzy
wektorem wejsciowym i wektorem wag.
Zagregowana wartos¢ wejsciowa neuronu staje sie parametrem funkcji aktywac;ji
danego neuronu. Dostepne w programie Statistica Automatyczne Sieci Neuronowe
rodzaje funkcji aktywaciji to:
= liniowa,
* |ogistyczna (okreslana czesto w literaturze jako sigmoidalna),
= hiperboliczna (wystepujgca pod nazwg tangensoidalna)
= wyktadnicza,
= softmax,
* sinus,
=  Gaussowska.

Kazda sie¢ neuronowa moze sktadac¢ sie z wielu neuronéw pogrupowanych w rézng
liczbe warstw. W modelach informatycznych ich liczba zalezna jest od rodzaju uzytej
sieci neuronowej, liczby danych wejsciowych oraz poziomu skomplikowania procesu
podlegajgcego opisowi. Zasada dziatania sztucznego neuronu polega na przekazie
sygnatu wejsciowego przez wiezty o odpowiednich wagach, blok sumacyjny oraz blok
aktywacji, co w efekcie prowadzi do jego modyfikacji w sygnat wyjsciowy. Sztuczne
sieci neuronowe wykorzystujg matematyczng symulacje biologicznych uktadéw
nerwowych do przetwarzania uzyskanych informacji i uzyskiwania prognozowanych
wynikdw po odpowiednim przeszkoleniu sieci w zakresie rozpoznawania wzorcow.
Sie¢ neuronowa skiada sie z wielu warstw réwnolegtych elementéw
przetwarzajgcych, czyli neuronéw. Pomiedzy warstwg wejsciowg i wyjsciowg moze
istnie¢ jedna lub wiecej ukrytych warstw. Neurony w warstwach ukrytych sg
potgczone z neuronami sgsiedniej warstwy za pomocg wspotczynnikow wagowych,
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ktore mozna regulowac¢ podczas procesu uczenia modelu. Sieci sg zorganizowane
wedtug metod szkoleniowych dla okreslonych aplikacji. Rysunek 42 ilustruje typowg
tréjwarstwowg sie¢ neuronowg sktadajgca sie z xi neuronéw na warstwie wejsciowe;,
Yj neuronéw w warstwie ukrytej oraz jednego neuronu w warstwie wyjsciowej oraz
taczgce wspodtczynniki wagowe (wij) miedzy warstwami neuronow. ,Trening” modelu
SSN to procedura, dzieki ktorej SSN wielokrotnie przetwarza zestaw danych
testowych (par danych wejscie-wyjscie), zmieniajgc wartosci swoich wag zgodnie z
zadanym algorytmem w celu poprawy jego wydajnosci [108].

warstwa warstwa warstwa
wejsciowa ukryta wyjsciowa
X z

Rysunek 42. Typowa trzy warstwowa sztuczna siec neuronowa [108].

Generowana przez sie¢ po wprowadzeniu wartosci wejsciowych i wartoSci
wyjsciowych Y jest uzalezniona od wartosci wag np. w1 oraz wo, cCoO mozna zapisac:

Y = f(x1, w2) (2)
Podstawowym miernikiem okreslajgcym jakosc sieci jest btgd definiowany jako:
E=(D-Y)2=(D - f(w1, w2))2 (3)
Warto$¢ tak zdefiniowanego btedu jest uzalezniona od wartosci wag. Procedura
uczenia ma na celu taki dobor wartosci wag, ktéry zapewni minimalizacje funkciji
btedu. SSN podlegajg procesowi uczenia, ktéry dopasowuje wagi wejs¢

poszczegodlnych potgczen oraz parametry zadeklarowanych funkcji aktywacii
kazdego neuronu.
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Istnieje wiele algorytméw uczenia. Ponizej przedstawiono przyktadowe metody
(Haykin, 1999):

= wstecznej propagacji btedéw (back propagation),

= zmiennej metryki,

= Levenberga-Marquardta,

= gradientdw sprezonych (conjugate gradient).

Propagacja wsteczna jest najpopularniejszym algorytmem uczenia modeli SSN [70].
Jest to metoda uczenia nadzorowanego, w ktorej btgd wyjsciowy jest przesytany
wstecz przez sie¢, zmieniajgc wagi potgczen, aby zminimalizowa¢ btad miedzy
wyjsciem sieciowym a wyjsciem docelowym.

Podczas procesu uczenia sztucznej sieci neuronowej, istnieje mozliwosé tak
zwanego ,przeuczenia”’ sieci. Aby zapobiec ,przeuczeniu” nalezy zastosowaé
odpowiedni algorytm (Bishop, 1995), na przyktad wczesnego zatrzymania (early
stopping). Z procesem uczenia zwigzane jest prébkowanie zbioru danych, czyli
pobieranie losowe prébek. Ponizej przedstawiono niektére z metod probkowania
danych (Haykin, 1999):

= |osowe probkowanie (metoda Monte Carlo),

= sprawdzian krzyzowy,

= metoda bootstrap.

Procedura uczenia ma charakter iteracyjny. Jej celem jest wyznaczenie
takiego wektora wag, dla ktérego wartos¢ btedu bedzie najmniejsza. W przypadku
neuronu wyposazonego tylko w dwie wagi mozna wyznaczy¢ powierzchnie btedu
pokazujgca wartos¢ btedu dla kazdej kombinacji wag.

Podstawowe problemy zwigzane z procedurg uczenia to:

= wilasciwy dobdr wartosci wspétczynnika uczenia,

= unikanie zatrzymania algorytmu uczenia w minimum lokalnym funkciji btedu.
Znanych jest wiele typdéw i rodzajow sieci neuronowych, réznigcych sie miedzy sobg
strukturg i dziataniem, natomiast gtbwne stosowane w programie Statistica
wykorzystanym do dalszych analiz to m.in. perceptrony wielowarstwowe: jest to
bardzo popularny i uniwersalny typ sieci jednokierunkowej, kojarzony ze skrotem
MLP (ang. Multilayer Perceptron) i wykorzystywany do rozwigzywania roznych
problemoéw, w tym technicznych [97]. MLP skiada sie z co najmniej trzech warstw:
warstwy wejsciowej, jednej lub wielu warstw ukrytych oraz warstwy wyjsciowej.
Kazda warstwa sktada sie z jednostek zwanych neuronami lub weztami, ktére
przetwarzajg informacje za pomocg odpowiednich wag i funkcji aktywac;ji.
Gtéwne cechy MLP to:

1. Wielowarstwowa struktura: MLP sktada sie z co najmniej jednej warstwy
ukrytej, co pozwala na modelowanie bardziej ztozonych zaleznosci miedzy
danymi wejsciowymi a danymi wyjsciowymi.

2. Neurony z funkcjg aktywacji: Kazdy neuron w MLP ma funkcje aktywaciji, ktéra
wprowadza nieliniowos¢ do sieci. Popularne funkcje aktywacji w MLP to
sigmoidalna funkcja logistyczna, funkcja tangensa hiperbolicznego (tanh) lub
funkcja ReLU (Rectified Linear Unit).
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3. Uczenie nadzorowane: MLP jest uczony za pomocag algorytméw uczenia
nadzorowanego, takich jak wsteczna propagacja btedu (backpropagation).
Polega to na prezentowaniu sieci danych wejsciowych i poréwnywaniu jej
wyjscia z oczekiwanymi wyjsciami, a nastepnie dostosowywaniu wag i biaséw
w celu minimalizacji btedu.

4. Zastosowania: MLP jest wykorzystywany w wielu dziedzinach, takich jak
rozpoznawanie  obrazOw, rozpoznawanie mowy, analiza danych,
prognozowanie, systemy rekomendacyjne i wiele innych.

= Siec o radialnych funkcjach bazowych (RBF) posiada trzy warstwy:

o warstwe wejsciowg (neurony liniowe),

o warstwe ukrytg (neurony radialne),

o warstwe wyjsciowg (neuron liniowy).

Uczenie sieci o radialnych funkcjach bazowych sktada sie z trzech etapéw [80]:

o okreslenie centrow radialnych — dobdr centréw funkcji bazowych
poprzez okreslenie wartosci wag ti, ..., tn dla kazdego neuronu
radialnego — sg to punkty, dla ktérych wartos¢ wyjsciowa neuronu
bedzie maksymalna,

0 okreslenie odchylen radialnych — dobdér szerokosci funkcji aktywacji —
parametr okreslajgcy ksztatt funkcji aktywacji przechowywany jest jako
wartosé progowa neuronu radialnego,

0 okreslenie warto$ci wag neuronu warstwy wyjsciowe;.

Okreslenie centréw radialnych funkcji bazowych (punktow, nad ktorymi zakotwiczone
zostang funkcje bazowe) nastepuje za pomocg metody K-srednich — elementy zbioru
uczgcego dzielone sg na grupy elementow podobnych (liczba wyréznionych grup jest
réwna liczbie neuronéw w warstwie ukrytej; do grupowania obiektéw stosowana jest
metoda taksonomiczna znana pod nazwg metody K- $rednich. W charakterze wag
neuronow radialnych stosowane sg srodki ciezkosci kazdej wyrdznionej grupy.
Okreslanie ksztattu (szerokoséci) funkcji aktywacji odbywa sie za pomocg metody K
najblizszych sgsiaddbw — w charakterze odchylen przyjmuje sie odchylenie
standardowe z odlegtosci pomiedzy wektorem wag rozpatrywanego neuronu a
wektorami wag k najblizszych neuronow radialnych. Liczba uwzglednionych
neuronodw sgsiedzkich wyspecyfikowana jest w polu edycyjnym. Informacja o
szerokosci funkcji aktywacji przechowywana jest w postaci wartoSci progowe;j
neuronu. Uczenie warstwy wyjsciowej odbywa sie metodg pseudoinwersji.

6.2 Budowanie bazy danych do nauki

Konieczno$¢ utrzymania nawierzchni z betonu cementowego zalezy od jej
trwatosci i zachowania w fazie eksploatacji. Majg na nie wptyw takie czynniki, jak
projekt konstrukcji, budowa, ruch pojazdéw, warunki klimatyczne (np. temperatura,
trudne warunki pogodowe). Te czynniki, pojedynczo, jak i tgcznie powodujg i
przyspieszajg degradacje (propagacje uszkodzen) nawierzchni [14]. Przyczynami
uszkodzen nawierzchni mogg by¢ czynniki zewnetrzne, takie jak obcigzenie
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ruchem, oddziatywania sSrodowiskowe itp. a takze czynniki wewnetrzne, jak na
przyktad procesy reologiczne zachodzgce w materiatach zastosowanych w
konstrukcji. Pozyskiwanie wiedzy to ziozony proces wydobywania danych i
formowania ich w sposOb przydatny dla analiz prognostycznych i stanowi
prawdziwe wyzwanie ze wzgledu m.in. na ich objeto$é, ztozono$¢ oraz
dostepnos¢. Na szczescie, wraz ze wzrostem ilosci danych nastepuje szybki
rozwdj technologii komputerowych oraz dedykowanym do tego celu roznych
programow.
W ramach prowadzonych badan wykorzystywano dane gromadzone m.in. w:

= Systemie ewidencji ptyt betonowych na odcinkach (rys.43 poz. 1, 2, 3i 4)

= Systemie wazenia pojazdow i stacji pomiaru ruchu (rys.43 poz. 5);

= Systemie meteorologicznym (rys.43 poz. 6)

1. MAPA

GEODEZYJNA

PLYT

BETONOWYCH Synchronizacja i analiza
danych o nawierzchni

2. MAPA DROGI

3. ZDJECIE DROGI

4. ZDJECIA ' :
NAWIERZCHNI SERWER 2

(uszkodzenia) DANYMI

5. DANE Z SYSTEMU
WAZENIA POJAZDOW

6. DANE
METEROLOGICZNE

Rysunek 43. Zestawienie systeméw, z jakich pozyskane zostaty dane w ramach
prowadzonej analizy prognostycznej

Kolejnym krokiem byto zidentyfikowanie i ocena zrodta danych, ktére mogtyby
potencjalnie zosta¢ wykorzystane do opracowania modeli degradacji, pod katem
zawartosci i doktadnosci.
W szczegdlnosci oceniono nastepujgce rodzaje danych:

» szeregi czasowe parametrOw cech powierzchniowych

= charakterystyka cech konstrukcyjnych

= ruch drogowy

= zmienne klimatyczne.
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6.3 Warunki obcigzenia ruchem

Analizowane odcinki drogi (A-E) o nawierzchni z betonu cementowego sg
czescig Transeuropejskiej Sieci w Europie Srodkowe;j i stanowig kluczowe ogniwo w
sektorze autostrad miedzy Warszawg a Berlinem. Zgromadzenie danych
historycznych o ruchu miato na celu oszacowanie rocznego natezenia ruchu na
kazdym z analizowanych odcinkow. Stan techniczny nawierzchni zalezy od jej
trwatosci i wieku, z kolei na trwato$¢ nawierzchni wptywajg warunki klimatyczne, jej
konstrukcja i wtasciwosci materiatow, z ktorych zostata wykonana, a przede
wszystkim obcigzenie ruchem drogowym.

Rozpoznanie charakterystyki ruchu pojazddéw ciezkich i analize obcigzenia
nawierzchni badanych odcinkow drogowych przeprowadzono na podstawie danych z
systemu pomiaru ruchu drogowego. Urzadzenia przeznaczone do wazenia pojazdow
w ruchu gromadzg dane z doktadnoscig i tolerancjg okreslong dla klasy B(10)
Specyfikacji COST 323: ,Weight in Motion of Road Vehicles” Final Report
Appendix 1 — European WIM Specification Version 3.0 [,Wazenie pojazdéw w
ruchu” Raport Kohcowy, Zatgcznik 1 — Europejska Specyfikacja WIM (Wazenie
pojazdéw w ruchu)] z sierpnia 1999 r. Dane w bazie sg przechowywane w
rozbiciu na pasy ruchu, z podziatem na kategorie pojazdow na kazdym pasie.

Zbieranie danych o ruchu na analizowanych odcinkach autostrady nie byty tak
proste, jak zbieranie pozostatych danych opisanych w pozostatych rozdziatach.
Istniato wiele wyzwan, aby przeanalizowac i zestawi¢ ogromng ilos¢ danych.
Pozyskane dane pochodzg z Systemu Pomiaru Ruchu Drogowego (tab. 14, 15) tj.:

e jedna stacja wazenia pojazdow w ruchu skfadajgca sie na System wazenia
pojazdéw w ruchu,
e trzy stacje pomiaru ruchu drogowego sktadajgce sie na System Pomiaru

Ruchu.

Tabela 14. Parametry techniczne stacji pomiaru ruchu AVC 100

Lp. Pomiar Doktadnosé¢

1 Dokfadnos$¢ pomiaru predkosci +3%
2 Bfad zliczania ogolnej liczby pojazdéw +1%
: . e iz do 1 000 000 pojazdéw za
3 Zakres zliczania ogolnej liczby pojazdow pojazdem
4 Kategorie klasyfikacji pojazdow EUR-6 (Tab. 15)
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Tabela 15.Klasyfikacja EUR-6

Katggoria Rodzaj pojazdu Dok’faQnoéé
pojazdu pomiaru
1 motocykle +10%
2 samochody osobowe i dostawcze +3%
3 samochody osobowe z przyczepami +10%
4 pojedyncze samochody ciezarowe +3%
5 ﬁgrgzoecph:rg%/ ciezarowe z przyczepami i +3%
6 autobusy +5%

System pomiaru ruchu przeznaczony jest do zliczania w sposob ciaggty liczby
pojazdow w podziale na ustalone kategorie. Pomiary ruchu odbywajg sie na obu
jezdniach (tab. 16).

Tabela 16. Lokalizacja stacji pomiaru ruchu

Lp. Nazwa obiektu Lokalizacja
1 Stacja pomiaru ruchu i wazenia Odcinek A

Stacja pomiaru ruchu OdcinekBi C
3 Stacja pomiaru ruchu Odcinek Di E

Dane w bazie sg przechowywane w rozbiciu na pasy drogi, z podziatem na
kategorie pojazddéw na kazdym pasie. Ogdélnie zaobserwowano, ze ruch na
wszystkich odcinkach stopniowo wzrastat, co przedstawiono na kolejnych wykresach.
Niedawny wptyw pandemii SARS-CoV-2 na ruch drogowy jest wyraznie widoczny od
pierwszego kwartatu 2020 r. Z poczatkiem kwietnia 2020 r., ruch pojazdéw lekkich
znacznie sie zmniejszyt, natomiast w okresie letnim powrdcit do pierwotnego
poziomu. Nalezy zaznaczy¢, ze najwiekszy ruch pojazdéw ciezkich, ktéry ma istotny
wptyw na trwatos¢ nawierzchni z betonu cementowego byt obserwowany na odcinku
A, co jest rowniez skorelowane z konstrukcjg nawierzchni i jej gruboscig tj. 29 cm, w
stosunku do pozostatych odcinkéw (tj. B i C grubosé réwna 27 cm oraz D i E réwna
28 cm). Ruch rzeczywisty pojazdow lekkich i ciezkich na odcinkach jednorodnych (A-
E) przedstawiono na rysunkach 44 - 48.
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Rysunek 44. Sredni dobowy ruch pojazdéw w okresie 2016 - 2021 na odcinku A w
okresach miesiecznych
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Rysunek 45. Sredni dobowy ruch pojazdéw w okresie 2016 - 2021 na odcinku B
w okresach miesiecznych
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Rysunek 46. Sredni dobowy ruch pojazdéw w okresie 2016 - 2021 na odcinku
C w okresach miesiecznych
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Rysunek 47. Sredni dobowy ruch pojazdéw w okresie 2016 - 2021 na odcinku
D w okresach miesiecznych
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Rysunek 48. Sredni dobowy ruch pojazdéw w okresie 2016 - 2021 na odcinku E w
okresach miesiecznych

Obcigzenia przekazywane na nawierzchnie przez kota pojazdéw sg zmienne,
dlatego do projektowania i analiz konstrukcji nawierzchni obcigzenia te sa
przeliczane na liczbe obcigzen wyrazonych liczbg réwnowaznych osi
standardowych za pomocg wspotczynnikbw réwnowaznosci obcigzenia. Warto
zaznaczy¢, ze zagadnienie obcigzenia drég przez pojazdy ciezkie i ich
oddziatywanie na nawierzchnie od wielu lat jest aktualne i czesto poruszane w
publikacjach naukowych [71, 101]. Badania te od wielu lat sg prowadzone, a ich
wyniki zostaty opublikowane w licznych pracach naukowych. Na Politechnice
Wroctawskiej opracowano Katalog Typowych Konstrukcji Nawierzchni Sztywnych
[58] i w roku 2014 podano w nim wspoétczynniki przeliczeniowe odpowiednie dla
nawierzchni sztywnych. W wymiarowaniu konstrukcji nawierzchni drogowych brane
jest pod uwage sumaryczne prognozowane natezenie ruchu pojazdow ciezkich, a
okres, na jaki wykonywana jest prognoza natezenia ruchu pojazddow, jest
uzalezniony od zaktadanego okresu eksploatacji nawierzchni i wynosi 30 lat dla
nawierzchni sztywnych.

W ramach przeprowadzonych w 2012 r. prac nad aktualizacjg Katalogu
Typowych Konstrukcji Nawierzchni Sztywnych z roku 2001 stwierdzono, ze w
strukturze rodzajowej pojazddéw ciezkich w okresie ostatnich kilku lat zaszty istotne
zmiany. Przede wszystkim zauwazalne jest systematyczne zmniejszanie sie liczby
samochoddw ciezarowych dwuosiowych oraz zdecydowany przyrost liczby
pojazdow czionowych piecioosiowych. Ma to wptyw m.in. na to, ze wykorzystane
wspotczynniki przeliczeniowe wykorzystane do celéw projektowych analizowanych
odcinkéw byly nieodpowiednie i nalezato je uaktualni¢. Stwierdzono réwniez
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wystepowanie wiekszych oddziatywan pojazdéw poszczegdlnych grup na
nawierzchnie drogowe w stosunku do przyjmowanych poprzednio. Ustalono
strukture rodzajowg pojazdéw ciezkich na drogach krajowych w Polsce. Ze wzgledu
na zaobserwowane roznice w charakterystyce obcigzeniowej pojazdow rdéznych
grup i rézny ich udziat w strumieniu ruchu w zaleznosci od charakteru ruchu i
kategorii drogi (na analizowanych odcinkach dominujg w strumieniu ruchu pojazdy
ciezkie wykorzystywane w transporcie dalekobieznym). Dlatego do dalszych analiz
zastosowano nowe wspotczynniki przeliczeniowe sylwetek (tab. 17) pojazdéw na
osie obliczeniowe zgodnie z KTKNS z 2014 r. stanowigcy zatgcznik do zarzgdzenia
Nr 30 Generalnego Dyrektora Drég Krajowych i Autostrad z dnia 16.06.2014 .

Zgodnie z Katalogiem typowych konstrukcji nawierzchni sztywnych z 2014 r. ruch
projektowy okresla sie na podstawie wzoru:

Niis = f1 - f2 - f3 - (Nc - rc!® +Nc+p - re+p® + Na - ralt®) (4)
gdzie:

Ni1s — ruch projektowy, sumaryczna liczba osi standardowych 115 kN w catym
okresie projektowym nawierzchni przypadajgca na pas obliczeniowy,

Na  —ruch rzeczywisty, sumaryczna liczba autobusow (A) w catym okresie
projektowym, w przekroju drogi,
Nc - ruch rzeczywisty, sumaryczna liczba samochodow ciezarowych bez

przyczep (C) w catym okresie projektowym, w przekroju drogi,

Nc+p — ruch rzeczywisty, sumaryczna liczba samochodow ciezarowych z
przyczepami oraz ciggnikow siodtowych z naczepami (C+P) w catym okresie
projektowym, w przekroju drogi,

rall> — wspotczynnik przeliczeniowy liczby autobuséw (A) na liczbe osi
standardowych 115 kN,

rct'® — wspotczynnik przeliczeniowy liczby samochodéw ciezarowych bez przyczep
(C) na liczbe osi standardowych 115 kN,

rc+p1— wspotczynnik przeliczeniowy liczby samochodéw ciezarowych z
przyczepami oraz ciggnikow siodtowych z naczepami (C+P) na liczbe osi
standardowych 115 kN,

f1 - wspétczynnik obliczeniowego pasa ruchu,
f2 - wspotczynnik szerokosci pasa ruchu,
f3 - wspétczynnik pochylenia niwelety.
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Tablica 17. Wspotczynniki przeliczeniowe pojazdow ciezkich na osie standardowe
115 kN [56, 58].

Lp. Rodzaje pojazdow Katalog 2001 Katalog 2014
1 Samochody ciezarowe bez 0,01 0,130
przyczep
Samochody ciezarowe z
: A 0,483Y
2 | przyczepami oraz ciggniki siodtowe 19292 1,483
z naczepami ’
3 | Autobusy 0,141 0,199

1) Samochody 4-osiowe
2) Samochody 5-osiowe

Do obliczenia skumulowanej liczby osi standardowych od roku 2011 do roku 2021 na
analizowanych odcinkach wykorzystano dane pozyskane ze stacji pomiaru ruchu
drogowego oraz rodzajowg strukture ruchu z generalnego pomiaru ruchu uzyskanego
w latach 2010, 2015, 2020/2021 [27, 28, 29].

Skumulowana liczba osi standardowych [mIn]

Odcinek A

20
15

10

637
L
2016 2017 2018 2019 2020 2021

Odcinek A

@ PAS 1 (szybki) [ PAS 2 (wolny) PAS 3 (awaryjny)

Skumulowana liczba osi standardowych [min]

12

10

2016 2017

Odcinek B

6,895

0,766

2018

8,211

2 11,06
[ |

2019

Odcinek B

[ PAS 1 (szybki) [ PAS 2 (wolny)

9,545

2020

PAS

11,180

1 1,242

2021

3 (awaryjny)

82|Strona



Odcinek C Odcinek D

Ny

[S)
-§. 13,658 ; 13,‘;35
2 1 11,724 S 14 11,394
S 10,074 ©
E o, 3 » 9,738
ks 8,392 S 8,045
§ 10 6,720 % 10
g 7 _ 6,363 -
% _ 8 5,288 o'c 8 5,019 —
O ¢ Bl = |
o = 6 N — 6 |
o E o | [
N — =
S 4 1 N = 4 | 1,482
= c |
= 0539 993 g - S 5 0538 Jo707 8 4 11,082 11,266
s - ~ M
E 2016 2017 2018 2019 2020 2021 £ 2016 2017 2018 2019 2020 2021
3 ) ) 7
&5 [ PAS 1 (szybki) [ PAS 2 (wolny) PAS 3 (szybki) [ PAS 1 (szybki) [ PAS 2 (wolny) PAS 3 (szybki)

Odcinek E

13,335

1 11,394

12

9,738
8, 045

10 6,363
5 019
7j7 08o4 |1, 0?2 1 i

2016 2017 2018 2019 2020 2021

[min]

o N B O

Skumulowana liczba osi standardowych

@ PAS 1 (szybki) [ PAS 2 (wolny) PAS 3 (szybki)

Rysunek 49. Skumulowana liczba osi standardowych na analizowanych
odcinkach (A-E) w latach 2016 — 2021

W ramach przeprowadzonych obliczen w zakresie wyznaczenia obcigzenia
nawierzchni przez rzeczywistg skumulowang liczbe osi standardowych (rys. 49),
najbardziej obcigzonym ruchem ciezkim od roku 2011 do 2021 roku byt odcinek A
(21, 2 min osi standardowych) a najmniej - odcinek B (14,4 min osi standardowych).

6.4 Zmienne klimatyczne na odcinkach objetych analizg

Opublikowany w 2021 roku 6. Raport | Grupy Roboczej Miedzyrzgdowego
Panelu Ekspertéw ds. Zmiany Klimatu (IPCC WGI) potwierdza, ze klimat Ziemi
zmienia sie od potowy XIX wieku w tempie niespotykanym nigdy wczesniej, a
postepujgce ocieplenie stanowi zagrozenie dla dobrostanu planety, jej ekosystemow i
zycia cztowieka. Wptyw wspétczesnego ocieplenia jest powszechny — najblizsze 2-3
dekady bedg miaty krytyczne znaczenie dla przysziosci Ziemi. Z tego wzgledu
konieczne sg wielokierunkowe dziatania, w tym niezbedne, systematyczne
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monitorowanie systemu klimatycznego, podejmowanie aktywnosci spowalniajgcych
lub nawet eliminujgcych przyczyny wspotczesnej zmiany klimatu, jak réwniez
prognozowanie przysziej ewolucji systemu klimatycznego i opracowywanie strategii
dostosowania sie, czyli podejmowanie dziatah adaptacyjnych [61]. Zmiany klimatu
mogg mie¢ znaczacy wptyw na zmiany w stanie technicznym infrastruktury, jak i na
proces jej degradacji [35, 75, 117]. Krajowe organy regulacyjne w zwigzku z
zachodzgcymi zmianami klimatycznymi bedg zmuszone do uwzglednienia tych
czynnikbw w analizach zwigzanych z zarzadzaniem nawierzchniami drogowymi
[128].

Nawierzchnie drogowe z betonu cementowego wykonane sg na wielu
odcinkach drég szybkiego ruchu (autostrad i drog ekspresowych) zlokalizowanych w
réznych czesciach obszaru Polski, gdzie warunki atmosferyczne wykazujg znaczne
zréznicowanie. Klimat w Polsce charakteryzuje sie znacznymi wahaniami
temperatury, czego efektem sg roznigce sie od siebie pory roku. Do
najchtodniejszych miesiecy nalezy styczen, natomiast do najcieplejszych nalezy
zaliczy¢ miesigce letnie tj. lipiec oraz sierpien.

Wptyw na prace nawierzchni majg nastepuje czynniki klimatyczne [30]:
= typ klimatu,
= temperatura powietrza i temperatura nawierzchni,
= liczba przejs¢ temperatury powietrza i temperatury nawierzchni przez 0°C,
» jlo$¢ opadoéw atmosferycznych i wilgotnos¢ konstrukciji nawierzchni i podtoza
gruntowego,
= gtebokos¢ przemarzania gruntu,
* nastonecznienie (teren wilgotny zalesiony, teren otwarty suchy).

6.4.1 Warunki temperaturowe

Plyty betonowe zastosowane w warstwie nawierzchniowej jezdni drogowych
muszg by¢ odporne na obcigzenia statyczne i dynamiczne od poruszajgcych sie po
niej pojazdéw oraz obcigzenia termiczne bedgce wynikiem zmian warunkéw
atmosferycznych — podlegajgce oddziatywaniom o charakterze cyklicznym (zmiany
dobowe i roczne). Mozna wyrdzni¢ dwie przyczyny powstawania naprezen w ptycie
betonowej indukowanych termicznie: spowodowane réznicg temperatury w gornej i
dolnej czesci ptyty, powodujgce jej zginanie oraz wywofane zmiang Sredniej
temperatury ptyty, majace wptyw jedynie na zmiange wymiarow ptyty w planie (rys. 50)
[95].
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Rysunek 50. Schemat deformacji swobodnej ptyty betonowej w wyniku
oddziatywania termicznego: a) gradient dodatni (AT"); b) gradient ujemny (AT")
[95].

Podbudowa

Naprezenia wywotane zmianami temperatury mogg osigga¢ znaczne wartosci
i zalezg w gtdwnej mierze od: wymiarow geometrycznych ptyt, ciezaru wiasnego piyt,
wartosci gradientu termicznego oraz wartosci sit pochodzgcych od wiezdéw podtoza.
Nalezy przy tym zauwazy¢, ze temperatura srednia ma wplyw jedynie na zmiane
wymiarow ptyty w planie, za$ zmiana temperatury na jej powierzchni oraz spodzie
powoduje jej deformacje przestrzenng [69]. Przy znacznych wahaniach dobowych
temperatury powietrza moze dochodzi¢ do naktadania sie niekorzystnych warunkow,
a w konsekwencji do nieodwracalnego wypaczania i deformacji ptyt i powstawania
peknie¢ o duzej szkodliwosci (rys. 51).
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Rysunek 51. Spekanie ptyty betonowej o duzej szkodliwosci powstate tuz po
etapie wykonania nawierzchni w wyniku nieodpowiedniej pielegnacji w czasie
wystepowania wysokiej temperatury otoczenia.

Zasadniczy wptyw na zjawiska termiczne zachodzgce w betonie nawierzchniowym
ma warstwa powietrza zalegajgca tuz nad powierzchnig ptyty [69]. Dlatego poprzez
wykorzystanie danych ze stacji meteorologicznych tzn. wartosci temperatury
powietrza rejestrowanych w odstepach 1 h w miesigcach letnich mozna ustali¢
rzeczywisty gradient temperatury (réznica temperatury pomiedzy dolng i gérng
czescig piyty).
Wartosci temperatury zostaty uzyskane na podstawie danych z drogowych stacji
meteorologicznych (rys. 52), ktére zakresem monitorowania obejmujg nastepujgce
parametry:

= temperatura powietrza;

= temperatura na powierzchni jezdni — t1

= temperatura nawierzchni (na gtebokosci 6 cm) — t2

= temperatura nawierzchni (na gtebokosci 30 cm) — t3

= wilgotnos¢ wzgledna powietrza;

= temperatura punktu rosy;

= temperatura zamarzania,;

= trend zmian temperatury powietrza;

= trend zmian temperatury nawierzchni;

= stan nawierzchni (sucha, wilgotna, mokra itd.);

= predkosc i kierunek wiatru;

» rodzaj opadu (mzawka, deszcz, $nieg itd.).
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Rysunek 52. Przyktadowa drogowa stacja meteorologiczna zlokalizowana na
jednym z analizowanych odcinkow

Nalezy zaznaczy¢, ze administracje drogowe na catym swiecie poddajg opracowane
kryteria zmeczeniowe nawierzchni drogowych ciggtej rewizji (w okresach kilku-
kilkunastoletnich), w wyniku zmieniajgcych sie warunkéw lokalnych. Stusznosé
takiego postepowania zostata potwierdzona na podstawie analizy temperatur
powietrza w ekstremalnych miesigcach letnich w okresie od 2016 do 2021, dla
ktérych przedstawiono zmiany temperatur oraz gradientéw temperatury. W ramach
niniejszej pracy badawczej stwierdzono m.in., ze dla jednego z analizowanych
odcinkéw zmiana temperatur wynosita ok. 9°C pomiedzy dolng i gérng powierzchnig
ptyty betonowej (gradient +) w roku 2017 wynidst 27,8°C (tj. 0,99°C na 1 cm grubosci
ptyty) co zostato przedstawione na rysunkach 53-56.
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Rysunek 53. Zestawienie porownawcze dobowej temperatury powietrza dla
Odcinka D i E w ekstremalnych miesigcach letnich dla wartosci
zarejestrowanych w okresie jej eksploatacji (2016 — 2021)
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Rysunek 54. Przyktadowa dobowa zmiana temperatury (2017 rok) ptyty betonowej w
réznych miejscach o grubosci 28 cm (docinek D i E) w miesigcach letnich
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Rysunek 55. Zestawienie porownawcze dobowej temperatury powietrza dla
Odcinka D i E w miesigcach zimowych dla wartosci zarejestrowanych w okresie jej
eksploatacji (2016 — 2021).
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Rysunek 56. Przyktadowa zmiana dobowej temperatury (2019 rok) ptyty betonowej w
réznych miejscach o grubosci 28 cm (docinek D i E) w miesigcach zimowych
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W tabeli 18 przedstawiono gtéwne dane uzyskane z badan warunkdéw termicznych na
analizowanych odcinkach (A-E) natomiast kompletne zestawienie danych
temperaturowych na wszystkich analizowanych odcinkach w latach 2016 - 2021
zestawiono w Zatgczniku 2 w celu wykorzystania ich w dalszej czesci pracy
badawczej w ramach adaptacji sztucznych sieci neuronowych tj:

= Maksymalny gradient +;

= Maksymalny gradient -;

= Maksymalna temperatura powietrza (okres letni);
= Minimalna temperatura powietrza (okres zimowy).

Tabela 18. Zestawienie danych w zakresie max. gradientu (+) oraz max. gradientu
(-) na analizowanych odcinkach (A-E) w okresie 2016 - 2021

Wyniki prowadzonych obserwacji [°C]

Odcinek Parametr
2016 2017 2018 2019 2020 2021

Max. Gradient + 24,4 25,5 22,9 26,4 20,4 25,3
Odcinek A

Max. Gradient - 11,7 7,8 9,1 5,7 3,1 7,4

Max. Gradient + 25,1 24,8 19,5 23,2 22,8 23,9
OdcinekBiC

Max. Gradient - 10,0 7,9 8,4 6,1 7,0 6,8

Max. Gradient + 24,6 27,8 19,6 24,0 24,1 24,1
Odcinek Di E

Max. Gradient - 12,0 8,5 11,5 7,5 15,6 8,0

6.4.2 Warunki hydrologiczne

Warunki hydrologiczne w powigzaniu z liczbg dni z temperaturg ponizej 0°C
majg znaczacy wptyw na trwato$¢ nawierzchni drogowych z betonu cementowego.
Gtéwne czynniki jakie wptywajg na degradacje nawierzchni z betonu cementowego w
zaleznos$ci od wyzej wymienionych warunkéw to m.in.:
= zawilgocenie gruntu, ktére moze prowadzi¢ do zmniejszenia nosnosci dolnych
warstw konstrukcji nawierzchni. Ponadto, nadmierna wilgotnos¢ gruntu moze
prowadzi¢ do powstawania peknie¢ i deformacji nawierzchni.

= npadmiar wody z opaddéw deszczu, ktory moze prowadzi¢ do zwiekszenia iloSci
wody w dolnych warstwach konstrukcji, moze wptyng¢ na zmniejszenie nosnosci
catej konstrukcji nawierzchni lub nierbwnomierne osiadanie ptyt (zte przenoszenie
obcigzen) poprzez penetracje wody i erozje podbudowy. Do takiego zjawiska
moze dochodzi¢ w sytuacji tzw. ,pompowania” hydrodynamicznego przez
nieszczelne szczeliny, ktore sg najstabszym elementem betonowych nawierzchni
dyblowanych i kotwionych [107].

* pamywanie zanieczyszczen przez wody opadowe, ktére w przypadku
przedostania sie przez nieszczelng szczeline dylatacyjng, moze prowadzi¢ do
wzmozonego zjawiska akumulacji materiatu mineralnego, dotyczy najczesciej
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skrajnego pasa nawierzchni, zgodnie ze spadkiem nawierzchni. W wyniku tego
materiat mineralny zgromadzony wewnatrz szczeliny dylatacyjnej, uniemozliwia
odpowiednig prace ptyty betonowej w warunkach zmiennej temperatury
nawierzchni betonowej (dzien/noc, lato/zima), podczas ktérych dochodzi do
odksztatcenia sie ptyty betonowej i zmiany jej wymiarow w planie w wyniku
termicznej rozszerzalnosci betonu oraz samej ptyty betonowej, czego wynikiem
jest wystgpienie spekan, nazywanych spekaniami ,motylkowymi” [32, 116].
cykliczne zamrazanie i rozmrazanie w pofgczeniu ze stosowaniem srodkow
odladzajgcych moze powodowaC powazne uszkodzenia nawierzchni z betonu
cementowego. Woda, ktéra przedostaje sie do poréw betonu, moze tam
zamarzac¢, co powoduje rozszerzanie sie porow a nastepnie powstawanie
uszkodzen powierzchniowych w wyniku niedostatecznej mrozoodpornosci
kruszywa, a w przypadku czestego stosowania srodkéw odladzajgcych moze
dochodzi¢ do ztuszczen na powierzchni betonu.

W ramach badanych odcinkéw jednorodnych zostaty przeanalizowane dane

ze stacji meteorologicznych w zakresie ilosci opadéw oraz ilosci dni ponizej 0°C,
ktére przedstawiono na rys. 57-58 w celu wykorzystania ich do dalszych analiz
prognostycznych.
Suma opadow [mm]
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Rysunek 57. Zestawienie ilosci opadow w analizowanym okresie (2016 — 2021)
na badanych odcinkach.
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Rysunek 58. Zestawienie liczby dni z temperaturg ponizej 0°C w analizowanym
okresie (2016 — 2021) na badanych odcinkach

W  przedstawionych powyzej punktach wykazano, ze wptyw warunkow
hydrologicznych jest istotny i w niektorych przypadkach moze by¢ grozny dla
trwatosci konstrukcji nawierzchni z betonu cementowego. W zwigzku z tym, aby
wydtuzy¢ trwatos¢ nawierzchni, konieczne jest uwzglednienie warunkoéw
hydrologicznych w czasie projektowania, budowy i jej eksploatacji. W przypadku
regiondw o duzych opadach, nalezy zapewni¢ odpowiedni stan techniczny m.in.
szczelin  dylatacyjnych  zabezpieczajgcych  przed  wnikaniem wody z
zanieczyszczeniami w dolne warstwy konstrukcyjne. Ponadto, wykonywanie
cyklicznych prac utrzymaniowych polegajgcych na biezgcych naprawach uszkodzen
powierzchniowych oraz uszczelnianiu spekan nawierzchni z betonu cementowego
minimalizuje wptyw warunkéw hydrologicznych na trwato$¢ nawierzchni.

6.5 Dane ze zmodyfikowanej wizualnej metody oceny stanu technicznego
nawierzchni betonowych

Petng identyfikacje uszkodzen w ramach zmodyfikowanej metody oceny
powierzchni jezdni z betonu cementowego przeprowadzono dla wyznaczonych
wszystkich pieciu odcinkéw jednorodnych (A-E) o tgcznej liczbie ptyt rownej 120 438
szt. w piecioletnim okresie badawczym (2016-2021).

Wyniki w zakresie ilosci zidentyfikowanych uszkodzen oraz ich podziat na typy
oraz odcinki zostaty zaprezentowane na rysunkach nr 59-72, co umozliwia analize
zmian stanu nawierzchni pomiedzy kampaniami i po naprawach w celach
analitycznych i kontrolnych.
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Rysunek 60. Zestawienie liczbowe zidentyfikowanych uszkodzen narozy (UN) na
analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas szybki, 2
- pas wolny, 3 - pas awaryjny)
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Rysunek 61. Zestawienie liczbowe zidentyfikowanych peknie¢ krawedzi (PK) na
analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas szybki, 2
- pas wolny, 3 - pas awaryjny)
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Rysunek 62. Zestawienie liczbowe zidentyfikowanych peknie¢ podtuznych (PL) na
analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas szybki, 2
- pas wolny, 3 - pas awaryjny)
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Rysunek 63. Zestawienie liczbowe zidentyfikowanych peknie¢ poprzecznych (PT) na
analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas szybki, 2
- pas wolny, 3 - pas awaryjny)
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Rysunek 64. Zestawienie liczbowe zidentyfikowanych wykruszeh szczelin (WS) na
analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas szybki, 2
- pas wolny, 3 - pas awaryjny)
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Rysunek 65. Zestawienie liczbowe zidentyfikowanych wykruszen krawedzi (WK) na
analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas szybki, 2
- pas wolny, 3 - pas awaryjny)
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Rysunek 66. Zestawienie powierzchni zidentyfikowanych uszkodzen powierzchni
(UP) na analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas
szybki, 2 - pas wolny, 3 - pas awaryjny)
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Rysunek 67. Zestawienie powierzchni zidentyfikowanych uszkodzenh narozy (UN) na
analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas szybki, 2
- pas wolny, 3 - pas awaryjny)
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Rysunek 68. Zestawienie powierzchni zidentyfikowanych peknie¢ krawedzi (PK) na
analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas szybki,
2 - pas wolny, 3 - pas awaryjny)
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Rysunek 69. Zestawienie powierzchni

zidentyfikowanych peknie¢ podtuznych (PL)

na analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas
szybki, 2 - pas wolny, 3 - pas awaryjny)
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Rysunek 70. Zestawienie powierzchni zidentyfikowanych peknie¢ poprzecznych
(PT) na analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas
szybki, 2 - pas wolny, 3 - pas awaryjny)
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Rysunek 71. Zestawienie powierzchni zidentyfikowanych wykruszen szczelin (WS)
na analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas
szybki, 2 - pas wolny, 3 - pas awaryjny)
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Rysunek 72. Zestawienie powierzchni zidentyfikowanych wykruszen krawedzi (WK)
na analizowanych odcinkach jednorodnych (A-E) z podziatem na pasy (1 - pas
szybki, 2 - pas wolny, 3 - pas awaryjny)
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Waznym aspektem w ramach zmodyfikowanej oceny cech powierzchniowych
nawierzchni z betonu cementowego i badan terenowych, jakie zostaty
przeprowadzone w okresie 2016 — 2021, jest mozliwa bardzo szczegdtowa analiza
zmian parametrow uszkodzen w zakresie ich liczby, powierzchni oraz dlugosci
pomiedzy poszczegdlnymi kampaniami pomiarowymi oraz odcinkami (tab. 19-20).

Tabela 19. Zestawienie liczby zinwentaryzowanych typow uszkodzen wraz z ich
przyrostem w okresie 2016 — 2021 (5 lat) z podziatem na odcinki (A-E)

Odcinek Parametr‘,’ upP UN
uszkodzen
Liczba 9 3941 77 | 600 | 304 | 84 | 34 | 38 | 2451
A uszkodzen
Przyrost [%] | 20% | 44% | 74% | 43% | 82% | 32% | 21%
Liczba 1, 7691 g6 | 403 |1381| 54 | 49 6 3838
B uszkodzen
Przyrost [%] | 37% | 24% | 73% | 38% | 63% | 69% | 33%
Liczba ) 5761 180 |2545| 592 | 43 | 90 | 9 | 5035
C uszkodzen
Przyrost [%] | 26% | 17% | 87% | 41% | 74% | 14% | 78%
Liczba  —\ ) 3e4) 72 | 860 | 432 | 47 | 7 9 | 2781
D uszkodzen
Przyrost [%] | 30% | 51% | 78% | 49% | 83% | 71% | 78%
Liczba ) 335) g0 | 617 | 363 | 21 | 89 | 10 | 2512
E uszkodzen
Przyrost [%] | 29% | 26% | 70% | 34% | 57% | 17% | 40%
SUMA 7365| 475 |5115|3072| 249 | 269 | 72 | 16617

W ramach przeprowadzonych badan terenowych wg. zmodyfikowanej oceny cech
powierzchniowych w okresie 2016 - 2021 ocenie podlegato corocznie 120 438 ptyt
betonowych na 5 odcinkach jednorodnych (A-E). Lacznie zinwentaryzowano 16 617
szt. uszkodzen (w tym uszkodzen naprawionych), z czego najliczniejszg grupe oraz
najwiekszy sredni przyrost stanowig wykruszenia szczelin (WS). Sytuacja ta moze
wynika¢ z faktu, iz w latach 2016 — 2019 prowadzone byly prace zwigzane z
kompleksowg wymiang uszczelnien szczelin dylatacyjnych i w ramach procesu
usuwania (wyrywania starej masy zalewowej) mogto dochodzi¢ do ich
mechanicznych uszkodzen.
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Tabela 20. Zestawienie powierzchni oraz dtugosci zinwentaryzowanych typow
uszkodzen wraz z ich przyrostem w okresie 2016 — 2021 (5 lat) z podziatem na
odcinki (A-E)

Odcinek Parametry UP UN WS WK PK
uszkodzen [m?] [m?] [m?] [m?] [m]
llos¢ 69 2 3 6 48 16 38
A
Przyrost [%] | 33% 79% 78% 72% 89% 71% 40%
llos¢ 52 1 3 72 23 26 12
B
Przyrost [%] | 49% 59% 89% 28% 60% 80% 43%
llos¢ 151 1 17 8 30 101 12
C
Przyrost [%0] 17% 40% 92% 13% 88% 16% 49%
llos¢ 189 1 6 12 25 2 29
D
Przyrost [%] | 40% 67% 86% 46% 89% 82% 87%
llos¢ 168 1 7 4 16 272 18
E
Przyrost [%0] 31% 77% 87% 50% 77% 3% 11%
629 7 36 102 143 417 110
SUMA
774 670

taczna powierzchnia zidentyfikowanych uszkodzen na analizowanych odcinkach
(A-E) do roku 2021 to 774 m? co stanowi 0,04% catkowitej powierzchni jezdni na
badanych odcinkach. Natomiast tgczna dlugosc¢ zlokalizowanych uszkodzen to 670
mb. na odcinku drogi o dlugosci 101 km (liczgc poszczegdlne pasy ruchu 606 km).
Powyzsze informacje oznaczajg, ze zgodnie z aktualnie stosowanymi kryteriami
ocen wg. DSN analizowang nawierzchnie (po 10 latach eksploatacji) mozna
zaliczy¢ do wielkosci pozgdanej (Wp), co oznacza ze jest to ocena ktora okresla
stan nawierzchni nowych, odnowionych oraz eksploatowanych, ktére nie wymagajg
planowania zabiegow remontowych.

W ramach wyzej przeprowadzonej identyfikacji uszkodzen nawierzchni z
betonu cementowego i wyodrebnieniu dodatkowego uszkodzenia pt. ,Wykruszenie
krawedzi” (rys. 73) oznaczony symbolem WK oraz WKn (uszkodzenie
naprawione), ktore wystepujg wytgcznie na pasie 1 (szybkim) i pasie 3 (awaryjnym)
oraz ze wzgledu na ich geneze powstania, ktora to jest zwigzana z mechanicznymi
uszkodzeniami ptyt w ramach prowadzonych innych prac utrzymaniowych m.in. w
procesie koszenia poboczy oraz pasa dzielgcego, ten typ uszkodzenia nie zostat
uwzgledniony w dalszej analizie w zakresie prognozowania jego zmian.
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Dodatkowo kluczowymi danymi, jakie sg gromadzone w ramach zmodyfikowane;j
oceny cech powierzchniowych nawierzchni z betonu cementowego w ramach
badanych odcinkéw (A-E) sg informacje o uszkodzeniach, ktére sg naprawione

(rys.74).
a) b)

o

= ] | 8 5 : =
Rysunek 73. Przyktadowe zinwentaryzowane wykruszenia krawedzi a) pas nr 1
(szybki), b) pas nr 3 (awaryjny) wg. zmodyfikowanej metody oceny cech
powierzchniowych

a) Uszkodzenie Powierzchniowe (UP) b) Naprawione uszkodzenie
powierzchniowe (UPn)

Rysnek 74. Przyktad zidentyfikowanego ) enia powierzchniowego (UP)
(kampania pomiarowa w roku 2017), b) uszkodzenia powierzchniowego
naprawionego (UPn) (kampania pomiarowa w roku 2018)
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Dane te sg istotne ze wzgledu na prowadzenie i monitorowanie skutecznego procesu
utrzymania, a co za tym idzie mozliwos¢ jego modyfikowania. Informacja ta jest
niezbedna do rzetelnej oceny stanu technicznego nawierzchni. Przyktadowe
zestawienie tego rodzaju danych zamieszczono na rysunkach 75-76 dla uszkodzenia
powierzchniowego (UP/UPn). Pozostate informacje prezentujagce podziat
poszczegolnych typdw uszkodzeh z wyodrebnieniem uszkodzen naprawionych
zestawiono w zatgczniku 1.
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Rysunek 75. Zestawienie procentowe uszkodzen powierzchni (UP) do
naprawionych uszkodzen powierzchni (UPn) z podziatem na odcinki jednorodne
(A-E)
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Zestawienie uszkodzen i uszkodzen naprawionych -
uszkodzenia powierzchniowe (UP)
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Rysunek 76. Zestawienie powierzchni uszkodzen powierzchni (UP) do naprawionych
uszkodzen powierzchni (UPn) z podziatem na odcinki jednorodne (A-E)

6.6 Proces uczenia sieci neuronowych w programie STATISTICA

Schemat dziatania modelu neuronu dostepnego w programie Statistica
Automatyczne Sieci Neuronowe przedstawia rysunek 77.

w; h
X | e
- i | 5 — zagregowana ¥y
2 w.fzrrrf)éé |:> y —_ f(S) —-
wejsciowa
. w,
\ J

\

obliczenie wartosci
funkcji aktywacji
Rysunek 77. Schemat dziatania modelu neuronu dostepnego w programie Statistica
Automatyczne Sieci Neuronowe
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Neuron posiada okreslong liczbe wejS¢, na ktdére wprowadzane sg wartosci
wejsciowe xi, X2, ..., Xn. Z kazdym wejSciem powigzana jest waga wi,wz, ..., WN.
Wewnatrz neuronu realizowane sg dwie podstawowe operacje:

* wyznaczenie zagregowanej wartosci wejsciowej (operacja ta realizowana jest
przez funkcje agregujgcg zwang funkcjg potencjatu postsynaptycznego Iub
funkcjg PSP),

* wyznaczenie wartosci wyjsciowej neuronu (za wyznaczenie tej wartosci
odpowiedzialna jest funkcja aktywacji zwana réwniez funkcjg przejscia).
Uczenie neuronu realizowane jest poprzez odpowiednia modyfikacje jego
parametréw (wag). Sposob realizacji uczenia jest uzalezniony od celu procedury
uczgcej. Celem procedury uczgcej jest utworzenie modelu opisujgcego zaleznosc¢

pomiedzy zmiennymi wejsciowymi i zmienng wyjsciowg (rys. 78).

x; Wi ]

y
—>

Rysunek 78. Przyktad zalezno$ci pomiedzy zmiennymi wejsciowymi X1 oraz x2 a
zmienng wyjsciowg Y. Budowany model skfada sie z jednego neuronu.

Proces uczenia polega na:

= obliczaniu gradientu funkcji btedu w punkcie odpowiadajgcym aktualnym
wartosciom wag (gradient wskazuje kierunek najszybszego wzrostu wartosci
funkgciji) - gradient funkcji E w punkcie w oznaczany jest jako E(w),

* wyznaczeniu wektora przeciwnego do gradientu (a wiec wektor rowny -E(w)) -
wskazuje on na kierunek najszybszego spadku wartosci funkciji,

= przemnozeniu wektora przeciwnego do gradientu przez wspétczynnik uczenia
(znacznie mniejszg od jednosci wartos¢ dodatnig) - w ten sposéb obliczana
jest poprawka, o ktérg modyfikowane sg wartosci wag.

Kazdy sygnat wejsciowy przedstawiony jako xi jest przemnazany przez wage wi
potgczenia miedzy sygnatem wejsciowym a blokiem sumacyjnym. Wszystkie sygnaty
wejsciowe przemnozone przez odpowiadajgce im wagi sg sumowane w bloku
sumacyjnym. Nastepnie sygnat jest przeksztatcany przez funkcje aktywacyjng w tak
zwanym bloku aktywacji w finalny sygnat wyjsciowy. Funkcje aktywacyjne mogag
przybiera¢ postac réznych funkcji matematycznych, od najprostszej funkciji liniowej az
po na przykfad sigmoidalng bipolarng [113]. Dziatanie sztucznego neuronu moze by¢
opisane [7] za pomocg wzoru:

Y=F(Z i, wixo) (5)

gdzie: F jest funkcjg aktywacji, xi jest sygnatem wejsciowym, wi jest wagg sygnatu
wejsciowego, i jest liczbg zmiennych wejsciowych, i =1, ..., n, ay jest sygnatem
wyjsciowym
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STATISTICA Sieci Neuronowe umozliwia modelowanie i prognozowanie szeregéw
czasowych. W typowych zastosowaniach analizowane sg jednowymiarowe szeregi
czasowe, W ktérych rozpatrywana wartos§¢ szeregu jest uzalezniona od
wyszczegolnionej liczby przesztych wartosci tego samego szeregu (rys. 79, 80).

Informacje z

—
okresu prognozy
biezacego i = Sie¢ neuronowa —> na
okresow —_— kolejne lata

wczeshiejszych

Rysunek 79. Schemat prognozowania szeregu czasowego
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Rysunek 80. Okno wyboru modelu analizy

Procedura prowadzgca do utworzenia sieci perceptronowej (MLP) rozpoczyna sie w
podobny sposob jak w przypadku tworzenia sieci liniowej. Nalezy pamietac, aby w
oknie Projektant sieci uzytkownika w panelu Typ sieci wskaza¢ warto$¢ Perceptron
wielowarstwowy. Po dokonaniu tej czynnosci na karcie Neurony nalezy okresli¢
strukture sieci. Dziatanie sieci tego typu polega na:

= wprowadzeniu danych wejsciowych,

* wyznaczeniu wartosci wyjsciowych neuronow ukrytych,

= wyznaczeniu wartosci wyjsciowej neuronu wyjsciowego (lub neuronow

wyjsciowych).

Rezultat dziatania sieci uzalezniony jest od:

= wartosci wag neuronow ukrytych i wyjsciowych,

= struktury sieci.
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Uczenie jednokierunkowych sieci wielowarstwowych przebiega w trybie z
nauczycielem, co oznacza, ze w skiad zbioru uczgcego wchodzg wartoSci
wprowadzane na wejsciu sieci i odpowiadajgce im wartosci wyjsciowe. Celem
uczenia jest wyznaczenie takich wartosci wag, dla ktérych wartosci wyjsciowe sieci
bedg identyczne (lub bardzo zblizone) z rzeczywistymi wartosciami wyjsciowymi.
Uczenie doprowadzi¢ ma do minimalizacji btedu sieci bedgcego zagregowang miarg
roznic pomiedzy rzeczywistymi wartosciami wyjsciowymi i wartosciami obliczonymi
za pomocg sieci. Najczesciej stosowang formutg stuzgcg do obliczania btedu jest
suma kwadratow roznic pomiedzy wspomnianymi wartosciami, czyli:

E=Y"_ (d; —y)? (6)

gdzie: d; jest rzeczywistg wartoscig wyjsciowa, yi jest odpowiadajg jej wartoscig
wyznaczong przez siec, zas N jest liczebnoscig zbioru uczgcego.

Rodzaj stosowanej w trakcie uczenia funkcji btedu okreslony jest przez konstruktora
modelu. W trakcie budowy neuronowego modelu regresyjnego nalezy podjg¢ wiele
decyzji, dotyczacych miedzy innymi:

e rodzaju i struktury sieci,

e Sposobu jej uczenia,

e doboru zmiennych wejsciowych.

W programie dostepne sg trzy tryby wykonywania analizy:
= automatyczne poszukiwanie sieci, umozliwiajgcy automatyczne
przetestowanie wielu uktadow hiperparametrow (ustawien) metody i wybor
najlepszych. Uktady hiperparametrow okreslane sg w sposob losowy.
= projekt sieci uzytkownika, umozliwiajgcy okreslenie ustawien analizy recznie
przez uzytkownika.
= wielokrotne prébkowanie (losowe, boostrap), pozwalajgcy na budowe wielu
modeli po kazdorazowym wylosowaniu przypadkoéw uczgcych. Zbudowane
modele traktowane powinny by¢ nastepnie jako zespét gtosujgcych ekspertow.
W wielu przypadkach nie istniejg przestanki merytoryczne pozwalajgce na wskazanie
wiasciwych rozwigzan i niezbedne jest wowczas zastosowanie drogi
eksperymentalnej. Jej stosowanie polega na doborze wiasciwych parametréw
modelu w oparciu o wyniki uzyskane w trakcie kolejnych eksperymentéw,
wykorzystujgcych rézne modele. Podstawowg wadg eksperymentalnego podejscia
do procesu budowy modelu neuronowego sg duze wymagania czasowe. Jesli
kolejne eksperymenty miatyby by¢ realizowane, to niezbedne do tego naktady
czasowe mogtyby by¢ bardzo duze. W programie Statistica duzym ufatwieniem jest
dostep do modutu pt. Automatyczne poszukiwanie sieci. Jego uruchomienie jest
mozliwe z poziomu okna SANN Wybor Danych poprzez wybranie opcji
Automatyczne poszukiwanie sieci. Jego uruchomienie jest mozliwe z poziomu okna
przedstawionego na rysunku 81.
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Rysunek 81. Okno wyboru sposobu tworzenia SSN

Chcac usprawni¢ proces uczenia modelu neuronowego, a jednoczesnie zwiekszyc
wiarygodnos¢ uzyskiwanych statystyk stuzgcych jego ocenie wypracowano
alternatywne metody konstrukcji zbiorow (rys. 82). Pociggneto to za sobg
konieczno$¢ dokonania zmian w stosowanych procedurach uczenia i oceny modeli.
Zbidér uczacy wykorzystywany jest bezposrednio do modyfikacji wag sieci, przypadki
walidacyjne pozwalaty na biezgce monitorowanie procesu uczenia, za$ zbior testowy
stuzyt do ponownej oceny jakosci modelu przeprowadzanej po zakonczeniu procesu
uczenia. Losowy sposéb podziatu dostepnych przypadkéw na zbior uczacy,
walidacyjny i testowy ma swoje wady w sytuacji, gdy dostepny zbiér danych sktada
sie ze stosunkowo matej liczby przypadkéw, niewielka liczba przypadkéw wptywa
negatywnie na rezultaty uczenia (zwieksza sie mozliwos¢ przeuczenia sieci) oraz
utrudnia wiarygodng ocene jakosci modelu.
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Rysunek 82. Proces doboru zbioru uczgcego, testowego oraz walidacji

Na karcie Podstawowe (rys. 83) znajdujg sie parametry pozwalajgce na okreslenie
zakresu poszukiwan. W tym miejscu mozna okresli¢ liczbe testowanych modeli
(opcja Liczba sieci) oraz okresli¢, jaka liczba najlepszych sieci ma zosta¢ zachowana
(Zachowywanych). Zwigekszanie wartosci w polu Liczba sieci zwieksza szanse na
skonstruowanie dobrego modelu, ale wydtuza réwniez czas obliczen. W obszarze
Typy sieci mozemy okresli¢ typy sieci uwzglednianych w trakcie przeprowadzanych
eksperymentéw oraz zdefiniowa¢ minimalng i maksymalng liczbe neuronéw ukrytych
w rozpatrywanych typach sieci neuronowych.

Na karcie Funkcje aktywacji sieci MLP (rys. 84) okreslamy dostepne funkcje
aktywacji dla neuronow warstwy ukrytej i wyjsciowe;j.
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Rysunek 83. Okno do okreslenia parametrow poszukiwanej sieci
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Rysunek 84. Okno Funkcja aktywaciji sieci MLP
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Celem uczenia jest zawsze minimalizacja wartosci btedu modelu neuronowego
przeprowadzona poprzez modyfikacje wartosci parametréw (wag) sieci. Program
SANN pozwala uzytkownikowi na wybor algorytmu stosowanego do modyfikacji
parametréw sieci.
Na liscie dostepnych metod znajdujg sie metody:
= Najszybszego spadku (metoda wstecznej propagacji btedow),
= BFGS (metoda zmiennej metryki, Quasi-Newton)
= Gradientow sprzezonych,
Uwagi dotyczgce uczenia metodg najszybszego spadku (wstecznej propagacii
btedéw) sg nastepujace:
= konieczna do zrealizowania liczba epok jest uzalezniona od zlozonosci
zadania i od wielkosci zbioru uczgcego; wartos¢ ta musi zosta¢ dobrana
indywidualnie dla kazdego zadania; stosujgc te metode uczenia w wiekszosci
przypadkow nalezy zrealizowaC wiekszg liczbe epok uczenia niz w przypadku
zastosowania innych metod (ale czas realizacji jednej epoki jest krotszy niz w
przypadku zastosowania innych algorytmow uczenia),
= w wersji algorytmu wstecznej propagacji btedow zaimplementowanej w SANN
modyfikacja wag nastepuje po prezentacji kazdego elementu zbioru uczgcego
(@ nie w sposdb skumulowany po zakonczeniu prezentacji wszystkich
elementoéw sktadajgcych sie na zbidr uczacy), warto$¢ wspotczynnika uczenia
musi zosta¢ dobrana indywidualnie dla rozwigzywanego problemu. Zbyt duza
wartos¢ powoduje, ze proces uczenia nie jest zbiezny, zas wartos¢ zbyt mata
powoduje bardzo powolne zmniejszanie sie wartosci btedu. Zaleca sie
zmniejszanie wartosci wspoétczynnika uczenia w trakcie dziatania algorytmu —
w poczgtkowej fazie dziatania stosuje sie warto$¢ stosunkowo duzg, zas w
trakcie dziatania metody jest ona zmniejszana (aby osiggngc¢ taki efekt nalezy
zdefiniowa¢ w okienku dialogowym wartos¢ poczatkowq i kohcowg, w trakcie
uczenia wartos¢ wspétczynnika jest zmniejszana w sposob liniowy),
= wspoétczynnik momentum okresla wptyw zmian wartosci wspotczynnikow
wagowych dokonanych w kroku poprzednim algorytmu na zmiany w kroku
biezgcym. Zastosowanie cztonu momentum powoduje przyspieszenie procesu
uczenia oraz zmniejsza prawdopodobienstwo zatrzymania algorytmu w
minimum lokalnym funkcji btedu. Warto$¢ wspoétczynnika momentum ksztattuje
sie w przedziale od 0 do 1, ale musi by¢ dobrana w zaleznosci od specyfiki
rozwigzywanego problemu.
Algorytm Broydena-Fletchera-Goldfarba-Shanno (BFGS) to iteracyjna metoda
optymalizacji stosowana do znajdowania minimum (lub maksimum) funkcji wielu
zmiennych. Nazwa algorytmu pochodzi od nazwisk jego twércow tj. Charlesa G.
Broydena, Rogera D. Fletchera, Donalda Goldfarba i Davida G. Shanno. Algorytm
BFGS jest czesto stosowany w dziedzinie optymalizacji nieliniowej, gdzie celem jest
znalezienie najlepszego zestawu wartosci zmiennych, ktére minimalizujg (lub
maksymalizujg) okreslong funkcje celu. Moze by¢ uzywany w réznych dziedzinach,
takich jak nauki przyrodnicze, inzynieria, ekonomia i wiele innych.
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Gtéwnym zadaniem algorytmu BFGS jest obliczenie kierunku poszukiwania minimum
funkcji oraz dlugosci kroku, ktéry prowadzi do poprawy wartosci funkcji celu.
Algorytm utrzymuje przyblizenie hesjanu, ktéry jest estymacjg drugiej pochodnej
funkcji celu. Na podstawie tego przyblizenia obliczany jest kierunek poszukiwania
minimum.

Algorytm BFGS jest czesto preferowany ze wzgledu na swojg efektywnosc¢ i zdolnos¢
do radzenia sobie z szerokim zakresem probleméw optymalizacyjnych. Jest to
metoda quasi-Newtonowska, ktora tgczy zalety metody gradientowej (np. prostota
implementacji) z przyblizeniem drugiej pochodnej funkcji celu, co pozwala na
szybsze zbieganie do rozwigzania.

Algorytm BFGS posiada kilka gtéwnych zalet tj.:

= efektywnosé - jest znany z wysokiej wydajnosci i szybkiego zbiegania do
rozwigzania. Dzieki przyblizeniu drugiej pochodnej funkcji celu, algorytm moze
efektywnie ustali¢ kierunek poszukiwania minimum, co prowadzi do szybkiego
zblizania sie do optymalnego punktu.

= globalna zbieznosc¢ - jest algorytmem globalnie zbieznym, co oznacza, ze ma
zdolnos¢ do znalezienia globalnego minimum funkcji celu (o ile istnieje)
zamiast utkniecia w lokalnym minimum. Ta cecha czyni go bardziej
niezawodnym w poréwnaniu do niektorych innych metod optymalizaciji.

= gskalowalno$¢ - jest stosunkowo skalowalnym algorytmem, co oznacza, ze
moze by¢ uzywany w przypadku funkcji celu z wieloma zmiennymi. Jest to
szczegolnie wazne w przypadku probleméw optymalizacyjnych, ktére majag
wiele parametrow do optymalizacji.

» niezawodno$¢ - jest dobrze zbadanym i ugruntowanym algorytmem, ktéry
zostat szeroko stosowany i testowany w roznych dziedzinach. Jego
niezawodnos¢ i stabilnos¢ sprawiajg, ze jest popularnym wyborem dla wielu
problemoéw optymalizacyjnych.

Istnieje wiele dowoddw na to, ze BFGS jest obecnie najlepszg formutg aktualizacji do
wykorzystania w nieograniczonej minimalizacji [16].

Metoda gradientéow sprzezonych jest dostepna po wybraniu na liscie wyboru
pozycji Gradienty sprzezone. Jedynym parametrem, ktérego wartos¢ musi zostac
ustalona przez uzytkownika jest liczba epok uczenia. Jest to metoda szczegdlnie
zalecana do uczenia duzych sieci (w ktorych liczba wag jest wieksza od stu).
Modyfikacja wag jest przeprowadzana jednokrotnie w jednej epoce uczenia, po
prezentacji wszystkich elementdéw zbioru uczgcego. Idea metody jest nastepujgca: w
realizowanym kroku algorytmu wyznacza sie kierunek poszukiwan minimum funkciji
btedu. Nastepnie wyznacza sie wartos¢ najmniejszg minimalizowanej funkciji
potozong na wyznaczonym kierunku poszukiwan. Po przejsciu do wyznaczonego
punktu wyznacza sie nowy kierunek poszukiwan, ktory jest sprzezony z poprzednim.
Kolejnym krokiem jest wyznaczenie minimum funkcji btedu w nowym kierunku
poszukiwan.

Dwie gtdbwne zalety metody gradientu sprzezonego to:

= osiggnieta w kolejnym kroku algorytmu wartos¢ funkcji btedu nigdy nie jest
wieksza od wartosci btedu w kroku poprzednim,

119|Strona



= metoda gradientu sprzezonego nie posiada parametrow, ktorych warto$é
musiataby by¢ ustalona przez uzytkownika, a ktére wptywatyby istotnie na
szybko$¢ dziatania i osiggniety efekt koncowy.
Uczenie sieci ma charakter wieloetapowy. W trakcie kazdego kroku wyznaczane sg
kolejne przyblizenia optymalnych wartosci parametréw. Realizowane kroki nazywane
sg epokami uczenia. Epoka obejmuje jednorazowg prezentacje wszystkich
przypadkow uczgcych i przeprowadzong na tej podstawie modyfikacje parametrow
sieci (wag i progéw). Postep uczenia prezentowany jest zwykle za pomocg wykresu

btedu uczenia (rys. 85).
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Wykres uczenia

0.018
0.018
0,014
0.0z
0,01

z
@= 0,008
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10 20 o 40 =0

Cykl uczenia

Przerwij uczenie bez Zakonicz uczenie biezacej sieci Zakoncz uczenie |
zachowywania sieci i rozpocznij uczenie kolejnej przejdz do okna

Nastigns T

Rysunek 85. Okna prezentujgce proces uczenia sieci neuronowych

W ramach wyboru najlepszego modelu nalezy kierowac sie nastepujgcymi kryteriami
(uporzadkowanymi w hierarchii od zazwyczaj najistotniejszych do najmniej istotnych):
= jakos¢ (btgd) modelu na zbiorze TESTOWYM
= réznica jakosci (btedu) modelu pomiedzy zbiorem UCZACYM a zbiorem

TESTOWYM

= wielkos¢ sieci (im mniej neuronéw w warstwie wyjsciowej tym lepiej)
» rodzaj funkcji aktywacji w warstwie wyjsciowej — im prostsza tym lepsza

(preferowana liniowa)

= rodzaj funkcji aktywacji w warstwie ukrytej — im prostsza tym lepsza.

Do oceny zbudowanych modeli i ich wyboru wykorzystywane sg informacje dostepne

w programie STATISTICA (tab.21).
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Tabela 21. Podstawowe informacje o sieciach neuronowych zbudowanych w
programie STATISTICA

Lp. Informacja Opis

1. | Nazwa sieci rodzaj zbudowanej sieci oraz jej topologia

wspotczynnik korelacji liniowej pomiedzy zmienng

2. | Jakos¢ (uczenia) wyjsciowg a prognozg sieci dla zbioru uczgcego

wspotczynnik korelacji liniowej pomiedzy zmienng

3. | Jakos¢ (testowania) . o .
wyjsciowg a prognozg sieci dla zbioru testowego

wspotczynnik korelacji liniowej pomiedzy zmienng

4. | Jakosc (walidacj) wyjsciowg a prognozg sieci dla zbioru walidacyjnego

wartos¢ btedu sredniokwadratowego (podzielona

5. | Bfad (uczenia) przez dwa) dla zbioru uczgcego

wartos¢ btedu sredniokwadratowego (podzielona

6. | Bfad (testowania) przez dwa) dla zbioru testowego

7. | Biad (walidagji) wartos¢ btedu éreplniokwgdrato_wego (podzielona
przez dwa) dla zbioru walidacyjnego
8. | Algorytm uczenia rodzaj algorytmu uczenia oraz liczba epok uczenia
9 Aktywacja rodzaj funkcji aktywaciji uzyty w neuronach warstwy
| (wyjsciowe) wyjsciowe;

W programie Statistica stosowane sg funkcje btedu w postaci sumy kwadratow
(SOS) oraz entropii. Wykorzystywane sg rézne funkcje aktywacji w warstwie ukryte;j i

wyjsciowej:
= Tanh,
= Wyktadnicza,
= Liniowa,
= Logistyczna,
= Sinus.

Generalna zasada méwi, ze jezeli dwie sieci dziatajg poréwnywalnie to wybieramy
sieC prostsza.
Z licznych analiz modeli eksploatacyjnych (np. HDM-4) [83] wynika, ze degradacja
nawierzchni zalezy zasadniczo od:

* natezenia ruchu,

= wieku nawierzchni (liczonego od daty budowy lub od ostatniego zabiegu

remontowego),

= warunkow klimatycznych.
Zmienne te umozliwiajg okreslenie poczatku i przebiegu procesu degradacji. Moga
réwniez wskazywac na rézne powigzania miedzy poszczegdolnymi typami uszkodzen.
Szczegoty w zakresie inwentaryzacji uszkodzen nawierzchni z betonu cementowego
pochodzg z szesciu cykli pomiarow terenowych wedtug zmodyfikowanej metody

121 |Strona



inwentaryzacji uszkodzen ptyt betonowych oraz danych o ruchu i wytypowanych
parametréw meteorologicznych wg. tab.22.

Tabela 22. Zrédto oraz charakterystyka danych do opracowania SSN

Lp. Typ danych Charakterystyka danych
= osie standardowe (ruch
Natezenie Stacje pomiaru ruchu rzeczywisty)
11 ruchu (pkt. 6.3) " pasruchu
P 5. = kierunek
» odcinek jednorodny
= gradient + (roznica temperatury)
= gradient — (réznica temperatury)
2 Warunki Stacje meteorologiczne | = liczba dni o temperaturze
" | klimatyczne (pkt. 6.4) ponizej 0°C
» jlos¢ opaddw;
= odcinki jednorodne;
: » typ uszkodzenia — PT/PTn,
| #modyfikowanametoda | o) /) | b UN/UNN, UPIUPN,
Inwentaryzacja | oceny cech
. : . WS/WSn;
3. | uszkodzeh powierzchniowych _
. . . . = pas ruchu;
nawierzchni nawierzchni z betonu .
cementowego (pkt. 6.5) " kierunek;
go (pKL. ©. » odcinek jednorodny;

Zasadniczym czynnikiem powodzenia rozwigzan technicznych zwigzanych =z
wykorzystaniem sieci neuronowych jest odpowiednio liczna i wiarygodna baza
danych wyrazajgca istote rozpatrywanych probleméw. W tym badaniu opracowano
indywidualne ujednolicone modele SSN w celu prognozowania wartosci zmian w
obszarze uszkodzen powierzchniowych nawierzchni, w odniesieniu do powierzchni
analizowanych odcinkow jednorodnych dla nawierzchni z betonu cementowego.
Sze$¢ réznych typdw architektury SSN zostato uzytych dla kazdego typu
uszkodzenia, aby otrzymaé najlepszg architekture modelu SSN. Szczegoty
dotyczace doboru roéznych parametréw wejsciowych do tworzenia modeli, wyboru
bazy danych do uczenia, testowania i walidacji modeli SSN zostaty omowione w
dalszej czesci dysertacji.

Przyjety w pracy badawczej algorytm dziatania w celu opracowania szeregow
czasowych i prognozy uszkodzen sktada sie z kilkunastu etapow, jednak kluczowych
mozna wyrdzni¢ szesé (rys. 86).
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Wybor metody
budowy sieci
neuronowej

Dobér zmiennych
prognostycznych

Opracowanie
danych
historycznych w
jednolitej
strukturze

Ustalenie liczby,
rodzaju i
architektury
testowanych
sieci

Przeprowadzenie
procesu uczenia i
wybor
najdoktadniejszej sieci

Wykonanie analizy
wrazliwosci dla
zmiennych
wejsciowych

Rysunek 86. Algorytm dziatania w zakresie opracowania SSN dla wybranego typu
uszkodzenia nawierzchni z betonu cementowego

Zatozenia przyjetej architektury sieci neuronowych w ramach budowy modeli
degradacji nawierzchni z betonu cementowego mozna scharakteryzowaé w
nastepujgcy sposob:

» wybér metody budowy sieci neuronowej — wykorzystano automatyczne
poszukiwanie sieci neuronowej; parametr jaki zostat przyjety do
prognozowania to iloS¢ uszkodzonych ptyt (w %) a parametrem
weryfikacyjnym byta informacja o ilosci powierzchni uszkodzonej nawierzchni
(W %);

= dobdér zmiennych prognostycznych charakteryzujgcych prognozowane
zagadnienie — dla kazdego typu uszkodzenia przyjeto wszystkie wskazniki
(zmienne) dostepne w ramach analizowanych danych (tab.22);

= opracowanie danych historycznych i utworzenie czgstkowych szeregow
czasowych — dla kazdego typu uszkodzenia dane zostaty zagregowane do
parametrow wg. tab. 23;
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= ustalenie liczby, rodzaju i architektury testowanych sieci neuronowych — do
opracowania sztucznej sieci neuronowej wykorzystano program Statistica . Do
badan wybrano dwa typy sztucznych sieci neuronowych tj. sieci o radialnych
funkcjach bazowych (RBF) oraz perceptrony  wielowarstwowe
(jednokierunkowe sieci wielowarstwowe, sieci MLP). Zbiér danych uczacych
(V), testowania (T) oraz walidacji (W) zostat podzielony chronologicznie (2016
— 2019 — zbior U, 2020 — zbiér T, 2021 — zbior W);

= przeprowadzenie procesu uczenia i wybor najdoktadniejszej sieci jako modelu
prognostycznego - procedura polegata na porownaniu modelu zawierajgcego
wszystkie dostepne zmienne na wejSciu z modelami uproszczonymi
(pojedynczymi zmiennymi na wejsciu) a nastepnie kombinacjg zmiennych o
najlepszych jakosciowo parametrach w zbiorze testowym;

= wykonanie analizy wrazliwosci dla zmiennych wejsciowych i ewentualna
modyfikacja modelu semantycznego - korygowanie modelu SSN polegato na
eliminacji zmiennych wejsciowych, ktére pogarszajg doktadnosc dziatania sieci
neuronowej. Weryfikacja procesu polegata na ocenie modelu na podstawie
wczesniej opisanych kryteriw m.in. jakosci (btedu w zbiorze testowym) w
stosunku do modelu zawierajgcego wszystkie zmienne wejsciowe.

Tabela 23. Zestawienie zmiennych objasniajgcych (dane na wejsciu) oraz zmiennych
objasnianych (dane na wyjsciu).

Zmienne objasniajace
Zmienne objasniane

Zbidr danych Podziat
1 | Odcinek A B, CD,E
2 | Grubosc piyt [cm] 27, 28, 29
Typ uszkodzenia -
3 | Rok eksploatacji 56,7,8,9, 10 [%] uszkodzonych ptyt /
) ) [%] uszkodzonej

4 | Pas awaryjny, wolny, szybki powierzchniw 5, 6,7, 8, 9 i

e . . 10 roku eksploatacji
5 | Obcigzenie ruchem | awaryjny, wolny, szybki nawierzchni

dla wszystkich

6 | Gradient max. (+) odcinek
analizowanych odcinkow
7 | Gradient max. (-) odcinek jednorodnych
- (od Ado E)
8 | Opady [mm] odcinek
9 | llos¢ dni pon. 0°C odcinek
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Decyzja w zakresie wyboru celu (informaciji) prognozy tj. ilosci uszkodzonych ptyt [%]
oraz ilosci uszkodzonej powierzchni [%] wynikata m.in. z:
= mozliwosci szybkiej oceny i pordwnania stanu poszczegdlnych analizowanych
odcinkow;
= mozliwej szybkiej oceny efektywnosci dziatan prewencyjnych, mniejsze
wartosci wskazujg na mniejszy zakres uszkodzen, ktore wymagajg mniej
skomplikowanych napraw, podczas gdy wieksze wartosci wymagajg bardziej
zaawansowanych dziatan;
= charakterystyki analizowanych odcinkéw, ktore réznig sie miedzy sobg m.in.
dtugoscig, powierzchnig nawierzchni oraz liczbg ptyt betonowych. Ze wzgledu
na to przyjecie jednostki prognozy jako procent (%), umozliwia w spojny
sposob wyrazi¢ stosunek liczby uszkodzonych ptyt do ogdlnej liczby pityt w
nawierzchni na danym odcinku;
= przyjecie jednostki procentowej jest to wygodny sposéb przedstawiania

danych dotyczacych uszkodzen lub innych zjawisk wizualizujgcych relacje w

skali 0-100%.

Wybor budowy SSN nie jest procesem decyzyjnym. W wiekszosci przypadkow
polega on na metodzie préb i btedéw w potaczeniu z typem uszkodzen, dla ktorych
prowadzona jest analiza w celu okreslenia odpowiedniej architektury dla konkretnego
przypadku. W niniejszej analizie wiele zmiennych wejsciowych i wyjsciowych jest
utrzymywanych na statym poziomie, a w poszczegdlnych warstwach ukrytych i
neuronach dokonuje sie zmian. Szczegoty dotyczgce szesciu réznych rodzajow
architektury modeli SSN zastosowanych dla konkretnego typu uszkodzenia
przedstawiono w kolejnym rozdziale.

W przeprowadzonej analizie podziat na zbiory: uczacy, testowy oraz walidacji
byt rozpatrywany z podziatem na okresy pozyskanych badan terenowych w ramach
nastepujgcego zestawienia:

= zbidr uczacy: okres 2016 — 2019 (4 letni okres badawczy),

= zbior testowy: rok 2020,

= zbior walidacji: rok 2021.
Do badan wybrano dwa dostepne w programie STATISTICA typy sztucznych sieci
neuronowych: sieci o radialnych funkcjach bazowych (RBF) oraz wielowarstwowe
preceptrony (MLP). Kryterium wyboru modelu byta minimalna warto$¢ btedu
Sredniokwadratowego (MSE) dla danych ze zbioru testowego.
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6.7 Wyniki modelowania [% piyt]
6.7.1 Pekniecia podtuzne

Graficzny charakter tego typu uszkodzenia zinwentaryzowanego w ramach
przeprowadzonych badan terenowych na odcinkach jednorodnych (A-E) w okresie
szescioletnim przedstawiono na rys. 87.
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5 =
el Q.
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dbPasl [IPas 2 [1Pas3

Rysunek 87. Zestawienie procentowe ptyt ze zinwentaryzowanym uszkodzeniem
podtuznym/uko$nym (PL) na analizowanych odcinkach (A-E) w okresie 2016 — 2021,
1- pas szybki, 2 - pas wolny, 3 - pas awaryjny

126 |Strona



W ramach opisanego i przedstawionego wczes$niej algorytmu budowy modelu
neuronowego (rys.86) zdecydowano, ze analizowanym parametrem na wyjsciu
bedzie procent uszkodzonych piyt zgodnie z przedstawionym w poprzednim
podrozdziale objasnieniem, dla ktérego przystgpiono do opracowania sztucznej sieci
neuronowej stuzgcej do prognozowania pekniecia podtuznego (PL). Parametrami
wejsciowymi budowanej sieci bylo osiem parametrow opisujgcych indywidualny
charakter badanych odcinkéw nawierzchni z betonu cementowego: osie
standardowe, pas jezdni, wiek, grubos¢, ilo§¢ opadodw, liczba dni z temperaturg
mniejszg niz 0°C, maksymalny gradient (+) oraz maksymalny gradient (-). Nauke
sieci przeprowadzono z wykorzystaniem algorytmu Broydena-Fletchera-Goldfarba-
Shanno (BFGS). Baze danych stanowity zgromadzone informacje =z
przeprowadzonych badan terenowych w ramach zmodyfikowanej wizualnej metody
oceny stanu technicznego nawierzchni z betonu cementowego, analizy danych
ruchowych ze stacji zliczania ruchu oraz ich przeliczenia na osie standardowe oraz
danych ze stacji meteorologicznych rozlokowanych w obrebie analizowanych
odcinkow jednorodnych.

W rozwigzaniu problemu przeprowadzono ponizsze czynnosci:

1. W pierwszej kolejnosci dla tego typu uszkodzenia na wejsciu przyjeto
wszystkie zmienne (poz. 1 z tab. 24) dostepne w ramach analizowanych
danych oraz wyznaczono jakosc¢ tak uzyskanych sieci m.in. jakos¢ testowania
na poziomie 0,978.

2. Kolejno przeprowadzono powyzszg procedure dla kazdego pojedynczego
parametru (poz. od 2 do 9 z tab. 24) w celu wyznaczenia dla nich
poszczegolnych modeli, w wyniku czego uzyskano osiem pojedynczych sieci o
jakosci parametru testowania od 0,477 do 0,804,

3. Nastepnie dla zmiennej objasniajgcej o najlepszych parametrach tj. pas
przeprowadzono kolejng analize dodajgc pojedynczo pozostate zmienne w
celu okres$lenia jakosci w taki sposdb opracowanych sieci (poz. od 10 do 16 z
tab. 24).

4. W wyniku przeprowadzonych analiz w ramach pkt. 3 mozna stwierdzi¢, ze sie¢
neuronowa ze zmiennymi objasniajgcymi (na wejsciu) typu pas oraz wiek
nawierzchni (analiza nr. 11 z tab. 24) uzyskata najlepszg jako$¢ testowania na
poziomie 0,993. W wyniku uzyskania jedynie przy dwoch zmiennych lepszag
jakos¢ sieci neuronowej w stosunku do sieci uwzgledniajgcej wszystkie
zmienne (analiza nr. 1 z tab. 24) proces szukania sieci uznano za zakonczony.
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Tabela 24. Rodzaje SSN i architektura opracowanych modeli neuronowych dla uszkodzenia podtuznego/ukosnego (PL) w ramach
analizy wrazliwoséci dla zmiennych wejsciowych

Podsumowanie analizy

N“”?er Wejscia ilosciowe Wejscia jakosciowe Wyjscia 26 26 i
analizy ilosciowe | Nazwa sieci Jakos_c Jakosc_ Aktywacja
(Uczenia) | (Testowania) | (wyjsciowa)
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
. . iy Liczbadniz | Max. | Max. . . o .
1 Osie std. | Pas | Wiek | Grubosé | Opady temp.<0°C | gra. + | gra. - Odcinek | Kierunek | [%] ptyt | MLP 15-7-1 0,975 0,978 Logistyczna
2 Wiek - - - - - - - Odcinek - [%] ptyt | MLP 6-8-1 0,492 0,509 Liniowa
3 Osie std. - - - - - - - Odcinek - [%] ptyt | MLP 6-7-1 0,666 0,687 Liniowa
4 Pas - - - - - - - Odcinek - [%] ptyt | MLP 6-8-1 0,785 0,804 Wyktadnicza
5 Grubosé - - - - - - - Odcinek - [%] ptyt | MLP 6-8-1 0,477 0,492 Wyktadnicza
6 Opady - - - - - - - Odcinek - [%] ptyt | MLP 6-6-1 0,482 0,493 Tanh
Liczba dni
7 z - - - - - - - Odcinek - [%] ptyt | MLP 6-5-1 0,478 0,494 Wyktadnicza
temp.<0°C
8 Max. gra. + - - - - - - - Odcinek - [%] ptyt | MLP 6-4-1 0,492 0,501 Liniowa
9 Max. gra. - - - - - - - - Odcinek - [%] ptyt | MLP 6-3-1 0,487 0,477 Tanh
10 Osie std. | Pas - - - - - - Odcinek | Kierunek | [%] ptyt | MLP 9-9-1 0,984 0,985 Tanh
12 Grubos¢ | Pas - - - - - - Odcinek | Kierunek | [%] ptyt | MLP 9-9-1 0,977 0,978 Liniowa
13 Opady Pas - - - - - - Odcinek | Kierunek | [%] ptyt | MLP 9-8-1 0,980 0,977 Tanh
Liczba dni
14 z Pas - - - - - - Odcinek | Kierunek | [%] ptyt | MLP 9-6-1 0,975 0,973 Tanh
temp.<0°C
15 Max. gra. + | Pas - - - - - - Odcinek | Kierunek | [%] plyt | MLP 9-8-1 0,983 0,978 Tanh
16 Max. gra. - | Pas - - - - - - Odcinek | Kierunek | [%] plyt | MLP 9-8-1 0,985 0,979 Tanh
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Szczegotowe informacje o sieci neuronowej o architekturze MLP 9-5-1 (perceptron
wielowarstwowy majgcy dziewie¢ neurondw w warstwie wejsciowej, pie¢ w warstwie
ukrytej i jeden w warstwie wyjsciowej) przedstawia tab. 25. Do uczenia sieci zostat
zastosowany algorytm BFGS (w zaimplementowanej w programie wersji algorytmu
guasi-Newtona Kkolejne przyblizenia odwrotnosci hesjanu wyznaczane sg przy
pomocy formuty rekurencyjnej zaproponowanej przez Broydena, Fletchera,
Goldfarba i Shanno). Sie¢ uzyskata najmniejszy btgd uczenia przy 158 iteracji
(epoki).

Tabela 25. Podstawowe informacje o sieci o strukturze MLP 9-5-1

Nazwa @ Jako$c¢ Jakosé Jakosé Btad Btad Btad Algorytm  Aktywacja

sieci | (uczenia) (testowania) (walidacji) (uczenia) (testowania) (walidacji) (uczenia) (wyjsciowa)

MLP 9-5-1| 0,995 0,993 0,980 0,000 0,000 0,000 |BFGS 158| Liniowa

Graficzne zestawienie danych wyuczonej, przetestowanej, zweryfikowanej sieci
SSN o strukturze 9-5-1 oraz predykcji dla roku 2022 dla wszystkich odcinkow
przedstawiono na rys. 88-92.

Odcinek A - uszkodzenia podtuzne (PL)
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Rysunek 88. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-5-1 dla
odcinka A oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 89. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-5-1 dla
odcinka B oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 90. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-5-1 dla
odcinka C oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 91. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-5-1 dla
odcinka D oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

1,0%

0,8%

0,6%

0,4%

llo$¢ uszkodzonych ptyt

0,2%

0,0%

203%

0

pas awaryjny)

Odcinek E - uszkodzenia podtuzne (PL) _ -
X R S R N
o \© o X = X N~ D N N
X XS N & INE 95y QN S)
o N D 0 Sh8e)] [S¥e)) O oo
0 % ) °ox oo °
co c© e
X
~
X a3
@ c
R <
o O o O
X R & e Qo )
S g co ol = © Lo © Lo o
S S5 £ | S9°| 8 &% 35 S
s el & S5S Ay SN S8 ]
(o)t ] A i ~— -l_L \\—l\ FL
“ il “ i id Td T io |
1 2 3 1 2 3 1 2 3 1 2 3 1 2 3 1 2 3 1 2 3
2016 2017 2018 2019 2020 2021 2022

B Badania terenowe

MLP 9-5-1 (Walidacja)

B MLP 9-5-1 (Uczenie) B MLP 9-5-1 (Test)

B MLP 9-5-1 (Predykcja)

Rysunek 92. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-5-1 dla
odcinka E oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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6.7.2 Pekniecia poprzeczne

Graficzny charakter peknie¢ poprzecznych zinwentaryzowany w ramach
przeprowadzonych badan terenowych na odcinkach jednorodnych (A-E) w okresie
szescioletnim przedstawiono na rys. 93.
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Rysunek 93. Zestawienie procentowe ptyt ze zinwentaryzowanym uszkodzeniem
poprzecznym (PT) na analizowanych odcinkach (A-E) w okresie 2016 — 2021, 1 -
pas szybki, 2 - pas wolny, 3 - pas awaryjny
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Tabela 26. Rodzaje SSN i architektura opracowanych modeli neuronowych dla uszkodzenia poprzecznego (PT) w ramach analizy
wrazliwosci dla zmiennych wejsciowych

Podsumowanie

Numer Weiscia ilosciowe Wejscia Wyjscia . . i
analizy ] jakosciowe ilosciowe | Nazwa sieci | Jakose Jakosé Aktywacja
(Uczenia) | (Testowania) | (wyjsciowa)
1 2 3 4 5 6 7 8 9 10 11 13 12 13 14 15
. . iy Liczba dni z Max. Max. : : o .
1 Osie std. |Pas| Wiek | Grubosé | Opady temp.<0°C gra. + gra. - Odcinek | Kierunek | [%] ptyt | MLP 15-11-1 0,992 0,990 Logistyczna
2 Wiek - - - - - - - Odcinek - [%] ptyt MLP 6-3-1 0,601 0,585 Liniowa
3 Osie std. - - - - - - - Odcinek - [%] ptyt MLP 6-3-1 0,756 0,759 Tanh
4 Pas - - - - - - - Odcinek - [%] ptyt MLP 6-6-1 0,760 0,760 Wykfadnicza
5 Grubosé - - - - - - - Odcinek - [%] ptyt MLP 6-6-1 0,598 0,584 Wyktadnicza
6 Opady - - - - - - - Odcinek - [%] ptyt MLP 6-8-1 0,593 0,583 Wyktadnicza
Liczba dni z . o
7 temp.<0°C - - - - - - - Odcinek - [%] ptyt MLP 6-5-1 0,601 0,585 Tanh
8 Max. gra. + | - - - - - - - Odcinek - [%] piyt MLP 6-3-1 0,596 0,584 Tanh
9 Max. gra. - - - - - - - - Odcinek - [%] ptyt MLP 6-8-1 0,601 0,580 Tanh
10 Osie std. | Pas - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-10-1 0,995 0,995 Logistyczna
I_ - - - - - - Odcinek | Kierunek | [%] ptyt _ 0,999 0,996 Liniowa
12 Grubos$¢ | Pas - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-9-1 0,994 0,989 Tanh
13 Opady Pas - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-9-1 0,996 0,995 Liniowa
Liczba dni z . . o -
14 temp.<0°C Pas - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-4-1 0,995 0,991 Liniowa
15 Max. gra. + | Pas - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-5-1 0,994 0,991 Tanh
16 Max. gra. - | Pas - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-10-1 0,997 0,988 Tanh
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W ramach przedstawionego w poprzednim podrozdziale algorytmu (rys. 86) oraz
zgodnie z przedstawiong metodologig przeprowadzono catosciowg analize (wyniki
w tabeli 26) dla uszkodzenia typu pekniecie poprzeczne, ktére polegato na:

5. W pierwszej kolejnosci dla tego typu uszkodzenia na wejsciu przyjeto
wszystkie zmienne (poz. 1 z tab. 26) dostepne w ramach analizowanych
danych oraz okreslono jako$¢ sieci m.in. jakos¢ testowania na poziomie
0,990;

6. Kolejno przeprowadzono powyzszg procedure dla kazdego pojedynczego
parametru (poz. od 2 do 9 z tab. 26) w celu wyznaczenia dla nich
poszczegolnych modeli, w wyniku czego uzyskano osiem pojedynczych sieci
o jakosci testowania od 0,584 do 0,760;

7. Nastepnie dla zmiennej objasniajgcej o najlepszych parametrach tj. pas
przeprowadzono kolejng analize dodajgc pojedynczo pozostate zmienne w
celu okreslenia jakosci w taki sposéb opracowanych sieci (poz. od 10 do 16 z
tab. 26).

8. W wyniku przeprowadzonych analiz w ramach pkt. 3 mozna stwierdzi¢, ze
sieC neuronowa ze zmiennymi objasniajgcymi (na wejsciu) typu pas oraz
wiek nawierzchni (analiza nr. 11 z tab. 26) uzyskata najlepszg jakosc¢
testowania na poziomie 0,996. W wyniku uzyskania jedynie przy dwoch
zmiennych lepsze parametry jakosci sieci neuronowej w stosunku do sieci
uwzgledniajgcej wszystkie zmienne (analiza nr. 1 z tab. 26) proces szukania
sieci uznano za zakonczony.

Najlepszg jakos¢ uzyskata sie¢ neuronowa o architekturze MLP 9-10-1 (perceptron
wielowarstwowy majgcy dziewie¢ neurondw w warstwie wejsciowej, dziesie¢ w
warstwie ukrytej i jeden w warstwie wyjsciowej) przedstawia tab. 27. Do uczenia
sieci zostat zastosowany algorytm BFGS (w zaimplementowanej w programie wersiji
algorytmu quasi-Newtona kolejne przyblizenia odwrotnosci hesjanu wyznaczane sg
przy pomocy formuty rekurencyjnej zaproponowanej przez Broydena, Fletchera,
Goldfarba i Shanno). Sie€¢ uzyskata najmniejszy btad uczenia przy 289 iteracji
(epoki).

Tabela 27. Podstawowe informacje o sieci o strukturze MLP 9-10-1

Nazwa | Jako$c Jakosé Jakosé Btad Btfad Btad  Algorytm | Aktywacja

sieci (uczenia) (testowania) (walidacji) (uczenia) (testowania) (walidacji) (uczenia) (wyjsciowa)

0,000 |BFGS 289( Liniowa

Graficzne zestawienie danych wyuczonej, przetestowanej, zweryfikowanej sieci
SSN o strukturze 9-10-1 oraz predykcji dla roku 2022 dla wszystkich odcinkow
przedstawiono na rys . 94-98.
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Rysunek 94. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-10-1 dla
odcinka A oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
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Rysunek. 95. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-10-1 dla
odcinka B oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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Rysunek 96. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-10-1 dla
odcinka C oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 97. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-10-1 dla
odcinka D oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 98. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-10-1 dla
odcinka E oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)

6.7.3 Pekniecia krawedzi

Graficzny charakter tego typu uszkodzenia zinwentaryzowanego w ramach
przeprowadzonych badan terenowych na odcinkach jednorodnych (A-E) w okresie
szescioletnim przedstawiono na rys. 99.

Odcinek A Odcinek B
% 0,8% % 0,8%
<
= 0,6% S 0,6% _ ‘
R 0,4% S ‘
§ § 0,4% .
N 0,2% £
3 5'-' i B 0,2%
3 0,0% 3 ;
- 2016 2017 2018 2019 2020 2021 = 0,0%

2016 2017 2018 2019 2020 2021

Pas1 Pas 2 Pas3
B Pas HPas HPas HbPasl [Pas 2 [Pas3

137 |Strona



Odcinek C Odcinek D

E 5 E
S 0,2% 2 0,2%
S S
> - >
z = I S 02% | -
S 0,1% - Q
o 1 o) o
2 2 01% I . | -
3 0,1% 2 o1 P
. 1% ; . - .
3 g ” =]
o Higg (_)
2 O P SO
2016 2017 2018 2019 2020 2021 2016 2017 2018 2019 2020 2021
EPas1 [ Pas 2 Pas 3 EPas1l [ Pas 2 Pas 3
Odcinek E
=
o
5 0,2%
c
2 02% _
I ;
B _|
N 0,1% ] P [
35S
Q o p
8 01% l:i] 1 1

0,0%
2016 2017 2018 2019 2020 2021

HbPas 1 [Pas 2 Pas 3

Rysunek 99. Zestawienie procentowe ptyt z zinwentaryzowanym peknieciem
krawedzi (PK) na analizowanych odcinkach (A-E) w okresie 2016 — 2021, 1 - pas
szybki, 2 - pas wolny, 3 - pas awaryjny

W ramach opisanego wczesniej algorytmu zdecydowano, ze analizowanym
parametrem na wyjsciu bedzie procent uszkodzonych ptyt, dla ktérego przystgpiono
do opracowania sztucznej sieci neuronowej stuzgcej do prognozowania pekniecia
krawedzi (PK). Ocene wynikow rozpoczeto od oceny zbudowanych modeli i wyboru
najlepszego z nich. Przeprowadzona analiza wrazliwosci modelu semantycznego
(tab. 29) wykazata, ze wszystkie przyjete w pierwszej analizie zmienne wejsciowe
nie sg istotne. W celu okreslenia istotnych zmiennych przystgpiono do modyfikac;ji
modelu i wytypowania zmiennych, ktére majg istotny wptyw na jakos¢ sieci
neuronowej oraz zmiennych wyjsciowych, ktére nie poprawiajg jakosci i zaburzajg
proces uczenia. W wyniku przeprowadzonych dalszych modyfikacji, mozna
wywnioskowag, ze sie¢ neuronowa uzyskuje najlepszg warto$¢ (jakos¢ testowania)
podczas analizy nr 10, przy uwzglednieniu na wejsciu danych z informacjg o pasie
oraz wieku nawierzchni.
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Tabela 29. Rodzaje SSN i architektura opracowanych modeli neuronowych dla uszkodzenia pekniecia krawedzi (PK) w ramach
analizy wrazliwoséci dla zmiennych wejsciowych

Podsumowanie
Nr_. Wejscia ilosciowe Wejscia jakosciowe .lej_sua Jakoéé Jakoéé Aktvwacia
analizy ilosciowe |  Nazwa sieci ywac
(Uczenia) | (Testowania) | (wyjsciowa)
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
- . . Liczba dni z | Max. Max. . .
1 Osie std. Pas | Wiek | Grubo$¢ | Opady temp.<0°C | gra. + | gra. - Odcinek | Kierunek | [%] ptyt MLP 15-4-1 0,817 0,785 Tanh
2 Wiek - - - - - - - Odcinek - [%] ptyt MLP 6-7-1 0,613 0,602 Liniowa
3 Osie std.. - - - - - - - Odcinek - [%] ptyt MLP 6-5-1 0,469 0,351 Wyktadnicza
4 Pas - - - - - - - Odcinek - [%] ptyt MLP 6-9-1 0,557 0,698 Tanh
5 Grubosé - - - - - - - Odcinek - [%] ptyt MLP 6-4-1 0,328 0,372 Tanh
6 Opady - - - - - - - Odcinek - [%] ptyt MLP 6-8-1 0,426 0,387 Tanh
7 Liczbadniz | - - - - - - Odcinek - %] ptyt |  MLP6-8-1 0,462 0,337 Wyktadnicza
temp.<0°C ol Pty ! ! ¥
8 Max. gra. + - - - - - - - Odcinek - [%] ptyt MLP 6-9-1 0,333 0,374 Tanh
9 Max. gra. - - - - - - - - Odcinek - [%] ptyt MLP 6-6-1 0,419 0,374 Logistyczna
11 Osie std. Wiek - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-4-1 0,778 0,799 Tanh
12 Grubosé Wiek - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-10-1 0,674 0,717 Liniowa
13 Opady Wiek - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-5-1 0,726 0,704 Logistyczna
14 Liczba dni z Wiek - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-5-1 0,798 0,808 Logistyczna
temp.<0°C ol Py ! ! ISty
15 Max. gra. + | Wiek - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-9-1 0,649 0,707 Tanh
16 Max. gra. - | Wiek - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-9-1 0,731 0,700 Tanh
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Szczegotowe informacje o sieci neuronowej o architekturze MLP 9-6-1 (perceptron
wielowarstwowy majgcy dziewie¢ neurondw w warstwie wejsciowej, sze$¢ w
warstwie ukrytej i jeden w warstwie wyjsciowej) przedstawia tab. 28. Do uczenia
sieci zostat zastosowany algorytm BFGS (w zaimplementowanej w programie wers;ji
algorytmu quasi-Newtona kolejne przyblizenia odwrotnosci hesjanu wyznaczane sg
przy pomocy formuty rekurencyjnej zaproponowanej przez Broydena, Fletchera,
Goldfarba i Shanno). Sie¢ uzyskata najmniejszy btagd uczenia przy zrealizowaniu 55
iteracji (epoki).

Tabela 28. Podstawowe informacje o sieci o strukturze MLP 9-6-1
Nazwa  Jakosé Jakos¢ Jakos¢ Biad Btad Biad Algorytm  Aktywacja

sieci  (uczenia) (testowania) (walidacji) (uczenia) (testowania) (walidacji) (uczenia) (wyjsciowa)

MLP 9-6-1| 0,918 0,954 0,917 0,000 0,000 0,000 | BFGS 55 | Logistyczna

Graficzne zestawienie danych wyuczonej, przetestowanej, zweryfikowanej sieci
SSN o strukturze 9-6-1 oraz predykcji dla roku 2022 dla wszystkich odcinkow
przedstawiono na rys. 100-104.
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Rysunek 100. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka A oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 101. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka B oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
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Rysunek 102. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka C oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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Rysunek 103. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka D oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
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Rysunek 104. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka E oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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6.7.4 Uszkodzenia narozy

Graficzny charakter tego typu uszkodzenia zinwentaryzowanego w ramach
przeprowadzonych badan terenowych na odcinkach jednorodnych (A-E) w okresie
szescioletnim przedstawiono na rys 105.
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Rysunek 105. Zestawienie procentowe ptyt ze zinwentaryzowanym uszkodzeniem
narozy (UN) na analizowanych odcinkach (A-E) w okresie 2016 — 2021, 1 - pas
szybki, 2 - pas wolny, 3 - pas awaryjny

Zgodnie z opracowanym algorytmem (rys. 86) przeprowadzono catosciowg analize
(wyniki w tabeli 31) dla uszkodzenia narozy.
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Tabela 31. Rodzaje SSN i architektura opracowanych modeli neuronowych dla uszkodzenia narozy (UN) w ramach analizy
wrazliwosci dla zmiennych wejsciowych

Podsumowanie
Nr. o I , . Wyjscia . . )
analizy Wejscia ilosciowe Wejscia jakosciowe ilosciowe | Nazwa sieci Jakoéé Jakogé Aktywacja
(Uczenia) | (Testowania) | (wyjsciowa)
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
1 Osiestd. | Pas | Wiek | Grubosé | Opady | M0 dniz | Max. | Max. | o 0| Kierunek | [%] pyt | MLP 15-12-1| 0,998 0,986 Liniowa
temp.<0°C gra. + gra. -
2 Wiek - - - - - - - Odcinek - [%] ptyt MLP 6-5-1 0,351 0,474 Logistyczna
3 Osie std. - - - - - - - Odcinek - [%] ptyt MLP 6-3-1 0,721 0,742 Tanh
4 Pas - - - - - - - Odcinek - [%] ptyt MLP 6-5-1 0,822 0,868 Liniowa
5 Grubosé - - - - - - - Odcinek - [%] ptyt MLP 6-4-1 0,343 0,437 Tanh
6 Opady - - - - - - - Odcinek - [%] ptyt MLP 6-4-1 0,342 0,454 Liniowa
Liczba dni z . o
7 temp.<0°C - - - - - - - Odcinek - [%] ptyt MLP 6-6-1 0,336 0,486 Tanh
8 Max. gra. + - - - - - - - Odcinek - [%] ptyt MLP 6-7-1 0,366 0,440 Liniowa
9 Max. gra. - - - - - - - - Odcinek - [%] ptyt MLP 6-6-1 0,345 0,501 Wyktadnicza
11 Wiek Pas - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-3-1 0,975 0,975 Wyktfadnicza
12 Grubos¢ Pas - - - - - - Odcinek | Kierunek | [%] ptyt | MLP 9-9-1 0,985 0,980 Tanh
13 Opady Pas - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-7-1 0,986 0,981 Liniowa
14 Liczbadniz - - - - - Odcinek | Kierunek | [%] ptyt | MLP9-6-1 | 0,986 0,981 Liniowa
temp.<0°C
15 Max. gra. + Pas - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-6-1 0,986 0,976 Tanh
16 Max. gra. - Pas - - - - - - Odcinek | Kierunek | [%] ptyt MLP 9-9-1 0,990 0,981 Liniowa
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Proces analizy polegat na:

1.

4.

W pierwszej kolejnosci dla tego typu uszkodzenia na wejsciu przyjeto
wszystkie zmienne (poz. 1 z tab. 31) dostepne w ramach analizowanych
danych oraz okre$lono jako$¢ sieci m.in. jakos¢ testowania na poziomie
0,986;

Kolejno przeprowadzono powyzszg procedure dla kazdego pojedynczego
parametru (poz. od 2 do 9 z tab. 31) w celu wyznaczenia dla nich
poszczegolnych modeli, w wyniku czego uzyskano osiem pojedynczych sieci
o jakosci testowania od 0,440 do 0,822;

Nastepnie dla zmiennej objasniajgcej o najlepszych parametrach tj. pas
przeprowadzono kolejng analize dodajgc pojedynczo pozostate zmienne w
celu okreslenia jakosci w taki sposéb opracowanych sieci (poz. od 10 do 16 z
tab. 26).

W wyniku przeprowadzonych analiz w ramach pkt. 3 mozna stwierdzic, ze
sieC neuronowa ze zmiennymi objasniajgcymi (na wejsciu) typu pas oraz
osie standardowe (analiza nr. 10 z tab. 26) uzyskata najlepszg jakosc
testowania na poziomie 0,987. W wyniku uzyskania jedynie przy dwoch
zmiennych lepsze parametry jakosci sieci neuronowej w stosunku do sieci
uwzgledniajgcej wszystkie zmienne (analiza nr. 1 z tab. 26) proces szukania
sieci uznano za zakonczony.

Szczegodtowe informacije o sieci neuronowej o architekturze MLP 9-6-1 (perceptron
wielowarstwowy majgcy dziewie¢ neurondw w warstwie wejsciowej, sze$¢ w
warstwie ukrytej i jeden w warstwie wyjsciowej) przedstawia tab. 30. Do uczenia
sieci zostat zastosowany algorytm BFGS (w zaimplementowanej w programie wersiji
algorytmu quasi-Newtona kolejne przyblizenia odwrotnosci hesjanu wyznaczane sg
przy pomocy formuty rekurencyjnej zaproponowanej przez Broydena, Fletchera,
Goldfarba i Shanno). Sie¢ uzyskata najmniejszy btgd uczenia przy zrealizowaniu
176 iteracji (epoki).

Tabela 30. Podstawowe informacje o sieci o strukturze MLP 9-6-1

Nazwa  Jakosc Jakosé Jakosé Btad Btad Btad Algorytm  Aktywacja

Sieci

(uczenia) (testowania) (walidacji) (uczenia) (testowania) (walidacji) (uczenia) (wyjsciowa)

0,000 (BFGS 176 Liniowa

Graficzne zestawienie danych wyuczonej, przetestowanej, zweryfikowanej sieci
SSN o strukturze 9-6-1 oraz predykcji dla roku 2022 dla wszystkich odcinkow
przedstawiono na rys. 106-110.
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Rysunek 106. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka A oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)

Odcinek B - Uszkodzenie narozy [% pilyt]

8 g
0,9% . o X ) S
° % - 55 S
. K& = S
0,8% R RN oo
S S NS
X, g-u:_ o)
0,7% B ©
7 Om
o
s
a 0,6%
ey
o
£ 0,5%
) (4]
Q
3
< 0,4%
(%]
2 2
B 0,3% R e R S 9 0
30, oX 2R N SR =R, NR R S
= #3 8% e | B8 2 || °ass 2 3
., SO ©Sc o I Og i S = S Yo s o
0,2% o £ X ) o= ='e) o
o C o o o
o3 S o ©
0,1% °| 3 ‘
0,0% | |
1 2 3 1 2 3 1 2 3 1 2 3 1 2 3 1 2 3 1 2 3
2016 2017 2018 2019 2020 2021 2022
W Badania terenowe B MLP 9-6-1 (Uczenie) B MLP 9-6-1 (Test)
MLP 9-6-1 (Walidacja) B MLP 9-6-1 (Predykcja)

Rysunek 107. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka B oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 108. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka C oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
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Rysunek 109. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka D oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)

147 | Strona



Odcinek E - Uszkodzenie narozy [% piyt]

2 s 2 2 X
Fxe S 53 58 S
9 o 9 QR oXR iy .
0,9% 0\ 2% a2 S S s
X o
R RS
0,8% NN =
Sy
0,7%
)
=
g— 0,6%
o
>
5 0,5%
N
-
2 0,4%
3
> N
g 03% < 2 R g8/ g
S 2 8 ox S8 o =B o8 is R R
02% §30\° éﬁ X -3 a\°§ O‘gém 63 E: 36;‘ S o
T e Rl = 83|l (o8& o5 o =9 S o
o > o et Ne) o O
o I | I
1 2 3 1 2 3 1 2 3 1 2 1 2 3 1 2 3 1 2 3
2016 2017 2018 2019 2020 2021 2022
W Badania terenowe B MLP 9-6-1 (Uczenie) B MLP 9-6-1 (Test)
MLP 9-6-1 (Walidacja) B MLP 9-6-1 (Predykcja)

Rysunek 110. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka E oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)

6.7.5 Uszkodzenia powierzchni

Graficzny charakter uszkodzen powierzchniowych zinwentaryzowanych w
ramach przeprowadzonych badan terenowych na odcinkach jednorodnych (A-E) w
okresie szescioletnim przedstawiono na rys. 111.

Odcinek A Odcinek B
= -
o >
5 6% a
= 5 8%
R 4% £
3 Q6%
5 2% 4%
N S
[e] O
2 82%

Q
X

2016 2017 2018 2019 2020 2021

0%
2016 2017 2018 2019 2020 2021

[Pas1l [Pas2 [[1Pas3
HbPas1l [Pas2 [1Pas3

148 |Strona



Odcinek C Odcinek D

0%
2016 2017 2018 2019 2020 2021

3%
3%
2%
2%
1%
1%
0%

.
X

llo$¢ uszkodzonych ptyt

llo$¢ uszkodzonych ptyt

=
X

2016 2017 2018 2019 2020 2021

[HPas1 [Pas?2 Pas 3 mPas1l [Pas2 Pas 3

Odcinek E

5%
4%
3% |
2% |
1%
0%

llo$¢ uszkodzonych ptyt

2016 2017 2018 2019 2020 2021

HbPas1l [IPas2 Pas 3

Rysunek 111. Zestawienie procentowe ptyt z zinwentaryzowanym uszkodzeniem
powierzchniowym (UP) na analizowanych odcinkach (A-E) w okresie 2016 — 2021,
1 - pas szybki, 2 - pas wolny, 3 - pas awaryjny

W ramach opisanego wczesniej algorytmu zdecydowano, ze analizowanym
parametrem na wyjsciu bedzie procent uszkodzonych ptyt, dla ktérego przystgpiono
do opracowania sztucznej sieci neuronowej stuzgcej do prognozowania
uszkodzenia powierzchniowego (UP).

Ocene wynikéw rozpoczeto od oceny zbudowanych modeli i wyboru najlepszego z
nich. Przeprowadzona analiza wrazliwosci modelu semantycznego (tab. 33)
wykazata, ze wszystkie przyjete w pierwszej analizie zmienne wejsciowe nie sg
istotne. W celu okreslenia istotnych zmiennych przystgpiono do modyfikacji modelu
i wytypowania zmiennych, ktére majg istotny wptyw na jakos¢ sieci neuronowej oraz
zmiennych wyjsciowych, ktore nie poprawiajg jakosci i zaburzajg proces uczenia.

W wyniku przeprowadzonych dalszych modyfikacji, mozna wywnioskowac, ze siec
neuronowa uzyskuje najlepszg wartos¢ (jakos¢ testowania) w ramach analizy nr 10
przy uwzglednieniu na wejsciu danych z informacjg o pasie oraz obcigzenia ruchem
(osie standardowe).

149 |Strona



Tabela 33. Rodzaje SSN i architektura opracowanych modeli neuronowych dla uszkodzenia powierzchniowego (UP) w ramach
analizy wrazliwoséci dla zmiennych wejsciowych

Podsumowanie
Nr.. Wejscia ilosciowe Wejscia jakosciowe .lej_sua Jakoéé Jakoéé Aktvwacia
analizy ilosciowe | Nazwa sieci ywac)
(Uczenia) | (Testowania) | (wyjsciowa)
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
1 Osie std. | Pas | Wiek | Grubos¢ | Opady Liczba dn°| z| Max. | Max. Odcinek | Kierunek | [%] ptyt | MLP 15-13-1 | 0,993 0,984 Logistyczna
temp.<0°C | gra.+ | gra.-
2 Wiek - - - - - - - Odcinek - [%] ptyt MLP 6-6-1 0,334 0,527 Logistyczna
3 Osie std. - - - - - - - Odcinek - [%] ptyt MLP 6-8-1 0,834 0,871 Tanh
4 Pas - - - - - - - Odcinek - [%] ptyt MLP 6-6-1 0,885 0,873 Liniowa
5 Grubos¢ - - - - - - - Odcinek - [%] ptyt MLP 6-5-1 0,320 0,502 Liniowa
6 Opady - - - - - - - Odcinek - [%] ptyt MLP 6-8-1 0,322 0,489 Liniowa
7 |Gezbadniz | - - - - - | odcinek - [%]ptyt | MLP6-81 | 0,311 0,534 Tanh
temp.<0°C
8 Max. gra. + | - - - - - - - Odcinek - [%] ptyt MLP 6-7-1 0,321 0,504 Wyktadnicza
9 Max. gra.- | - - - - - - - Odcinek - [%] ptyt MLP 6-8-1 0,326 0,491 Logistyczna
11 Wiek Pas - - - - - - Odcinek Kierunek [%] ptyt MLP 9-6-1 0,983 0,986 Tanh
12 Grubos¢ Pas - - - - - - Odcinek Kierunek [%] ptyt MLP 9-5-1 0,982 0,984 Tanh
13 Opady Pas - - - - - - Odcinek | Kierunek [%] ptyt MLP 9-6-1 0,995 0,995 Liniowa
Liczba dni z . . o .
14 temp.<0°C Pas - - - - - - Odcinek | Kierunek [%] ptyt MLP 9-6-1 0,993 0,995 Logistyczna
15 Max. gra. + | Pas - - - - - - Odcinek Kierunek [%] ptyt MLP 9-6-1 0,991 0,995 Logistyczna
16 Max. gra. - | Pas - - - - - - Odcinek | Kierunek [%] ptyt MLP 9-7-1 0,987 0,991 Tanh
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Szczegotowe informacje o sieci neuronowej o architekturze MLP 9-6-1
(perceptron wielowarstwowy majgcy dziewie¢ neuronéw w warstwie wejsciowej,
sze$¢ w warstwie ukrytej i jeden w warstwie wyjsciowej) przedstawia tab. 32. Do
uczenia sieci zostat zastosowany algorytm BFGS (w zaimplementowanej w
programie wersji algorytmu quasi-Newtona kolejne przyblizenia odwrotnosci
hesjanu wyznaczane sg przy pomocy formuty rekurencyjnej zaproponowanej przez
Broydena, Fletchera, Goldfarba i Shanno). Sie¢ uzyskata najmniejszy btagd uczenia
przy zrealizowaniu 136 iteracji (epoki).

Tabela 32. Podstawowe informacje o sieci o strukturze MLP 9-6-1

Nazwa  Jakosc Jakosé Jakosé Btad Btfad Btad Algorytm  Aktywacja

sieci  (uczenia) (testowania) (walidacji) (uczenia) (testowania) (walidacji) (uczenia) (wyjsciowa)

MLP 9-6-1| 0,996 0,995 0,993 0,000 0,000 0,000 (BFGS 136| Liniowa

Graficzne zestawienie danych wyuczonej, przetestowanej, zweryfikowanej sieci
SSN o strukturze 9-6-1 oraz predykcji dla roku 2022 dla wszystkich odcinkow
przedstawiono na rys. 112 — 115.
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Rysunek 112. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka A oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 113. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka B oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 114. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka C oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 115. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka D oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
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Rysunek 116. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-6-1 dla
odcinka E oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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6.7.6 Wykruszenia szczelin
Graficzny charakter wykruszen szczelin zinwentaryzowanych w ramach

przeprowadzonych badan terenowych na odcinkach jednorodnych (A-E) w okresie
szescioletnim przedstawiono na rys. 117.
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Rysunek 117. Zestawienie procentowe ptyt ze zinwentaryzowanym uszkodzeniem
powierzchniowym (UP) na analizowanych odcinkach (A-E) w okresie 2016 — 2021,
1 - pas szybki, 2 - pas wolny, 3 - pas awaryjny

W ramach opisanego wczesniej algorytmu zdecydowano, ze analizowanym
parametrem na wyjsciu bedzie procent uszkodzonych ptyt, dla ktérego przystgpiono
do opracowania sztucznej sieci neuronowej stuzgcej do prognozowania
wykruszenia szczeliny (WS).

Ocene wynikow rozpoczeto od oceny zbudowanych modeli i wyboru najlepszego z
nich. Przeprowadzona analiza wrazliwosci modelu semantycznego (tab. 34)
wykazata, ze wszystkie przyjete w pierwszej analizie zmienne wejsciowe nie sg
istotne. W celu okreslenia istotnych zmiennych przystgpiono do modyfikacji modelu
i wytypowania zmiennych, ktére majg istotny wptyw na jakos¢ sieci neuronowej oraz
zmiennych wyjsciowych, ktore nie poprawiajg jakosci i zaburzajg proces uczenia.

W wyniku przeprowadzonych dalszych modyfikacji, mozna wywnioskowac, ze sie¢
neuronowa uzyskuje najlepszg warto$¢ (jakos$¢ testowania) podczas analizy nr 10
przy uwzglednieniu na wejsciu danych z informacjg o wieku oraz obcigzeniu ruchem
(osie standardowe).
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Tabela 34. Rodzaje SSN i architektura opracowanych modeli neuronowych dla uszkodzenia typu wykruszenie szczeliny (WS) w
ramach analizy wrazliwosci dla zmiennych wejsciowych

Podsumowanie
Nr. o o Wyjscia s s .
Analizy Wejscia ilosciowe Wejscia jakosciowe ilofciowe | Nazwa sieci Jakoéé Jakoéé Aktywacja
(Uczenia) | (Testowania) | (wyjsciowa)
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
. . L. Liczbadniz | Max. Max. . .
1 Osie std. | Wiek | Pas | Grubos¢ | Opady . Odcinek | Kierunek | [%]ptyt | MLP 15-6-1 0,933 0,773 Tanh
temp.<0°C | gra.+ | gra.-

2 Wiek - - - - - - - Odcinek - [%] ptyt MLP 6-9-1 0,735 0,705 Liniowa

3 Osie std. - - - - - - - Odcinek - [%] ptyt MLP 6-6-1 0,487 0,734 Tanh

4 Pas - - - - - - - Odcinek - [%] ptyt MLP 6-3-1 0,577 0,882 Wyktadnicza
5 Grubos¢ - - - - - - - Odcinek - [%] ptyt MLP 6-8-1 0,416 0,694 Tanh

6 Opady - - - - - - - Odcinek - [%] ptyt MLP 6-3-1 0,574 0,671 Liniowa

Liczba dni z . o .
7 temp.<0°C - - - - - - - Odcinek - [%] ptyt MLP 6-7-1 0,506 0,665 Logistyczna
8 Max. gra. + - - - - - - - Odcinek - [%] ptyt MLP 6-3-1 0,720 0,695 Wykfadnicza
9 Max. gra. - - - - - - - - Odcinek - [%] ptyt MLP 6-6-1 0,626 0,585 Wykfadnicza
11 Pas Wiek - - - - - - Odcinek | Kierunek [%] ptyt MLP 9-3-1 0,873 0,863 Liniowa
12 Grubos¢ Wiek | - - - - - - Odcinek | Kierunek [%] ptyt MLP 9-3-1 0,684 0,683 Logistyczna
13 Opady Wiek | - - - - - - Odcinek | Kierunek [%] ptyt MLP 9-8-1 0,810 0,715 Logistyczna
1g | tezbadniz bl - - - - - | odcinek | Kierunek | [%]ptyt | MLP9-9-1 | 0,813 0,712 Liniowa
temp.<0°C
15 Max. gra. + | Wiek | - - - - - - Odcinek | Kierunek [%] ptyt MLP 9-3-1 0,698 0,698 Tanh
16 Max. gra.- | Wiek | - - - - - - Odcinek | Kierunek [%] ptyt | MLP 9-10-1 0,673 0,642 Liniowa
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Szczegotowe informacje o sieci neuronowej o architekturze MLP 9-7-1
(perceptron wielowarstwowy majgcy dziewie¢ neuronéw w warstwie wejsciowej,
siedem w warstwie ukrytej i jeden w warstwie wyjsciowej) przedstawia tab. 35. Do
uczenia sieci zostat zastosowany algorytm BFGS (w zaimplementowanej w
programie wersji algorytmu quasi-Newtona kolejne przyblizenia odwrotnosci
hesjanu wyznaczane sg przy pomocy formuty rekurencyjnej zaproponowanej przez
Broydena, Fletchera, Goldfarba i Shanno). Sie¢ uzyskata najmniejszy btagd uczenia
przy zrealizowaniu 144 iteracji (epoki).

Tabela 35. Podstawowe informacje o sieci o strukturze MLP 9-7-1

Nazwa  Jakosc Jakosé Jakosé Btad Btfad Btad Algorytm  Aktywacja

sieci  (uczenia) (testowania) (walidacji) (uczenia) (testowania) (walidacji) (uczenia) (wyjsciowa)

MLP 9-7-1| 0,997 0,964 0,931 0,000 0,000 0,000 |BFGS 144 Logistyczna

Graficzne zestawienie danych wyuczonej, przetestowanej, zweryfikowanej sieci
SSN o strukturze 9-7-1 oraz predykcji dla roku 2022 dla wszystkich odcinkow
przedstawiono na rys. 118 — 122.
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Rysunek 118. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-7-1 dla
odcinka A oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 119. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-7-1 dla
odcinka B oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 120. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-7-1 dla
odcinka C oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 121. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-7-1 dla
odcinka D oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 122. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-7-1 dla
odcinka E oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)

159 |Strona



6.8 Wyniki modelowania [% powierzchni]
6.8.1 Uszkodzenie narozy

Graficzny charakter uszkodzen narozy zinwentaryzowanych w ramach
przeprowadzonych badan terenowych na odcinkach jednorodnych (A-E) w okresie
szescioletnim w odniesieniu do powierzchni nawierzchni przedstawiono na rys. 123.
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Rysunek 123. Zestawienie procentowe powierzchni ze zinwentaryzowanym
uszkodzeniem narozy (UN) na analizowanych odcinkach (A-E) w okresie 2016 —
2021, 1 - pas szybki, 2 - pas wolny, 3 - pas awaryjny
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W ramach ponizszego podrozdziatu i prowadzonych dodatkowych analiz dla
uszkodzen z informacjg o powierzchni tj. UN/UP oraz WS w celu zweryfikowania
opracowanej metodologii budowy modeli neuronowych zdecydowano tym razem, ze
analizowanym parametrem na wyjsciu bedzie procent uszkodzonej powierzchni
ptyt, dla ktérego przystgpiono do opracowania sztucznej sieci neuronowej zgodnie z
przyjetym algorytmem (rys. 86) stuzgcym do prognozowania wyzej wskazanych
typow uszkodzen.

Parametrami wejsciowymi budowanej sieci jest te same osiem parametréw
opisujacych indywidualny charakter badanych odcinkéw nawierzchni z betonu
cementowego: osie standardowe, pas jezdni, wiek, grubos¢, ilos¢ opaddw, liczba
dni z temperaturg mniejszg niz 0°C, maksymalny gradient (+) oraz maksymalny
gradient (-). Nauke sieci przeprowadzono z wykorzystaniem algorytmu Broydena-
Fletchera-Goldfarba-Shanno (BFGS). Baze danych stanowity zgromadzone
informacje z przeprowadzonych badan terenowych w ramach zmodyfikowanej
wizualnej metody oceny stanu technicznego nawierzchni z betonu cementowego,
analizy danych ruchowych ze stacji zliczania ruchu oraz ich przeliczenia na osie
standardowe oraz danych ze stacji meteorologicznych rozlokowanych w obrebie
analizowanych odcinkéw jednorodnych.

W rozwigzaniu problemu przeprowadzono ponizsze czynnosci:

1. W pierwszej kolejnosci dla tego typu uszkodzenia na wejsciu przyjeto
wszystkie zmienne (poz. 1 z tab. 36) dostepne w ramach analizowanych
danych oraz wyznaczono jako$¢ tak uzyskanych sieci m.in. jakos¢
testowania na poziomie 0,874;

2. Kolejno przeprowadzono powyzszg procedure dla kazdego pojedynczego
parametru (poz. od 2 do 9 z tab. 36) w celu wyznaczenia dla nich
poszczegolnych modeli, w wyniku czego uzyskano osiem pojedynczych sieci
o jakosci parametru testowania od 0,375 do 0,818;

3. Nastepnie dla zmiennej objasniajgcej o najlepszych parametrach tj. pas
przeprowadzono kolejng analize dodajgc pojedynczo pozostate zmienne w
celu okreslenia jakosci w taki sposéb opracowanych sieci (poz. od 10 do 16 z
tab. 36).

4. W wyniku przeprowadzonych analiz w ramach pkt. 3 mozna stwierdzi¢, ze
sieC neuronowa ze zmiennymi objasniajacymi (na wejsciu) typu pas oraz
osie standardowe (analiza nr. 10 z tab. 36) uzyskata najlepszg jakosc¢
testowania na poziomie 0,942. W wyniku uzyskania jedynie przy dwoch
zmiennych lepszg jako$¢ sieci neuronowej w stosunku do sieci
uwzgledniajgcej wszystkie zmienne (analiza nr. 1 z tab. 36) proces szukania
sieci uznano za zakonczony.
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Tabela 36. Rodzaje SSN i architektura opracowanych modeli neuronowych dla uszkodzenia typu uszkodzenie narozy (UN) w
ramach analizy wrazliwosci dla zmiennych wejsciowych

. . Podsumowanie
N Wejscia ilosciowe Wejscia Wyjscia P » -
analizy ) jakoéciowe ilo$ciowe Nazwa sieci | 12K0s¢ Jakos¢ Aktywacja
(Uczenia) | (Testowania) | (wyjsciowa)
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
1 Osie std. Pas | Wiek | Grubos¢ | Opady Liczba dn°| z | Max.gra.|  Max. Odcinek | Kierunek | [%] powierzchni | MLP 15-8-1 | 0,965 0,874 Tanh
temp.<0°C + gra. -
2 Wiek - - - - - - - Odcinek - [%] powierzchni | MLP 6-7-1 0,448 0,544 Liniowa
3 Osie std. - - - - - - - Odcinek - [%] powierzchni | MLP 6-9-1 0,678 0,785 Tanh
I- - - - - - - - Odcinek - [%] powierzchni - 0,765 0,818 Tanh
5 Grubos¢ - - - - - - - Odcinek - [%] powierzchni | MLP 6-5-1 0,346 0,488 Liniowa
6 Opady - - - - - - - Odcinek - [%] powierzchni | MLP 6-5-1 0,357 0,448 Liniowa
7 Liczba dnol z - - - - - - - Odcinek - [%] powierzchni | MLP 6-6-1 0,345 0,458 Liniowa
temp.<0°C
8 Max. gra. + - - - - - - - Odcinek - [%] powierzchni | MLP 6-9-1 0,363 0,424 Liniowa
9 Max. gra. - - - - - - - - Odcinek - [%] powierzchni | MLP 6-9-1 0,442 0,375 Liniowa
11 Wiek Pas - - - - - - Odcinek | Kierunek | [%] powierzchni | MLP 9-8-1 0,976 0,892 Logistyczna
12 Grubosé Pas - - - - - - Odcinek | Kierunek | [%] powierzchni | MLP 9-10-1 | 0,848 0,892 Logistyczna
13 Opady Pas - - - - - - Odcinek | Kierunek | [%] powierzchni | MLP 9-5-1 0,784 0,841 Tanh
14 | Hebadniz g o - - ; ; - Odcinek | Kierunek | [%] powierzchni | MLP 9-7-1 | 0,871 0,719 Tanh
temp.<0°C
15 Max. gra. + Pas - - - - - - Odcinek | Kierunek | [%] powierzchni | MLP 9-8-1 0,859 0,858 Liniowa
16 Max. gra. - Pas - - - - - - Odcinek | Kierunek | [%] powierzchni | MLP 9-5-1 0,914 0,920 Tanh
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Szczegotowe informacje o sieci neuronowej o architekturze MLP 9-9-1 (perceptron
wielowarstwowy majgcy dziewie¢ neurondéw w warstwie wejsciowej, dziewie¢ w
warstwie ukrytej i jeden w warstwie wyjsciowej) przedstawia tab. 37. Do uczenia
sieci zostat zastosowany algorytm BFGS (w zaimplementowanej w programie wers;ji
algorytmu quasi-Newtona kolejne przyblizenia odwrotnosci hesjanu wyznaczane sg
przy pomocy formuty rekurencyjnej zaproponowanej przez Broydena, Fletchera,
Goldfarba i Shanno). Sie¢ uzyskata najmniejszy btgd uczenia przy zrealizowaniu
292 iteracji (epoki).

Tabela 37. Podstawowe informacje o sieci o strukturze MLP 9-7-1

Nazwa  Jakosc Jakosé Jakosé Btad Btfad Btad Algorytm  Aktywacja

sieci  (uczenia) (testowania) (walidacji) (uczenia) (testowania) (walidacji) (uczenia) (wyjsciowa)

MLP 9-9-1| 0,980 0,942 0,954 0,000 0,000 0,000 |BFGS 292| Logistyczna

Graficzne zestawienie danych wyuczonej, przetestowanej, zweryfikowanej sieci
SSN o strukturze 9-9-1 oraz predykcji dla roku 2022 dla wszystkich odcinkow
przedstawiono na rys. 124 — 128.
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Rysunek 124. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-9-1 dla
odcinka A oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 125. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-9-1 dla
odcinka B oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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Rysunek 126. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-9-1 dla
odcinka C oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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Rysunek 127. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-9-1 dla
odcinka D oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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Rysunek 128. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-9-1 dla
odcinka E oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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6.8.2 Uszkodzenie powierzchni

Graficzny charakter uszkodzeh powierzchni zinwentaryzowanych w ramach
przeprowadzonych badan terenowych na odcinkach jednorodnych (A-E) w okresie
szescioletnim w odniesieniu do powierzchni zajmowanej przez nawierzchnie
przedstawiono na rys. 129.
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Rysunek 129. Zestawienie procentowe powierzchni ze zinwentaryzowanym
uszkodzeniem powierzchni (UP) na analizowanych odcinkach (A-E) w okresie
2016 — 2021, 1 - pas szybki, 2 - pas wolny, 3 - pas awaryjny

W ramach przedstawionego i oméwionego algorytmu (rys. 86) oraz zgodnie z
przedstawiong metodologig przeprowadzono cato$ciowg analize do opracowania
sieci neuronowej do prognozowania uszkodzenia powierzchni (wyniki w tabeli 38),
ktorej proces polegat na:

1. W pierwszej kolejnosci dla tego typu uszkodzenia na wejsciu przyjeto
wszystkie zmienne (poz. 1 z tab. 38) dostepne w ramach analizowanych
danych oraz okreslono jako$¢ sieci m.in. jakos¢ testowania na poziomie
0,948;

2. Kolejno przeprowadzono powyzszg procedure dla kazdego pojedynczego
parametru (poz. od 2 do 9 z tab. 38) w celu wyznaczenia dla nich
poszczegolnych modeli, w wyniku czego uzyskano osiem pojedynczych sieci
o jakosci testowania od 0,154 do 0,804;

3. Nastepnie dla zmiennej objasniajgcej o najlepszych parametrach tj. pas (poz.
4 z tab. 28) przeprowadzono kolejng analize dodajgc pojedynczo pozostate
zmienne w celu okreslenia jakosci w taki sposdb opracowanych sieci (poz.
od 10 do 16 z tab. 38).

4. W wyniku przeprowadzonych analiz w ramach pkt. 3 mozna stwierdzi¢, ze
sieC neuronowa ze zmiennymi objasniajgcymi (na wejsciu) typu pas oraz
osie obliczeniowe (analiza nr. 10 z tab. 38) uzyskata najlepszg jakos¢
testowania na poziomie 0,982. W wyniku uzyskania jedynie przy dwoch
zmiennych lepsze parametry jakosci sieci neuronowej w stosunku do sieci
uwzgledniajgcej wszystkie przyjete zmienne (analiza nr. 1 z tab. 38) proces
wyznaczania sieci neuronowej dla tego typu uszkodzenia uznano za
zakonczony.
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Tabela 38. Rodzaje SSN i architektura opracowanych modeli neuronowych dla uszkodzenia typu uszkodzenie powierzchni (UP) w

ramach analizy wrazliwosci dla zmiennych wejsciowych

Podsumowanie

Nr. N AU L. Wyjscia
; Wejscia ilosciowe Wejscia jakosciowe Lo Jakoéé Jakoéé Aktywacja
analizy ilociowe Nazwa sieci

(Uczenia) | (Testowania) | (wyjsciowa)
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
1 Osie std. Pas | Wiek | Grubo$¢ | Opady I:;:'z':): 3(;‘:(:2 Max;gra. Max. gra. - | Odcinek | Kierunek | [%] powierzchni | MLP 15-9-1 0,995 0,948 Wyktadnicza
2 Wiek - - - - - - - Odcinek - [%] powierzchni | MLP 6-4-1 0,309 0,308 Tanh
3 Osie std. - - - - - - - Odcinek - [%] powierzchni | MLP 6-4-1 0,815 0,570 Wyktadnicza
4 Pas - - - - - - - Odcinek - [%] powierzchni | MLP 6-4-1 0,812 0,804 Logistyczna
5 Grubos¢ - - - - - - - Odcinek - [%] powierzchni | MLP 6-6-1 0,260 0,316 Liniowa
6 Opady - - - - - - - Odcinek - [%] powierzchni | MLP 6-4-1 0,359 0,154 Liniowa
7 Liczba dn|°z - - - - - - - Odcinek - [%] powierzchni | MLP 6-5-1 0,356 0,303 Liniowa

temp.<0
8 Max. gra. + - - - - - - - Odcinek - [%] powierzchni | MLP 6-4-1 0,360 0,298 Logistyczna
9 Max. gra. - - - - - - - - Odcinek - [%] powierzchni | MLP 6-5-1 0,244 0,205 Logistyczna
11 Wiek Pas - - - - - - Odcinek | Kierunek | [%] powierzchni | MLP 9-8-1 0,984 0,946 Liniowa
12 Grubos¢ Pas - - - - - - Odcinek | Kierunek | [%] powierzchni | MLP 9-7-1 0,955 0,937 Wyktadnicza
13 Opady Pas - - - - - - Odcinek | Kierunek | [%] powierzchni | MLP 9-8-1 0,804 0,752 Wyktadnicza
14 Liczba dn|°z Pas - - - - - - Odcinek | Kierunek | [%] powierzchni | MLP 9-7-1 0,953 0,929 Liniowa
temp.<0

15 Max. gra. + Pas - - - - - - Odcinek | Kierunek | [%] powierzchni | MLP 9-8-1 0,884 0,901 Logistyczna
16 Max. gra. - Pas - - - - - - Odcinek | Kierunek | [%] powierzchni | MLP 9-6-1 0,912 0,868 Wyktadnicza
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Szczegotowe informacje o sieci neuronowej o architekturze MLP 9-7-1 (perceptron
wielowarstwowy majgcy dziewie¢ neuronéw w warstwie wejsciowej, siedem w
warstwie ukrytej i jeden w warstwie wyjsciowej) przedstawia tab. 39. Do uczenia
sieci zostat zastosowany algorytm BFGS (w zaimplementowanej w programie wers;ji
algorytmu quasi-Newtona kolejne przyblizenia odwrotnosci hesjanu wyznaczane sg
przy pomocy formuty rekurencyjnej zaproponowanej przez Broydena, Fletchera,
Goldfarba i Shanno). Sie¢ uzyskata najmniejszy btgd uczenia przy zrealizowaniu
228 iteracji (epoki).

Tabela 39. Podstawowe informacje o sieci o strukturze MLP 9-7-1

Nazwa  Jakosc Jakosé Jakosé Btad Btfad Btad Algorytm  Aktywacja

sieci  (uczenia) (testowania) (walidacji) (uczenia) (testowania) (walidacji) (uczenia) (wyjsciowa)

MLP 9-7-1] 0,996 0,982 0,965 0,000 0,000 0,000 |[BFGS 228| Liniowa

Graficzne zestawienie danych wyuczonej, przetestowanej, zweryfikowanej sieci
SSN o strukturze 9-7-1 oraz predykcji dla roku 2022 dla wszystkich odcinkow
przedstawiono na rys. 130 — 134.
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Rysunek 130. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-7-1 dla
odcinka A oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 131. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-7-1 dla
odcinka B oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
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Rysunek 132. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-7-1 dla
odcinka C oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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Rysunek 133. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-7-1 dla
odcinka D oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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Rysunek 134. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-7-1 dla
odcinka E oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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6.8.3 Wykruszenie szczelin

Graficzny charakter wykruszenia szczelin zinwentaryzowanych w ramach
przeprowadzonych badan terenowych na odcinkach jednorodnych (A-E) w okresie
szescioletnim w odniesieniu do powierzchni zajmowanej przez nawierzchnie
przedstawiono na rys. 135.
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Rysunek 135. Zestawienie procentowe powierzchni ze zinwentaryzowanym
wykruszeniem szczeliny (WS) na analizowanych odcinkach (A-E) w okresie 2016 —
2021, 1 - pas szybki, 2 - pas wolny, 3 - pas awaryjny

W ramach opisanego wczesniej algorytmu i w ramach weryfikacji mozliwosci
zastosowania go do prognozowania szerszego pakietu informacji zdecydowano, ze
w ramach dodatkowej weryfikacji analizowanym parametrem na wyjsciu bedzie
procent uszkodzonej powierzchni nawierzchni, dla ktérego przystgpiono do
opracowania sztucznej sieci neuronowej stuzgcej do prognozowania wykruszen
szczelin (WS). Ocene wynikdéw rozpoczeto od oceny zbudowanych modeli i wyboru
najlepszego z nich. Przeprowadzona analiza wrazliwosci modelu semantycznego
(tab. 40) wykazata, ze wszystkie przyjete w pierwszej analizie zmienne wejsciowe
nie sg istotne. W celu okreslenia istotnych zmiennych przystgpiono do modyfikaciji
modelu i wytypowania zmiennych, ktdre majg istotny wplyw na jakosS¢ sieci
neuronowej oraz zmiennych wyjsciowych, ktére nie poprawiajg jakosci i zaburzajg
proces uczenia.

W wyniku przeprowadzonych dalszych modyfikacji, mozna wywnioskowac, ze sieC
neuronowa uzyskuje najlepszg wartos¢ (jakosc¢ testowania) podczas analizy nr 11,
przy uwzglednieniu na wejsciu danych z informacja o wieku i pasie.
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Tabela 40. Rodzaje SSN i architektura opracowanych modeli neuronowych dla uszkodzenia typu wykruszenie szczeliny (WS) w
ramach analizy wrazliwosci dla zmiennych wejsciowych

. Podsumowanie
Anl\;:izy Wejscia ilosciowe Wejscia jakosciowe il‘clavé‘::jisoc\::e Nazwa sieci Jakoéé Jakoéé Aktywacja
(Uczenia) | (Testowania) | (wyjsciowa)
1 Osie std. Pas | Wiek | Grubos$¢ | Opady I;E:::Sg:g g,\:l:.X; ng:X_ Odcinek | Kierunek | [%] powierzchni | MLP 15-12-1 0,907 0,834 Logistyczna
2 Wiek - - - - - - - Odcinek - [%] powierzchni MLP 6-7-1 0,686 0,563 Liniowa
3 Osie std. - - - - - - - Odcinek - [%] powierzchni MLP 6-9-1 0,486 0,651 Liniowa
I- - - - - - - - Odcinek - [%] powierzchni MLP 6-3-1 0,532 0,755 Tanh
5 Grubos¢ - - - - - - - Odcinek - [%] powierzchni MLP 6-5-1 0,306 0,495 Wyktadnicza
6 Opady - - - - - - - Odcinek - [%] powierzchni MLP 6-5-1 0,476 0,468 Tanh
7 Lti:;b;jgj CZ - - - - - - - | odcinek - (%] powierzchni | MLP 6-7-1 0,437 0,553 Logistyczna
8 Max. gra. + - - - - - - - Odcinek - [%] powierzchni MLP 6-8-1 0,600 0,470 Logistyczna
9 Max. gra. - - - - - - - - Odcinek - [%] powierzchni MLP 6-9-1 0,534 0,100 Logistyczna
10 Osie std. Pas - - - - - - Odcinek | Kierunek | [%] powierzchni MLP 9-5-1 0,958 0,929 Logistyczna
12 Grubosé Pas - - - - - - Odcinek | Kierunek | [%] powierzchni MLP 9-6-1 0,623 0,947 Liniowa
13 Opady Pas - - - - - - Odcinek | Kierunek | [%] powierzchni MLP 9-9-1 0,902 0,781 Wyktadnicza
14 Liczba dnoi z Pas - - - - - - Odcinek | Kierunek | [%] powierzchni MLP 9-9-1 0,736 0,921 Liniowa
temp.<0°C
15 Max. gra. + | Pas - - - - - - Odcinek | Kierunek | [%] powierzchni MLP 9-6-1 0,850 0,816 Liniowa
16 Max. gra. - | Pas - - - - - - Odcinek | Kierunek | [%] powierzchni MLP 9-9-1 0,771 0,792 Wyktadnicza
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Szczegotowe informacje o sieci neuronowej o architekturze MLP 9-8-1 (perceptron
wielowarstwowy majgcy dziewie¢ neurondéw w warstwie wejsciowej, osiem w
warstwie ukrytej i jeden w warstwie wyjsciowej) przedstawia tab. 41. Do uczenia
sieci zostat zastosowany algorytm BFGS (w zaimplementowanej w programie wers;ji
algorytmu quasi-Newtona kolejne przyblizenia odwrotnosci hesjanu wyznaczane sg
przy pomocy formuty rekurencyjnej zaproponowanej przez Broydena, Fletchera,
Goldfarba i Shanno). Sie¢ uzyskata najmniejszy btgd uczenia przy zrealizowaniu
101 iteracji (epoki).

Tabela 41. Podstawowe informacje o sieci o strukturze MLP 9-8-1

Nazwa  Jakosc Jakosé Jakosé Btad Btfad Btad Algorytm  Aktywacja

sieci  (uczenia) (testowania) (walidacji) (uczenia) (testowania) (walidacji) (uczenia) (wyjsciowa)

MLP 9-8-1] 0,974 0,970 0,930 0,000 0,000 0,000 [(BFGS 101| Liniowa

Graficzne zestawienie danych wyuczonej, przetestowanej, zweryfikowanej sieci
SSN o strukturze 9-8-1 oraz predykcji dla roku 2022 dla wszystkich odcinkow
przedstawiono na rys. 136 — 140.
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Rysunek 136. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-8-1 dla
odcinka A oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
pas awaryjny)
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Rysunek 137. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-8-1 dla
odcinka B oraz predykcja wynikéw dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -
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Rysunek 138. Wynik uzyskanej sztucznej sieci neuronowej o strukturze 9-8-1 dla
odcinka C oraz predykcja wynikow dla roku 2022 (1 - pas szybki, 2 - pas wolny, 3 -

pas awaryjny)
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Odcinek D - Uszkodzenie WS [% pow.]
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6.9 Dyskusja

Identyfikacja uszkodzen oraz ich prognoza w zakresie nawierzchni z betonu
cementowego jest jednym z kilku istotnych kierunkéw badawczych w budownictwie
drogowym. Analizy te prowadzone sg w szczegolnosci w warunkach terenowych i
na nawierzchniach drog oddanych do eksploatacji.

W ramach niniejszej rozprawy doktorskiej dokonano przegladu doswiadczen i
rozwigzan z dziedziny projektowania, wykonania oraz problematyki zwigzanej z
utrzymaniem nawierzchni z betonu cementowego. Kluczowg role w dysertacji
odgrywa opracowana i wdrozona od 2016 roku na wybranych i uzytkowanych
odcinkach autostrady zmodyfikowana metoda oceny cech powierzchniowych.
Poprzez jednoznaczne przypisanie danego typu uszkodzenia do pojedynczej ptyty
betonowej o unikalnym numerze umozliwiona jest szybka weryfikacja
zgromadzonych danych. W odréznieniu od ocen cech powierzchniowych aktualnie
stosowanych, ktére bazujg na ocenie sieciowej, przedstawiona metoda moze byé
doskonatym punktem odniesienia do zastosowania skutecznego procesu
utrzymania prewencyjnego juz wybudowanych drég. Dla tak zgromadzonych i
usystematyzowanych danych w oparciu o przeprowadzone badania terenowe w
okresie 2016 - 2021 na pieciu analizowanych odcinkach autostrady
zinwentaryzowano fgcznie 16 617 (rozpoczynajgc od 8 825 szt. w 2016 r.)
uszkodzen wraz z okresleniem ich zmian zachodzgcych w czasie. W celu uzyskania
rzeczywistych danych, uwzgledniono w identyfikacji rowniez uszkodzenia
naprawione, ktére bylty wykonywane pomiedzy okresami przeprowadzanych badan
terenowych. Zaobserwowano znaczne roznice w ilosci i typie wystepowania
uszkodzen na kazdym z badanych odcinkéw jednorodnych wykonanych w tej samej
technologii i z zastosowaniem tych samych materiatéw. Podstawg do rozrdznienia
analizowanych odcinkéw na pie¢ odcinkédw jednorodnych byty wskazane i
uwzglednione w pracy roznice w ich obcigzeniu ruchem oraz zaobserwowane
roznice w warunkach klimatycznych. W zwigzku z powyzszym w zakresie
wykonanych badan przeprowadzono identyfikacje danych o ruchu pojazdéw
poruszajgcych sie na analizowanych odcinkach autostrady oraz przeprowadzono
obliczenia skumulowanej liczby osi standardowych dla analizowanego okresu, a
zatem wyznaczono do dalszych analiz intensywnosé oddziatywania ruchu na
odcinki jednorodne z podziatem na wyodrebnione pasy. W wyniku tak
przeprowadzonych dziatan uzyskano dane, ktére sg istotne dla etapu zwigzanego z
prognozowaniem uszkodzen nawierzchni. W dysertacji uwzgledniono rowniez
wptyw warunkow klimatycznych, a dane te pozyskano z wystepujgcych na
badanych odcinkach stacji meteorologicznych. Dzieki temu pozyskano informacje o
warunkach termicznych, w szczegodlnosci umozliwiajgcych okreslenie gradientow
(+) i gradientow (-) w ptytach betonowych. Zgromadzono réwniez informacje o ilosci
opadéw jakie wystepowaly na poszczegodlnych odcinkach oraz liczbie dni z
temperaturg ponizej 0°C, co dodatkowo rozszerzyto zakres informacji mozliwych do
uwzglednienia w opracowanej prognozie degradacji nawierzchni z betonu
cementowego.
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Gtownym celem pracy bylo zastosowanie zmodyfikowanej oceny cech
powierzchniowych nawierzchni z betonu cementowego oraz pozyskanie
wiarygodnych danych o uszkodzeniach oraz mozliwosci skutecznego zastosowania
sztucznych sieci neuronowych (SSN) do prognozowania uszkodzen nawierzchni z
betonu cementowego za pomocag uzyskanych bardzo szczegdtowych danych ze
zmodyfikowane] metody oceny cech powierzchniowych. Przedstawiono zakres
czynnosci niezbednych do przeprowadzenia skutecznego procesu prognozowania
uszkodzen nawierzchni z wykorzystaniem wybranego narzedzia analitycznego. Cel
ten wypetnia najobszerniejszy, szosty rozdziat dysertacji poswiecony szczegétowym
zagadnieniom implementacyjnym. W oparciu o narzedzie Statistica i zbudowane w
niej modele SSN, przeprowadzono m.in. analize wrazliwosci zmiennych
wejsciowych w celu doboru danych istotnych na jako$¢ uzyskanych modeli.
Przedstawiono zaleznosci pozwalajgce na okreslenie danych wejsSciowych
wptywajgcych na prognozowanie poszczegoélnych typow uszkodzenia nawierzchni.
Doktadnos¢ wyuczenia, testowania oraz walidacji sieci neuronowych w odniesieniu
do indywidualnego typu analizowanego uszkodzenia przeprowadzono za pomocg
wspotczynnika determinacji R2.  Przyjetym parametrem prognozy byfa ilo$é¢
uszkodzonych ptyt [%] a parametrem weryfikacyjnym w ramach potwierdzenia
stawianej tezy byta powierzchnia uszkodzonych ptyt [%]. Mozna zatem stwierdzi¢,
ze osiggniete wyniki pokazujg, ze zaproponowany algorytm moze stuzy¢ do
dtugookresowej predykcji uszkodzen, poniewaz uzyskane btedy prognoz sg
stosunkowo mate, zaréwno dla pierwszego parametru prognozowanego, jak i dla
parametru weryfikacyjnego. Postepowanie takie potwierdzito postawiong w pracy
teze mowigcg o rzeczywistej mozliwosci zastosowania modeli SSN jako
skutecznego narzedzia prognozowania uszkodzen nawierzchni z betonu
cementowego, ktorych przewidywanie jest bardzo trudne ze wzgledu na ztozonos¢
mechanizmu degradacji nawierzchni, a zwtaszcza wielu czynnikow oddziatujgcych
na nawierzchnie z betonu cementowego. Zaprezentowane wyniki pokazujg, ze
zastosowanie modelu opartego na sztucznych sieciach neuronowych jest
uzasadnione w $wietle przygotowanych i zastosowanych do analizy danych.
Obecnie coraz czesciej stosuje sie sztuczng inteligencje do optymalizaciji
zagadnien inzynierskich, a zwtaszcza takich, ktore charakteryzujg sie losowoscig i
duzg zmiennoscig w czasie. W ramach przeprowadzonych analiz z zastosowaniem
sztucznych sieci neuronowych pokazano, iz ta niekonwencjonalna metoda
opisywania zjawisk oraz rozwigzywania probleméw moze by¢ z powodzeniem
stosowana w prognozowaniu uszkodzen nawierzchni z betonu cementowego. W
ramach przeprowadzonych analiz otrzymane sieci MLP zostaty zbudowane z jedng
warstwg ukrytg. Eksperymenty zwigzane z tworzeniem modeli sieci neuronowych
MLP byly parametryzowane rodzajem danych na wejsciu (tab. 42, 43). W analizach
parametr liczba neuronéw w warstwie ukrytej przyjmowat wartosci od 5 do 10,
natomiast drugi parametr — liczba epok uczgcych — przyjmowat wartosci od 55 do
292. Liczba neurondéw w warstwie ukrytej zostata dobrana automatycznie. Do
uczenia sieci MLP wykorzystano algorytm BFGS. Jest to jeden z najbardziej
efektywnych algorytméw uczenia sieci neuronowych. Po zakonczeniu kazdej
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analizy przeprowadzone zostaty testy, ktore dostarczaty informacji na temat
skutecznosci sieci.

Tabela 42. Architektura sieci neuronowych oraz dane wejsciowe, dla ktérych
uzyskano najlepsze parametry w odniesieniu do prognozowania informacji o ilosci
uszkodzonych ptyt [%]

Lp. Typ uszkodzenia Dane wejsciowe Archl'tek.tura Liczba
sieci epok
Pekniecia Wiek
1 : . P MLP 9-5-1 134
podtuzne (PL) nawierzchni as 95 3
o | Pekniecia Wiek Pas MLP 9-10-1 | 289
poprzeczne (PT) nawierzchni
Pekniecia Wiek
3 | krawedzi (PK) nawierzchni Pas MLP 9-6-1 >5
Uszkodzenie Osie
P MLP 9-6-1 17
narozy (UN) standardowe as 9-6 6
Uszkodzenie Osie
. . P MLP 9-6-1 2
powierzchni (UP) standardowe as 9-6 09
Wykruszenie Osie Wiek
® | szezelin (WS) standardowe | nawierzchni | M- 971 144

Tabela 43. Architektura sieci neuronowych oraz dane wejsciowe, dla ktorych
uzyskano najlepsze parametry w odniesieniu do prognozowania uszkodzonej
powierzchni nawierzchni [%]

: e Architektura Liczba
Lp. Typ uszkodzenia Dane wejsciowe ..
sieci epok
1 Uszkodzenie Osie Pas MLP 9-9-1 292
narozy (UN) standardowe
Uszkodzenie Osie
2 . . P MLP 9-7-1 22
powierzchni (UP) standardowe as 9 8
Wykruszenie Wiek
. P : .| MLP 9-8-1 101
3 szczelin (WS) as nawierzchni 98 0

Podczas analizy uzyskanych rodzajow architektury sieci neuronowych mozna
stwierdzi¢, ze skuteczno$¢ sieci w zaleznosci od analizowanego typu uszkodzenia
zalezy od doboru danych na wejsciu w zaleznosci od prognozowanego parametru
na wyjsciu.
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Kluczowymi parametrami w zakresie prognozowania uszkodzen nawierzchni sg:
= wiek nawierzchni,
= obcigzenie ruchem (osie standardowe),
= rodzaj pasa ruchu (szybki, wolny, awaryjny).

Do badania doktadnosci wyuczenia, testowania oraz walidacji sieci neuronowych
dla danego typu uszkodzenia nawierzchni z betonu cementowego przyjeto
wspotczynnik determinacji R2. Wspdtczynnik ten jest miarg dopasowania, tj. jak
dobrze rozwazane zmienne niezalezne uwzgledniajg mierzong zmienng zalezng. Im
wieksza warto$¢ R?, tym sie¢ neuronowa posiada lepszg mozliwo$¢ przewidywania
[121]. Wyniki w zakresie uzyskanych doktadnosci otrzymanych sieci neuronowych
dla parametru prognozowanego tj. ilos¢ uszkodzonych ptyt oraz ilos¢ uszkodzonej
powierzchni ptyt na badanych odcinkach jednorodnych przedstawiono na rys. 141 —
142.

W ramach przeprowadzonych ocen doktadnosci (trafnosci) wyuczenia,
testowania oraz walidacji opracowanych sztucznych sieci neuronowych, mozna
stwierdzi¢, ze Srednia wartos¢ przewidywania zawiera sie w przedziale od 87% dla
uszkodzen krawedzi (PK) do ponad 90% dla pozostatych typdéw uszkodzenia.
Najlepszg warto$¢ uzyskata sie¢ neuronowa do prognozowania pekniec
poprzecznych (PT) na poziomie ponad 99% co mozna uzna¢ za znakomity wynik.
Wartos$ci R? mieszczg sie w przedziale 96%-97% dla uszkodzen typu UN, PL i UP,
co réwniez mozna uznac¢ za bardzo dobry wynik. Nalezy réwniez zwréci¢ uwage na
to, ze lepszg wartos¢ dopasowania uzyskano dla prognozowanego parametru
zwigzanego z iloscig uszkodzonych ptyt dla uszkodzen typu UN, UP, WS niz dla
ilosci uszkodzonej powierzchni dla tych samych uszkodzen.
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Rysunek 141. Doktadnos¢ wyuczenia, testowania oraz walidacji sieci neuronowych
w odniesieniu do typu analizowanego uszkodzenia oraz badan terenowych w
zakresie ilosci uszkodzonych ptyt betonowych

Jakos$¢ modeli - [% uszkodzonej powierzchni]
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Rysunek 142. Doktadnos¢ wyuczenia, testowania oraz walidacji sieci neuronowych
w odniesieniu do typu analizowanego uszkodzenia oraz badan terenowych w
zakresie ilosci uszkodzonej powierzchni ptyt
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7 Whnioski

W wyniku przeprowadzonych badan terenowych i analiz prognostycznych

mozna sformutowaC nastepujgce wnioski koncowe potwierdzajgce postawiong w
pracy teze:

1)

2)

3)

4)

5)

Zmodyfikowana metoda oceny cech powierzchniowych dla nawierzchni z
betonu cementowego wykonanych w technologii ptyt dyblowanych i
kotwionych bardzo dobrze sprawdza sie w zakresie lokalizacji i oceny
uszkodzen ze wzgledu na:
= zastgpienie subiektywnej oceny obserwatora obiektywng oceng
geometrii i obmiaru uszkodzen (szerokosci, dtugosci, powierzchni),
= umozliwienie studiowania przypadkdéw na duzych populacjach,
= wiarygodnos¢ oceny stanu technicznego nawierzchni, pozbawionej
wad subiektywnosci, ktéra zapewnia jej wysokg jakosc,
= jednoznaczne przypisanie danego typu uszkodzenia do pojedynczej
ptyty betonowej o unikalnym numerze (uzyskano odpowiednig
doktadnos¢, precyzje i niezawodnos¢), przez co mozliwa jest szybka
weryfikacja zgromadzonych danych oraz prowadzenie efektywnego
utrzymania prewencyjnego.
Efektem przeprowadzonych prac jest potwierdzenie skutecznoséci i bardzo
wydajnej metody zastosowania sztucznych sieci neuronowych do
przewidywania typow uszkodzen nawierzchni z betonu cementowego.
Skfadajg sie na to:
= indywidualne modele sieci neuronowej dedykowane dla
poszczegoOlnych  typow uszkodzenia charakterystycznego dla
nawierzchni z betonu cementowego
= okreslenie istotnych danych wejsciowych w zaleznosci od
prognozowanego typu uszkodzenia.
Z przeprowadzonych analiz wynika, ze nawet przy braku uwzglednienia
niektérych czynnikow, ktére wptywajg na stan techniczny powierzchni jezdni,
jak btedy w wykonawstwie, prowadzone prace utrzymaniowe i inne zdarzenia
losowe, uzyskano duzg warto$¢ srednig wspodtczynnika determinacji R? dla
prognozowanej liczby uszkodzonych ptyt na poziomie 94,7% a w zakresie
powierzchni uszkodzen ptyt na poziomie 93,3%.
Osiggniete wyniki pokazujg, ze opracowane modele SSN mogg stuzy¢ do
dtugookresowej predykcji, poniewaz uzyskane btedy prognoz sg stosunkowo
mate. Mozna stwierdzi¢, ze przedstawione modele mogg by¢ skutecznym
narzedziem prognozowania uszkodzen nawierzchni z betonu cementowego,
ktorych przewidywanie jest bardzo trudne ze wzgledu na ztozonosc
mechanizmu degradacji nawierzchni, a zwtaszcza czynnikow oddziatujgcych
na nawierzchnie z betonu cementowego.
Najlepsze rezultaty w rozwigzywaniu problemow dotyczgcych oszacowania
ilosci uszkodzen nawierzchni z betonu cementowego uzyskano stosujgc sieci
jednokierunkowe warstwowe (MLP), a dominujgcym algorytmem uczenia jest
algorytm BFGS (metoda zmiennej metryki, Quasi-Newton).
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6) Modele SSN umozliwiajg szybkie i wiarygodne prognozowanie uszkodzen
nawierzchni. Stanowig zatem efektywne, mozliwe do stosowania w praktyce
narzedzia do planowania prewencyjnych prac utrzymaniowych a co za tym
idzie prace naprawcze mogg by¢ wykonywane w odpowiednio dobranych
odstepach czasu, ktére gwarantujg spetnienie okreslonych poziomow
funkcjonalnosci nawierzchni ma istotny wptyw na optymalizacje kosztéw
zarzadcy drogi. Nalezy jednak podkresli¢, ze jednym z warunkdéw sukcesu
jest zbudowanie odpowiednich baz danych, wiasciwe i wiarygodne
informacje, od ktorych zaleze¢ bedzie nastepnie jako$¢ generowanych
wynikow.

7) Uzyskane wyniki wskazujg, ze sztuczne sieci neuronowe mogg byc
wykorzystywane do optymalizacji strategii prewencyjnego utrzymania
nawierzchni oraz do oceny stanu nawierzchni na poziomie projektu i sieci.

8) Korzysci ze stosowania sieci neuronowych wielokrotnie przekraczajg
pracochtonnos¢ ich tworzenia. W rzeczywistosci najdtuzszym etapem
procesu ich opracowania jest zgromadzenie i przygotowanie odpowiednigj
jakosci danych wejsciowych, chociaz dzieki zmodyfikowanej metodzie oceny
cech powierzchniowych i ten etap mozna skutecznie zautomatyzowac.

Poprzez zmodyfikowanie oceny cech powierzchniowych jezdni z betonu
cementowego oraz mozliwe opracowanie prognoz powstawania uszkodzen ptyt
betonowych za pomocg SSN uzyskano mozliwos¢ modyfikacji strategii zarzadzania
nawierzchniami i odrzucenia reaktywnej eksploatacji oraz przyjecia utrzymania
zapobiegawczego, bardziej aktywnego, w celu zmniejszenia czestotliwosci
remontow oraz wydtuzenia cyklu zycia nawierzchni z betonu cementowego.
Wdrozenie przedstawionych procedur poprawia wiarygodnos¢ danych oraz
umozliwia ich zastosowanie dodatkowo w programach zarzadzania nawierzchniami
na réznych szczeblach.

Dalsze prace badawcze bedg dotyczy¢ analiz przy zastosowaniu sztucznej
inteligencji (Al) i wykorzystaniu utworzonej bazy danych z identyfikacji uszkodzen
na wykonanych zdjeciach ptyt w celu opracowania automatycznego algorytmu
identyfikacji uszkodzen.
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Zatacznik nr 1

Zestawienie graficzne uszkodzen i uszkodzen naprawionych



Zestawienie ilosci uszkodzen do uszkodzen naprawionych -

uszkodzenia powierzchniowe (UP)
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Rysunek Z.1.1 Zestawienie ilosci uszkodzeh do uszkodzen naprawionych —
uszkodzenia powierzchniowe (UP)
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Rysunek Z.1.2. Zestawienie powierzchni uszkodzen do uszkodzen naprawionych —
uszkodzenia powierzchniowe (UP)



Zestawienie ilosci uszkodzen do uszkodzen naprawionych -

uszkodzenia narozy (UN)
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Rysunek Z.1.3. Zestawienie ilosci uszkodzen do uszkodzen naprawionych —
uszkodzenia narozy (UN)
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Rysunek Z.1.4. Zestawienie powierzchni uszkodzen do uszkodzenh naprawionych —
uszkodzenia narozy (UN)



Zestawienie ilosci uszkodzen do uszkodzen naprawionych -
wykruszenie szczelin (WS)
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Rysunek Z.1.5. Zestawienie ilosci uszkodzen do uszkodzen naprawionych —
wykruszenie szczelin (WS)
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Zatacznik nr 2

Zestawienie graficzne danych temperaturowych
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Max. Gradient temperatury w roku 2020
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